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RESUMEN  

En la industria del yogur, los métodos ópticos han ganado relevancia recientemente, 

ofreciendo alternativas rápidas y no destructivas frente a las técnicas tradicionales de 

control de fermentación. Por lo que, el objetivo es evaluar la precisión de las técnicas 

ópticas contactless: visión por computador y termografía en la monitorización de las 

propiedades fisicoquímicas de la leche durante la fermentación. Con ese propósito se 

construyeron dos reactores: en uno de ellos se monitorearon patrones ópticos en los 

espectros visible e infrarrojo, y en el otro se evaluaron las propiedades fisicoquímicas de 

la leche, siendo las variables de estudio la proteína (4.2, 4.5 y 4.8%), inóculo (1, 2 y 3%) 

y temperatura (36, 40 y 44°C), registrándose datos cada 10 minutos hasta alcanzar pH de 

4.6. De las imágenes obtenidas se calcularon valores RGB medio con Python usando 

OpenCV y Numpy, con el que se entrenaron modelos de diferentes arquitecturas para 

monitorear las propiedades fisicoquímicas en la fermentación, el entrenamiento se 

desarrolló en Google Colaboratory. Los resultados muestran que la proteína influye en 

todas las variables de respuesta, el inóculo solo afectó la viscosidad y el componente a*, 

y la temperatura tuvo un impacto en el pH, la viscosidad y la luminosidad, siendo su 

efecto más relevante en la velocidad de fermentación. Los modelos desarrollados con 

imágenes termográficas alcanzaron precisiones superiores al 82.58%, mientras que los de 

imágenes digitales lograron entre 50.3% y 84.11%. Los mejores modelos requirieron una 

capa oculta con 24 o 28 neuronas para imágenes digitales, y 12 a 16 neuronas para las 

termográficas. En conclusión, la visión por computadora y la termografía muestran gran 

potencial para el control de las propiedades fisicoquímicas en la producción del yogur. 

Palabras clave: Modelos, Imágenes, RGB, Técnicas ópticas, Termografía, Visión por 

computador, Yogur. 
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ABSTRACT  

In the yogurt industry, optical methods have recently gained relevance, offering fast and 

non-destructive alternatives to traditional fermentation control techniques. Therefore, the 

objective is to evaluate the accuracy of contactless optical techniques: computer vision 

and thermography in monitoring the physicochemical properties of milk during 

fermentation. For this purpose, two reactors were built: in one of them optical patterns 

were monitored in the visible and infrared spectra, and in the other the physicochemical 

properties of the milk were evaluated, the variables under study being protein (4.2, 4.5 

and 4.8%), inoculum (1, 2 and 3%) and temperature (36, 40 and 44°C), recording data 

every 10 minutes until pH 4.6 was reached. From the images obtained, mean RGB values 

were calculated with Python using OpenCV and Numpy, with which models of different 

architectures were trained to monitor the physicochemical properties in the fermentation, 

the training was developed in Google Colaboratory. The results show that protein 

influences all response variables, inoculum only affected viscosity and the a* component, 

and temperature had an impact on pH, viscosity and luminosity, with its most relevant 

effect on fermentation rate. Models developed with thermographic images achieved 

accuracies greater than 82.58%, while those with digital images achieved between 50.3% 

and 84.11%. The best models required a hidden layer with 24 or 28 neurons for digital 

images, and 12 to 16 neurons for thermographic ones. In conclusion, computer vision and 

thermography show great potential for the control of physicochemical properties in 

yogurt production. 

Keywords: Models, Images, RGB, Optical techniques, Thermography, Computer Vision, 

Yogurt.  
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CAPÍTULO I 

INTRODUCCIÓN 

En la actualidad, el consumo de yogur ha mostrado un aumento significativo a 

nivel mundial. Según FAO (2012), el consumo anual per cápita de productos lácteos 

aumentó de 28 kg en 1964 a 45 kg en 2020. Sin embargo, Freire et al. (2024) estima que 

para el año 2030 se podría llegar a 66 kg este aumento en el consumo de productos lácteos, 

incluido el yogur (Freire et al., 2024). Pero en el Perú, según la U. S. DEPARTMENT OF 

AGRICULTURE, (2017) el consumo per cápita de yogur es de solo 0.48 kg/habitante/ 

año (Abanto et al., 2022). 

El yogur es un producto alimenticio lácteo fermentado semisólido, producido 

mediante la fermentación de la leche por dos especies de bacterias lácticas: Streptococcus 

thermophilus (S. thermophilus) y Lactobacillus bulgaricus (Vieira et al., 2023). Durante 

el proceso de fermentación, estas bacterias transforman la lactosa en ácido láctico, lo que 

contribuye a las características organolépticas, texturales y nutricionales; motivo por el 

cual, este producto lácteo está asociado a un patrón alimentario saludable (C. Chen et al., 

2017).  

Durante la producción del yogur, el control de calidad se realiza con frecuencia 

mediante métodos tradicionales (técnicas que requieren del contacto directo con el 

producto) con instrumentos de medición que requieren de limpieza y recalibración 

constante; también son lentos y están sujetos a contaminación (Silva & Rocha, 2022). 

Ante la necesidad de mejorar la eficiencia y mantener altos estándares de calidad, se han 

desarrollado tecnologías no invasivas, como la espectroscopia (Sun et al., 2019), 

espectroscopia Raman (Rodriguez et al., 2013), las imágenes laser (Verdú et al., 2019), y 

ultrasonido (L. Zhang et al., 2024a). Estas tecnologías muestran un gran potencial en la 
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industria láctea por su capacidad para evaluar el proceso sin la necesidad de contacto 

directo con la muestra. Sin embargo, suelen ser costosas y presentan limitaciones 

relacionadas con el espacio, el ruido y la emisión de señales débiles (Javanmardi et al., 

2021). 

La visión por computador y la termografía han emergido como alternativas 

viables. Estas tecnologías permiten capturar, procesar y analizar imágenes para la 

detección rápida de parámetros críticos durante la fermentación, utilizando modelos 

avanzados en combinación con el aprendizaje automático. Esta integración mejoraría la 

eficiencia y la productividad al reducir los tiempos de procesamiento, aumentar la 

capacidad de clasificación y permite la recolección de datos en tiempos real durante el 

proceso de fermentación. 

La visión por computador, extrae datos cuantitativos del color de la imagen digital 

mediante el procesamiento y el análisis de imágenes, lo que da como resultados el logro 

de una evaluación del color rápida y sin contacto (Milovanovic et al., 2021a), y la 

termografía se presenta como un método no invasivo y seguro para mostrar el mapa de 

temperaturas de los objetos, que posteriormente puede ser procesado por un ordenador 

(Kříž et al., 2021). Una vez que se captura una imagen, es posible medir o guardarla de 

inmediato para futuros estudios y comparaciones. Por lo tanto, es importante evaluar la 

eficiencia y precisión de las técnicas ópticas en la monitorización de la fermentación del 

yogur, en comparación con los métodos tradicionales. 

1.1. OBJETIVO GENERAL 

Evaluar el grado de precisión de las técnicas ópticas contactless: visión por 

computador y termografía en la monitorización de las propiedades fisicoquímicas 

(viscosidad, acidez y pH) de la leche durante el proceso de fermentación. 
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1.2. OBJETIVOS ESPECÍFICOS 

- Implementar un sistema de monitorización por imágenes de las características 

fisicoquímicas (viscosidad, color, acidez y pH) de la leche durante el proceso de 

fermentación mediante técnicas ópticas contactless: visión por computador y 

termografía. 

- Monitorear mediante técnicas convencionales el efecto de la temperatura, 

porcentaje de proteína y la concentración del inóculo en las características 

fisicoquímicas (viscosidad, color, acidez y pH) y velocidad de gelificación de la 

leche durante el proceso de fermentación.  

- Desarrollar modelos predictivos a partir de imágenes registradas mediante técnicas 

ópticas contactless: visión por computador y termografía para estimar las 

propiedades fisicoquímicas (viscosidad, acidez y pH) de la leche durante el proceso 

de fermentación en yogur.   
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CAPÍTULO II 

REVISIÓN DE LITERATURA 

2.1.  SITUACIÓN ACTUAL Y PERSPECTIVA DE LA INDUSTRIA DEL 

YOGUR  

En una encuesta que se llevó a cabo en 2012 en varios países, se analizó el 

consumo de productos lácteos. Según la encuesta realizada por  Valentina & Fierro, 

(2020), la mayoría de los consumidores de estos productos están en Europa y Asia. Entre 

el 80% y el 89% de los encuestados en Turquía y Rusia afirmaron consumir productos 

lácteos como leche, yogur y queso. Brasil, un importante consumidor de yogur en 

Latinoamérica, tiene un 80% de respuestas positivas. 

Figura 1 

Consumidores habituales de productos lácteos 

 

Nota: Valentina & Fierro, (2020) 

El yogur, reconocido por sus propiedades probióticas, contribuye a mejorar la 

salud intestinal al reducir la población de bacterias dañinas y restablecer el equilibrio del 

microbiota (Tan et al., 2018). Sin embargo, el consumo de yogur en Perú es 

significativamente menor que en países vecinos como Chile y Colombia (Navarro et al., 

2015). Esta baja ingesta, que se sitúa por debajo de las recomendaciones de la FAO de 1 
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a 5 porciones por persona al día, podría deberse a factores como el precio, la falta de 

variedad o la poca promoción de sus beneficios. 

2.2.  PROCESO DE ELABORACIÓN DEL YOGUR 

2.2.1.  Definición del yogur  

El yogur es un derivado lácteo que se produce mediante la fermentación 

de la leche a temperaturas controladas cercanas a 40°C (Akarca & Denizkara, 

2024; Yankey et al., 2023), con cultivos lácticos (Lactobacillus bulgaricus y 

Streptococcus thermophilus) que producen ácido láctico a partir de la lactosa, 

creando una estructura viscosa parecida a un gel (C. Chen et al., 2017). Debido a 

que las proteínas desnaturalizadas actúan como aglutinantes dentro de una matriz 

de caseína. La firmeza de gel depende principalmente de la fuerza de la red 

tridimensional de proteínas de la leche que a su vez está gobernada por el 

contenido total de sólidos (Sah et al., 2016a).  

Este producto lácteo se puede elaborar a partir de leche de vaca, de cabra, 

de oveja, camella o yegua (Atamian et al., 2014). Existen diferentes formas de 

yogur, entre ellas: yogur bebible bajo en grasa o sin grasa, yogur con sabor a frutas 

y/o cereales. Además, el yogur se puede clasificar según su naturaleza física, que 

puede ser sólido, semisólido o líquido (Marete et al., 2024). 

• Clasificación del yogur  

- Por su textura pueden ser: un yogur batido cuya fermentación se 

realiza en tanques de incubación produciéndose en ellos la coagulación, 

siendo luego sometido a un tratamiento mecánico (batido). El yogur 

bebible recibe un mayor tratamiento mecánico que el yogur aflanado, 
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cuya fermentación y coagulación se produce en su envase (Lobato-

Calleros et al., 2014).   

- Por su contenido graso: la concentración láctea afecta 

significativamente la textura y las propiedades sensoriales del yogur 

según el contenido de grasa. Los yogures se clasifican en tres 

variedades principales: yogur descremado (<0.5 %), yogur bajo en 

grasa (0.5 – 2.0%) y yogur regular (≥ 3.25%) (Y. Zhao et al., 2023).  

- Por sus ingredientes: se clasifican según la fortificación prebiótica, 

mediante la adición de 30 % de ingredientes no lácteos con Notas ricas 

en fibra como frutas (yogur frutado), cereales y aromas (yogur 

aromatizado) o yogur natural sin adición de saborizantes ni colorantes. 

Estos ingredientes no lácteos pueden ser añadidos antes o después de la 

fermentación (Sah et al., 2016b). 

• Requisitos fisicoquímicos  

Según las NTP 202.092:2008 los requisitos fisicoquímicos del yogur 

entero, yogur parcialmente descremado y yogur descremando se muestran en la 

Tabla 1. 

Tabla 1 

Requisitos fisicoquímicos y tipos de yogur 

Requisitos Yogur entero 

Yogur 

parcialmente 

descremado 

Yogur descremado 

Materia grasa % 

(m/m) 
Mínimo 3.0 1.0 – 2.9 Menos de 1.0 

Sólidos no grasos 

% (m/m) 
Mínimo 8.2 Mínimo 8.2 Mínimo 8.2 

Acidez, 

expresada en % 

de ácido láctico 

0.6 – 1.5 0.6 – 1.5 0.6 – 1.5 

Nota: NTP 202.092:2008 
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Este proyecto de tesis se enfocará principalmente en la monitorización de 

las propiedades fisicoquímicas de la leche durante la elaboración de yogur batido.  

2.2.2. Principales etapas en la elaboración de yogur batido 

La elaboración del yogur batido puede llevarse a cabo en un tanque 

operado de forma totalmente manual (agitación mecánica) o un tanque 

multipropósito que puede calentarse a vapor o gas. En la Figura 2, se muestran las 

principales etapas que implica el proceso de elaboración del yogur batido. 

2.2.2.1. Recepción y selección de la materia prima  

La recepción es una etapa clave en la producción de yogur batido, 

pues asegura la calidad del producto final. Aunque la leche bovina es la 

más utilizada, también pueden emplearse leches de otros mamíferos, como 

cabra, oveja o búfala, según las preferencias del mercado y las propiedades 

deseadas en el yogur (El-Abbadi et al., 2014).  

Es esencial que la leche sea de alta calidad, verificando su 

composición, especialmente el contenido proteico, ya que este influye en 

la textura y estabilidad del yogur. Un nivel adecuado de proteínas asegura 

una coagulación uniforme durante la fermentación, contribuyendo a una 

consistencia óptima y mejor percepción sensorial. 

Además, la leche debe estar libre de bacterias patógenas, y de 

residuos indeseables, como antibióticos o pesticidas, también es esencial 

para garantizar la seguridad del consumidor y cumplir con las normativas 

alimentarias. Estas sustancias podrían inhibir la actividad de los cultivos 

iniciadores, afectando la fermentación y la calidad del yogur. 
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2.2.2.2. Estandarización  

La estandarización de la leche, un proceso clave en la producción 

de yogur, implica ajustar los niveles de grasa entre 0.5% y 3.5%, y los 

sólidos no grasos entre 11% y 12% (Mahaut et al., 2003). Este ajuste puede 

lograrse mediante la adición de componentes como leche en polvo o suero, 

o la reducción de componentes como la grasa, agua y otros. En el caso del 

yogur, el contenido de grasa varía desde 0.1% hasta 10% y depende de las 

preferencias de los consumidores. La estandarización debe su importancia 

a los efectos que implica en el producto final, porque el contenido de grasa 

en la leche influye en las características del yogur; mejorando su 

consistencia y viscosidad. Además, afecta el comportamiento del pH en la 

fermentación (Sfakianakis & Tzia, 2014a).  

Figura 2 

Diagrama de elaboración de yogur batido  

 

Nota: Torres et al. (2018)  
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2.2.2.3. Homogenización  

La homogenización de la leche es un proceso estándar comúnmente 

aplicado en la industria láctea y sus derivados como el yogur (Sfakianakis 

et al., 2015). Este proceso de homogenización implica cambios 

microestructurales en el tamaño de los glóbulos de grasa, lo que resulta en 

el aumento de la superficie total lo que evita su afloramiento a la superficie 

por efecto de la diferencia de densidades. Además, mejora la interacción 

con las micelas de caseína y sus fragmentos, que participan activamente 

en la formación del gel y evitan la sinéresis del suero en el yogur, como se 

muestra en la Figura 3 (Y. Zhao et al., 2023). Sin embargo, la leche no 

homogenizada puede desestabilizar la estructura del yogur y reducir su 

viscosidad, debido a la baja interacción de los glóbulos de grasa y las redes 

de caseína (Jørgensen et al., 2019). 

Figura 3 

Esquema de la estructura del yogur establecido 

 

Nota: Y. Zhao et al. (2023) 
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2.2.2.4. Tratamiento térmico  

La etapa del tratamiento térmico es un proceso clave en la 

producción de yogur, debido a que no solo permite la destrucción de 

microorganismos patógenos indeseables, sino que catalizan diversos 

cambios fisicoquímicos que mejoran la calidad final del producto. Según 

Dash et al. (2022), este tratamiento inhibe la oxidación de la grasa y 

modifica las proteínas del suero, mejorando de forma significativa la 

textura del yogur. 

Lindsay et al. (2021) proponen dos parámetros principales para la 

pasteurización del yogur: 85°C por 25 - 30 minutos o 90- 95°C durante 3-

5 minutos. Este tratamiento mejora las propiedades organolépticas y 

funcionales del yogur. Entre los beneficios destacan la potenciación del 

sabor característico, aumento de los aminoácidos libres, descenso del pH, 

reducción del tiempo de coagulación y la estabilización de la textura, 

evitando la sinéresis o la separación del suero (Deeth, 2017). 

2.2.2.5. Enfriamiento  

La etapa de enfriamiento después de la pasteurización permite 

reducir la temperatura de la leche a un rango óptimo entre 40 y 45°C, que 

es ideal para el crecimiento y actividad de las bacterias acido lácticas, 

principalmente Lactobacillus bulgaricus y Streptococcus thermophilus. 

Estas bacterias son responsables de convertir la lactosa en ácido láctico, lo 

que acidifica la leche y facilita la coagulación para formar el yogur (Dash 

et al., 2022).  
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Este rango de temperatura garantiza que las bacterias se desarrollen 

de manera eficiente, lo que responde un equilibrio adecuado entre la acidez 

y el sabor del yogur, un enfriamiento adecuado es esencial para asegurar 

una fermentación homogénea y evitar problemas como la sinéresis 

(separación de suero) (Deeth, 2017).   

2.2.2.6. Inoculación  

La inoculación se lleva a cabo una vez que la temperatura de la 

leche se ha estabilizado en el rango óptimo de incubación, entre 40 y 45°C. 

En esta etapa, se añade el cultivo láctico compuesto principalmente por 

Lactobacillus bulgaricus y Streptococcus thermophilus, microorganismos 

que son responsables de la fermentación láctica (Dash et al., 2022). El 

cultivo se dosifica en una proporción que varía entre el 1% y el 3%, 

manteniendo una agitación constante durante 5 minutos. Este porcentaje 

puede ajustarse según la actividad de los cultivos, oscilando entre el 1% y 

el 7%, para asegurar una fermentación eficiente. La relación entre 

Streptococcus y Lactobacillus se ajusta entre 1:2 y 2:1, dependiendo del 

tipo de yogur que se desee producir, ya sea natural o batido (Sfakianakis 

& Tzia, 2014b).   

2.2.2.7. Fermentación  

El proceso de fermentación es crucial para la producción de yogur, 

ya que en esta etapa se desarrollan sus características de textura y sabor 

distintivo. Durante la fermentación, ocurren reacciones bioquímicas 

provocadas por el metabolismo de dos cultivos lácticos vivos 

Streptococcus subsp. thermophilus y Lactobacillus delbrueckii subsp. 
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bulgaricus, que se encargan de transformar la lactosa de la leche en ácido 

láctico. Este proceso ocurre a una temperatura de entre 40 y 45°C durante 

un periodo de 150 a 210 minutos. El objetivo de esta etapa es incrementar 

el contenido de la acidez hasta valores de 100 a 120 °D y pH de 4.6 (punto 

isoeléctrico) en los yogures  (Mahaut et al., 2003). En este punto, comienza 

a formarse el coagulo debido a la precipitación de la caseína (Mazzeo, 

2007). 

2.2.2.8. Envasado y almacenado  

El envasado y almacenado del yogur son etapas cruciales para 

conservar la calidad, textura y vida útil del producto final. El yogur batido 

se caracteriza por ser un producto más cremoso y homogéneo, con una 

consistencia suave que se obtiene mediante un proceso de agitación 

controlada después de la fermentación (Jørgensen et al., 2015).  

El almacenamiento del yogur debe mantenerse refrigeradas a una 

temperatura de 4 a 8°C para garantizar la estabilidad del producto, alargar 

la vida útil del yogur batido que generalmente es de 2 a 4 semanas. Durante 

el almacenamiento, el pH del yogur puede seguir disminuyendo 

ligeramente debido a la actividad residual de las bacterias ácido - lácticas 

(Deeth, 2017).  

2.3.  FERMENTACIÓN DE LA LECHE HASTA SU CONVERSIÓN EN 

YOGUR 

 La fermentación del yogur es un proceso complejo que depende de la acción de 

bacterias ácido - lácticas, las cuales transforman la leche en un producto fermentado con 

características específicas. Durante esta fase, los microorganismos clave son 
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Streptococcus thermophilus y Lactobacillus bulgaricus, desencadenan una serie de 

reacciones bioquímicas esenciales para la formación del yogur (Walstra et al., 2005). 

Estas bacterias trabajan en sinergia, contribuyendo mutuamente al desarrollo de la acidez 

como a la textura del producto final. A continuación, se detallan las condiciones óptimas 

para el crecimiento y la actividad de estas bacterias en el proceso de elaboración del 

yogur.  

• Streptococcus salivarius subsp. thermophilus  

Este microorganismo es Gram positivo y generalmente se considera termófilo, ya 

que la temperatura óptima para su crecimiento es de 35 a 53°C. Sus células son de forma 

esférica que forman cadenas, durante la etapa temprana de sus vidas y a medida que 

maduran desarrollan una morfología más parecida a una varilla y favorecen el crecimiento 

colonial de las bacterias (Walstra et al., 2005). 

• Lactobacillus delbrueckii subsp. bulgaricus  

Por otro lado, el Lactobacillus delbrueckii subsp. bulgaricus es una bacteria 

anaerobia gran positiva en forma de bastoncillo y su temperatura óptima de crecimiento 

es de 40 a 44°C, lo que le permite producir cantidades muy altas de ácido láctico 

metabolizando la lactosa (Vedamuthu, 2013).  
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Tabla 2 

Características principales de las bacterias ácido - lácticas para la producción de 

yogur 

Microorganismo

s ácido-lácticos 

Tipos de 

bacterias 
Características 

Temperatur

a en que se 

desarrolla 

Función 

Streptococcus 

thermophilus 

Estreptococ

o Gram- 

positivo 

Bacteria no 

móvil, anaerobio 

facultativo 

35- 53°C, 

puede resistir 

incluso 65° C 

por media 

hora 

Utiliza la 

lactasa para 

descomponer 

la lactosa de 

los productos 

fermentativos

. 

Lactobacillus 

bulgaricus 

Bacilo 

Gran- 

positivo 

Bacteria láctea 

homofermentativ

a 

40- 44°C 

Disminuye el 

pH y puede 

producir 

hasta un 2.7% 

de ácido 

láctico. 
Nota: Walstra et al. (2005) 

Estos dos microorganismos se desarrollan de manera sinérgica, metabolizando la 

lactosa en ácido láctico y provocando la reducción del pH de la leche a medida que la 

fermentación avanza. Esta reducción de pH ocurre debido a la conversión de lactosa en 

ácido láctico, en orden de la siguiente reacción química global: 

Formula de la reacción de la lactosa a ácido láctico: 

𝐶12𝐻22𝑂11  + 𝐻2𝑂 →  4𝐶3𝐻6𝑂3 

2.3.1. Mecanismos de acción de los microorganismos en la fermentación  

2.3.1.1. Metabolismo de la lactosa  

La transformación de la lactosa en ácido láctico durante la 

fermentación del yogur se lleva a cabo principalmente a través de la 

fermentación homoláctica, que sigue la ruta metabólica de Embden - 

Meyerhof - Parnas (glucólisis) para convertir la glucosa en ácido láctico. 
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Las bacterias lácticas involucradas, como Streptococcus salivarius subsp. 

thermophilus y Lactobacillus delbrueckii subsp. bulgaricus, metabolizan 

la glucosa derivada de la hidrólisis de la lactosa a través de este proceso. 

La vía de Leloir, responsable del metabolismo de la galactosa, también 

puede participar indirectamente en la fermentación al convertir la 

galactosa en glucosa-6-fosfato, que luego entra en la glucólisis (Tala 

Orrillo, 2023). La fermentación homoláctica para las bacterias ácido 

lácticas consta de tres fases: 

• Primera fase: Descomposición de la lactosa 

Según Tala Orrillo, (2023) esta fase comienza con la hidrólisis de 

la lactosa en el interior de la célula, catalizada por la enzima β - 

galactosidasa, también conocida como lactasa, que descompone la lactosa 

en glucosa y galactosa. La glucosa entra en la vía de Embden - Meyerhof 

- Parnas (glucólisis), donde, a través de una serie de reacciones de 

fosforilación, se obtienen una molécula de gliceraldehído-3-fosfato (G3P) 

y una de dihidroxiacetona fosfato (DHAP) por cada molécula de glucosa. 

La triosa fosfato isomerasa convierte el DHAP en otra molécula de G3P, 

permitiendo que ambas moléculas sigan en la glucólisis. Por otro lado, la 

galactosa es metabolizada mediante la vía de Leloir, donde es fosforilada 

para formar galactosa-1-fosfato, que luego se convierte en glucosa-1-

fosfato y, finalmente, en glucosa-6-fosfato, que ingresa en la glucólisis 

para producir gliceraldehído-3-fosfato. 
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Figura 4 

Primera fase de la fermentación homoláctica para S. thermophilus y L. 

bulgaricus 

 

Nota: Tala Orrillo (2023)   

(A): β-galactosidasa 

(B): Glucoquinasa 

(C): Fosfoglucosa isomerasa  

(D): Fosfofructoquinasa  

(E): Fructosa- 1, 6-P aldolasa  

(F): Triosa fosfato isómeras 

• Segunda fase: Oxidación y producción de ATP 

 Durante esta fase del glicólisis, el gliceraldehído-3-fosfato 

formado en la fase anterior se oxida por la acción de la enzima 

gliceraldehído-3-fosfato deshidrogenasa, utilizando el cofactor NAD⁺ 

(Nicotinamida Adenina Dinucleótido en su forma oxidada). Esta reacción 

produce 1,3-bisfosfoglicerato y reduce NAD⁺ a NADH. Luego, el 1,3-

bisfosfoglicerato transfiere un grupo fosfato a una molécula de ADP para 

generar ATP, mediante la acción de la fosfoglicerato quinasa, formando 3-

fosfoglicerato. Posteriormente, el 3-fosfoglicerato se reordena para formar 

fosfoenolpiruvato (PEP) en una serie de pasos catalizados por la enolasa. 

Finalmente, el PEP transfiere otro grupo fosfato al ADP, generando una 
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molécula adicional de ATP y formando piruvato mediante la acción del 

piruvato quinasa. Este proceso genera energía para la célula, como se 

muestra en la Figura 5. 

Figura 5 

Segunda fase de la fermentación homoláctica para S. thermophilus y L. 

bulgaricus 

 

Nota: Walstra et al. (2005) 

(A): 1,3-P-glicerato  

(B): Fosfoglicerato quinasa  

(C): Fosfoglicerato mutasa  

(D): Enolasa  

(E): Piruvato quinasa   

• Tercera fase: Producción de energía y reducción  

El gliceraldehído-3-fosfato es oxidado y fosforilado por la enzima 

gliceraldehído-3-fosfato deshidrogenasa, formando 1,3-bisfosfoglicerato y 

produciendo NADH en el proceso. Posteriormente, el 1,3-

bisfosfoglicerato cede un grupo fosfato al ADP, generando dos moléculas 

de ATP por cada molécula de gliceraldehído-3-fosfato a través de la 

fosforilación a nivel de sustrato. Finalmente, el piruvato resultante es 

reducido a ácido láctico (lactato) mediante la enzima lactato 

deshidrogenasa bajo condiciones anaeróbicas, utilizando el NADH 
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previamente formado, lo que regenera NAD⁺ y permite la continuidad del 

proceso de fermentación láctica.  

Figura 6 

Tercera fase de la fermentación homoláctica para S. thermophilus y L. 

bulgaricus. 

 

Nota: Vedamuthu (2013) 

(A): Lactato deshidrogenasa  

Con respecto a la galactosa, la vía metabólica de Leloir detalla el 

proceso mediante el cual este monosacárido, liberado tras la hidrólisis de 

la lactosa por acción de la enzima β-galactosidasa, se transforma en 

glucosa-1-fosfato, una clave intermedia en el metabolismo energético. 

Este proceso, conocido como galactólisis, inicia con la fosforilación de la 

galactosa en el carbono 1, catalizada por la enzima galactoquinasa, que 

produce galactosa-1-fosfato. Posteriormente, la enzima galactosa-1-

fosfato uridiltransferasa transfiere un grupo uridina difosfato (UDP) desde 

la UDP-glucosa a la galactosa-1-fosfato, generando UDP-galactosa y 

glucosa-1-fosfato. Este último compuesto es convertido en glucosa-6-

fosfato por la enzima fosfoglucomutasa, permitiendo su entrada en la vía 

de la glucólisis, donde contribuye a la generación de energía celular. 

Además, la UDP-galactosa producida es reciclada en UDP-glucosa 

mediante la acción de la enzima UDP-galactosa 4-epimerasa, asegurando 

la continuidad del ciclo de interconversión entre galactosa y glucosa. Este 

mecanismo no solo es fundamental para el metabolismo de los 
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carbohidratos, sino también para garantizar la eficiencia en la utilización 

de la lactosa como Nota de energía. Alteraciones en esta vía, como 

deficiencias en las enzimas involucradas, pueden derivar en trastornos 

meta. 

Figura 7 

Ruta metabólica de Leloir 

 

Nota: Vedamuthu (2013) 

(A): Galactoquinasa 

(B): Galactosa -1-P uridiltransferasa 

(C): UDP- glucosa 4-epimerasa 

(D): Fosfoglucomuta 

Seguido de todo este proceso, las bacterias ácido lácticas poseen la 

enzima lactato deshidrogenasa para la síntesis de lactato a partir de 

piruvato (Vedamuthu, 2013). Sin embargo, la disminución de la tensión de 

oxígeno y el formiato (subproducto del metabolismo del Streptococcus 

thermophilus) estimula a su vez el crecimiento del Lactobacillus 

bulgaricus lo que se explica la simbiosis de las bacterias. 

2.3.1.2. Simbiosis de las bacterias ácido lácticas  

Los microorganismos Streptococcus subsp. thermophilus y 

Lactobacillus delbrueckii subsp. bulgaricus al ser inoculados 
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individualmente en la leche, demandan mayor tiempo de coagulación entre 

8 y 10 horas. Sin embargo, al ser inocularlos en conjunto y a una 

temperatura de entre 40 - 45°C, el tiempo se reduce significativamente a 3 

– 4 horas (Sfakianakis & Tzia, 2014a), este fenómeno demuestra la 

simbiosis de las bacterias ácido-lácticas para convertir la lactosa en ácido 

láctico. Según Courtin et al. (2002) afirma que, en condiciones anaeróbicas 

el Streptococcu subsp. thermophilus produce ácido fórmico para estimular 

el crecimiento de Lactobacillus delbrueckii subsp. bulgaricus, lo que 

acelera su desarrollo. 

En esta interacción, Lactobacillus delbrueckii subsp. bulgaricus 

promueve el desarrollo y crecimiento de Streptococcus subsp. 

thermophilus al liberar aminoácidos esenciales (como valina, histidina y 

glicina) de la caseína, lo que acelera su desarrollo. El Streptococcus subsp. 

thermophilus tiene un desarrollo más rápido al inicio de la fermentación, 

comenzando con la producción de ácido láctico. En una segunda etapa, 

este microorganismo es inhibido por el propio ácido láctico producido, y 

la fermentación del yogur es continuada y finalizada por Lactobacillus 

delbrueckii subsp. bulgaricus. La velocidad de crecimiento de 

Streptococcus subsp. thermophilus al inicio de la fermentación es superior 

a la de Lactobacillus delbrueckii subsp. bulgaricus, con una proporción de 

3 o 4:1 después de la primera hora de incubación. Posteriormente, en la 

última etapa, esta relación se aproxima a 1:1 (Vedamuthu, 2013). 

Los cultivos liofilizados de yogur suelen presentar fases de latencia 

prolongados, lo que hace necesario resembrarlos al menos dos veces para 

obtener cultivos líquidos activos. Sin embargo, se han desarrollado 
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cultivos concentrados liofilizados que pueden ser utilizados directamente 

para inocular la leche, facilitando la fabricación de yogur a pequeña escala 

(Tribby & Teter, 2023).  

• Fases de crecimiento microbiano durante la fermentación del 

yogur  

Durante la fermentación de la leche provocada por los 

microorganismos Streptococcus subsp. thermophilus y Lactobacillus 

delbrueckii subsp. bulgaricus ocurre el siguiente crecimiento microbiano 

provocando diferentes ocurrencias a nivel molecular y reorganización de 

la estructura de la leche (Muncan et al., 2020). 

Figura 8 

Curva de crecimiento bacteriano 

 

Nota: Muncan et al. (2020) 

La curva de crecimiento bacteriano (Figura 8) se desarrolla 

pasando por las siguientes fases: 
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• Fase de latencia 

Durante la fase de latencia, existe un aparente estado de reposo, en 

la que las células sintetizan enzimas necesarias para sus funciones 

metabólicas, no se observa cambio significativo. Sin embargo, 

internamente las células están activas, ajustando un proceso enzimático al 

entorno del cultico láctico. En este tiempo, la bacteria se adapta para 

aprovechar los nutrientes del medio, lo que provoca un aumento en la masa 

celular. La duración de la latencia puede verse afectada por la edad del 

inoculo, ya que los inóculos más antiguos tienden a prolongarla debido a 

la acumulación de sustancias toxicas y la falta de nutrientes esenciales 

después del crecimiento previo (Nugroho et al., 2021).   

• Fase exponencial o logarítmica 

Pasado la fase de latencia, el cultivo láctico entra en la denominada 

fase de crecimiento exponencial, donde los microorganismos se proliferan 

de una forma muy rápida. La velocidad de crecimiento que alcanza el 

cultivo depende de los microorganismos y factores ambientales como son 

la temperatura, el pH, oxigenación, etc. (Nugroho et al., 2021). 

• Fase estacionaria 

La velocidad de crecimiento comienza a disminuir hasta hacerse 

nula cuando alcance la fase estacionaria, debido a los cambios en la 

composición y concentración de nutrientes el medio, desencadenando el 

control y la regulación de la actividad enzimática (Muncan et al., 2020).  

Durante la fase estacionaria se observan la sobrepoblación de las 

bacterias que provoca el agotamiento de suministros esenciales, 
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acumulación de productos a niveles tóxicos, disminución de oxígeno, 

cambios en las condiciones del pH del medio de cultivo (acidificación). 

Equilibrando el número de células nuevas con el número de células que 

mueren (Lindsay et al., 2021). 

• Fase de muerte 

Finalmente, el cultivo entra en la fase de muerte, en la cual el 

número de células que mueren aumenta progresivamente. La inclinación 

de esta fase puede variar en función del tipo de microrganismo, siendo 

menos pronunciada cuando los microorganismos tienen mecanismos de 

resistencia, como esporas o glicocálix (Muncan et al., 2020). 

2.3.1.3. Acidificación y coagulación  

La actividad bacteriana durante la fermentación de la leche para la 

obtención del yogur incrementa la concentración del ácido láctico a 

valores comprendidos entre el 0.6 y el 1.5%, bajo esas condiciones de 

acidez, las proteínas de la leche especialmente la caseína comienza a 

agregarse y precipitar formando redes tridimensionales, esta estructura se 

percibe un gel que le atribuye al yogur su textura cremosa y masa densa 

(Rodríguez-Bernal et al., 2014).  

2.3.2. Cambios en las propiedades fisicoquímicas durante la fermentación  

2.3.2.1. Comportamiento del pH en la fermentación de la leche 

El pH de la leche generalmente varía entre 6.5 y 6.7 (Walstra et al., 

2005). Sin embargo, cuando la leche pasa por un proceso prolongado de 

fermentación, se convierte en yogur debido al descenso del pH a valores 
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entre 4.0 y 4.5 (Rivero Martin et al., 2020). Como se muestra en la Figura 

9, este parámetro es una de sus características más importantes, ya que la 

fermentación inducida por bacterias ácido - lácticas incrementa la 

concentración de acidez y reduce el pH, mejorando las propiedades 

fisicoquímicas y las cualidades sensoriales, lo que lo hace más atractivo 

para el consumidor (Rodríguez et al., 2015). 

Figura 9 

Curva de pH del yogur durante la fermentación 

 

Nota: Muncan et al. (2020) 

2.3.2.2. Acidez 

La concentración de la acidez está directamente relacionada con la 

actividad metabólica y la tasa de crecimiento de los microorganismos 

responsables, la transformación de la lactosa en ácido láctico por el 

metabolismo de las bacterias, la concentración de la acidez entre 0.6 – 1.5 

% induce cambios fisicoquímicas y microestructurales en la leche como la 

coagulación de la caseína, la formación de la textura, el sabor del producto 

y garantiza la calidad con las características sensoriales y estructurales 

deseadas. Además, tiene la capacidad de prevenir la sinéresis del suero 

(Alcivar Pelaez, 2016), lo que destaca la importancia de su monitoreo 
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durante la producción (Sofyan et al., 2022a; Yang et al., 2021a). Para medir 

la acidez, se utilizan unidades como el °D, donde cada equivalente 

representa un decigramo de ácido láctico por litro. Por ejemplo, si una 

leche tiene 17 °D, significa que su concentración de acidez es de 0.17 

gramos por cada 100 gramos de leche (Miranda Mejía, 2022). 

Figura 10 

Desarrollo de la curva de acidez durante el proceso de fermentación 

 

Nota: Miranda Mejía (2022)  

2.3.2.3. Viscosidad y gelificación  

La viscosidad y gelificación del yogur son propiedades 

estructurales clave que determinan la textura y aceptabilidad del producto 

final. La viscosidad en el yogur mide su resistencia a la deformación, esta 

propiedad física incrementa con mayor rapidez a medida que el pH 

desciende hasta el punto isoeléctrico (pH < 5.2) (Haque et al., 2001). La 

temperatura tiene un efecto significativo sobre la viscosidad del yogur ya 

que disminuye cuando la temperatura incrementa y viceversa. También 
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factores como el contenido de grasa, la estructura de la caseína, los 

tamaños de los glóbulos de grasa, la temperatura de incubación y la 

velocidad de enfriamiento influyen en la viscosidad final del yogur 

(Gilbert & Turgeon, 2021). Por otro lado, es importante aclarar que el 

yogur es un fluido no newtoniano, lo que significa que su viscosidad no es 

constante y cambia dependiendo del esfuerzo aplicado, un 

comportamiento conocido como adelgazamiento por cizallamiento (Lee & 

Lucey, 2006).    

El yogur también presenta propiedades tixotrópicas, es decir, su 

viscosidad disminuye con el tiempo cuando se somete a una fuerza o 

esfuerzo cortante (Mendoza et al., 2021), pero recuperan su viscosidad 

inicial al dejar de aplicarse la fuerza. Esto hace que la manipulación y 

agitación del yogur afecten temporalmente su textura (Jørgensen et al., 

2015). 

La gelificación de la leche, por otro lado, es el proceso mediante el 

cual la leche pasa de ser un fluido a uno semisólido. Lo cual ocurre 

principalmente por efecto de la concentración de la acidez y reducción del 

pH que provocan la coagulación de las proteínas, como la caseína, durante 

el proceso de fermentación (Sodini et al., 2004).  

• Proteínas  

Las proteínas desempeñan un papel importante en la formación del 

gel durante el proceso de elaboración de yogur. Entre las principales 

proteínas involucradas están las caseínas y las proteínas de suero, las 

cuales tiene una función importante en la estructura del gel. Las 
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interacciones entre estas proteínas están influenciadas por el pH ya que 

reduce las fuerzas electrostáticas de repulsión entre las micelas de caseína 

favoreciendo la formación de textura y estabilidad del producto final (Arab 

et al., 2023).  

Un aumento en el contenido de proteínas, particularmente en 

relación con los sólidos totales, mejora la elasticidad del gel, lo que reduce 

la posibilidad de ruptura y mejora las propiedades de textura. Además, al 

incrementar los niveles de proteína, se refuerza la firmeza del gel y se 

reduce la sinéresis, que es la separación de suero del yogur (Zhao et al., 

2016).  

• Grasa 

La leche contiene típicamente entre un 2.5% y un 3% de grasa, 

mientras que, en el yogur, la proporción de grasa varía dependiendo del 

tipo de producto. Los yogures enteros presentan un contenido graso más 

elevado, mientras que los descremados tienen niveles significativamente 

más bajos. Curiosamente, los yogures descremados suelen exhibir una 

mayor firmeza y viscosidad en comparación con los enteros, debido a los 

ajustes en la composición de sólidos y la redistribución de proteínas en 

ausencia de grasa. 

Por otro lado, la adición de sustitutos de grasa en los yogures bajos 

en grasa puede influir significativamente en su textura, mejorando 

características como la cremosidad, pero también puede inducir efectos no 

deseados, como la sinéresis del suero, fenómeno que afecta la estabilidad 

estructural del producto. Este equilibrio entre composición, textura y 
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calidad es crucial en el diseño de yogures con contenido graso reducido, 

ya que busca satisfacer tanto las demandas del consumidor como los 

estándares tecnológicos (Clark et al., 2019). 

Figura 11 

Evolución del pH y la viscosidad en función al tiempo durante la 

fermentación de la leche 

 

Nota: Muncan et al. (2020) 

2.4.  TÉCNICAS DE CONTROL PARA EL MONITOREO DE LA 

FERMENTACIÓN 

Durante la fermentación del yogur, se monitorean varios parámetros 

fisicoquímicos que afectan su calidad y características finales (Ruales, 2012). Entre ellos 

incluyen el pH, acidez y otros que son cruciales para la formación del gel y la estabilidad 

del producto.  

2.4.1. pH 

El pH es un parámetro directamente relacionado con la concentración de 

ácido en un sistema, ya que un incremento en la acidez provoca una disminución 
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en el valor de pH. Esta relación inversa hace del pH una herramienta fundamental 

para monitorear y controlar el proceso de fermentación de la leche. Durante la 

fermentación, el descenso gradual del pH refleja el progreso de la actividad 

metabólica de los microorganismos, que producen ácido láctico a partir de los 

azúcares presentes en la leche. 

El pH no solo indica el avance de la fermentación, sino que también es 

crucial para garantizar la calidad y seguridad del producto final. En este contexto, 

el proceso de fermentación se da por concluido al alcanzar un pH de 4.6, ya que 

este valor marca el punto isoeléctrico de las proteínas de la leche, principalmente 

la caseína, lo que resulta en su coagulación. Fijar este umbral asegura la 

consistencia adecuada del producto, inhibe el crecimiento de microorganismos 

indeseables y contribuye a la estabilidad del yogur, factores esenciales para un 

producto final seguro y de alta calidad (Sözeri Atik et al., 2023). 

El pH mide la concentración de hidrogeniones (H+) libres y se expresa 

como el grado de acidez o alcalinidad de una sustancia en una escala que va de 0 

a 14, donde 7 representa un pH neutro, como el del agua (H2O). Valores por 

encima a 7 señalan alcalinidad, mientras que valores por debajo indican acidez, 

como ocurre en el yogur. La medición del pH en el proceso de fermentación del 

yogur se realiza mediante métodos tradicionales y comúnmente utilizado en la 

industria. Este procedimiento suele llevarse de manera intermitente  (Liu et al., 

2024), utilizando el electrodo de un potenciómetro, conocido por su confiabilidad 

a nivel de laboratorio. Posteriormente aparecieron los sensores de vidrio, que han 

sido prohibidos en los últimos años por los peligros de ruptura en las líneas de 

producción. También, se han desarrollado sensores electrónicos (Figura 12), 

sensores de retrodispersión de luz infrarroja y entre otras técnicas modernas 
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(Arango et al., 2020). Todas estas herramientas disponen de una alta precisión y 

rapidez en la evaluación; sin embargo, tienen la desventaja por la necesidad de ser 

incorporados en las paredes de los tanques de fermentación que, si no son 

adecuadamente desinfectados antes y después de la producción, podría contribuir 

a una contaminación cruzada (Jiménez et al., 2004).  

Figura 12 

Potenciómetro digital de sobremesa 

 

2.4.2.  Acidez  

La determinación de la acidez en la leche generalmente se realiza mediante 

empleando un acidímetro (Figura 13) y con una valoración ácido-base, que 

implica una reacción de neutralización. Esta técnica de medición de acidez por 

colorimetría es un método tradicional lento y laborioso. En la leche, el ácido 

láctico reacciona con una base fuerte como el hidróxido de sodio (NaOH), 

formando lactato de sodio y agua (Schütterle et al., 2024). Esta reacción se puede 

representar como:  

Ácido láctico (CH3 CH(OH)COOH) + NaOH → CH3 CH(OH)COONa +H20 
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El punto en que todo el ácido láctico se neutraliza se observa cuando la 

fenolftaleína añadida genera una coloración turquesa lo que se conoce como el 

punto final de la titulación, y permite calcular la acidez de la leche, que 

comúnmente se expresa en grados °D.  

Figura 13 

Equipo para la determinación de acidez 

 

2.4.3.  Viscosidad y consistencia  

Para la medición de viscosidad, como menciona (Jiménez et al., 2004), se 

utiliza un viscosímetro digital que permite obtener mediciones de viscosidad y 

torque a distintas velocidades de giro (0 - 100 rpm). Este enfoque, basado en la 

extracción de muestras y en la medición del torque a diversas velocidades, es 

esencial en fluidos complejos que presenten comportamientos no Newtonianos, 

en los cuales la viscosidad varía en función de la velocidad de corte (Najgebauer-

Lejko et al., 2020). Para medir esta propiedad se emplean métodos de medición 

que implican el contacto y muestreo con los viscosímetros: 
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• Viscosímetro capilar 

l método se basa en medir el tiempo que un fluido tarda en atravesar un 

tubo capilar (Figura 14) bajo la influencia de la gravedad, lo que permite calcular 

su viscosidad cinemática. Es especialmente adecuado para fluidos de baja 

viscosidad, como agua, leche o cartuchos, debido a su simplicidad y precisión en 

estos rangos. Sin embargo, presenta limitaciones significativas cuando se aplica a 

fluidos más complejos, como emulsiones o suspensiones, oa aquellos con alta 

viscosidad, donde factores como el comportamiento no newtoniano o la presencia 

de partículas pueden afectar la confiabilidad de los resultados. Por ello, para 

fluidos más densos o con propiedades reológicas particulares, es necesario 

emplear métodos alternativos que ofrezcan mayor sensibilidad y capacidad para 

caracterizar estas propiedades con precisión. (X. Wang et al., 2023).  

Figura 14 

Viscosímetro capilar 

 

• Viscosímetro rotacional 

Similar al viscosímetro capilar usado por Jiménez et al., (2004), este 

equipo (Figura 15) mide la resistencia al movimiento de un cuerpo sólido inmenso 

en un fluido. Es especialmente útil para medir fluidos tanto de baja como de alta 
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viscosidad, incluidos aquellos que presentan comportamiento no Newtoniano, 

donde la viscosidad depende de la velocidad de corte aplicada (Sözeri Atik et al., 

2023). 

Figura 15 

Viscosímetro rotacional 

 

2.4.4.  Color  

El color es un parámetro físico que expresa la calidad del yogur e influye 

en la aceptabilidad del producto por parte del consumidor. Es una de las primeras 

características percibidas y desempeñan un papel importante en la evaluación 

sensorial de los alimentos (Ścibisz et al., 2019a). Los consumidores utilizan el 

color como un indicador de la frescura, calidad y atractivo del producto. 

Para medir el color se emplea un colorímetro previamente calibrado 

(Figura 16), midiendo la reflectancia de la muestra. En este proceso se extraen 

muestras de yogur y se colocan en un recipiente de cuarzo transparente, lo que 

permite el paso de luz. A partir de esto se obtiene los parámetros (L*, a*, b*) de 

la escala de Hunter, donde L* representa la luminosidad, a* el tono rojizo y 

verdoso y b* el tono amarillento o azulado (Daszkiewicz et al., 2024).  
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Por otro lado, se puede realizar la medición del color en la escala CIELab 

utilizando un espectrofotómetro, donde los valores de luminosidad (L*), 

enrojecimiento (a*) y amarillez (b*) se miden empleando una cubeta de vidrio con 

muestra a una temperatura de aproximadamente 20°C. Según Daszkiewicz et al. 

(2024), este análisis permite una evaluación precisa del color en el yogur natural, 

para calcular el croma se utiliza la Ecuación 1 que está dada por:  

𝐶∗ = (𝑎∗2 + 𝑏∗2)1/2     Ec. (1) 

 Donde C* es la croma, a* y b* es el componente de color de la escala CIELab. 

Figura 16 

Colorímetro digital de sobremesa 

 

2.4.5.  Temperatura  

La temperatura es otro parámetro de control que influye significativamente 

en el desarrollo de las bacterias ácido - lácticas, por ende, tiene un efecto 

significativo sobre la calidad del yogur y el tiempo necesario de fermentación, 

significa que a menor temperatura es mayor el tiempo necesario para completar la 

fermentación (Sofyan et al., 2022a; Yang et al., 2021a). Para el control de la 
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temperatura generalmente se emplean sensores resistivos de contacto, que son 

sumergidos o incrustados en las paredes internas de los equipos de fermentación, 

pero el uso de sensores termográficos por su ventaja de ser no invasivos se viene 

implementando para la monitorización de la temperatura en los procesos de 

producción del yogur (Bahmani et al., 2024; Kayacan Çakmakoğlu et al., 2024).  

En referencia a los parámetros de control del proceso de fermentación del 

yogur se puede afirmar que son métodos de cuantificación que permite evaluar las 

propiedades fisicoquímicas del yogur, como el pH, acidez titulable, color, 

viscosidad y temperatura, las técnicas convencionales empleadas para el control 

de dichos parámetros generalmente requieren de muestreo a excepción del control 

de la temperatura. Esta necesidad de muestreo conduce a riesgos potenciales de 

contaminación o alteración del proceso de fermentación, lo cual tiene 

implicaciones importantes en términos de precisión, representatividad y cantidad 

de producto final. 

2.5.  MÉTODOS ÓPTICOS DE CUANTIFICACIÓN APLICADOS EN LA 

INDUSTRIA LÁCTEA: VISIÓN POR COMPUTADOR Y 

TERMOGRAFÍA  

En la última década, la industria alimentaria ha experimentado un crecimiento 

significativo en el desarrollo y adopción de métodos no invasivas para evaluar la calidad 

(Prasad, 2015). Existen numerosos ejemplos documentados sobre de uso de visión por 

computador y tecnología termográfica en este sector (Walsh et al., 2020). Una de las áreas 

de interés es el uso de cámaras digitales para medir el color en imágenes, que presentan 

ventajas como una resolución ajustable y un costo más bajo en comparación con los 

instrumentos tradicionales.  
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2.5.1.  Visión por computador  

Según Nixon & Aguado, (2019) una imagen se define como una función 

bidimensional l (x, y), donde (x, y) son coordenadas espaciales que definen un 

plano. La amplitud de l en cualquier par (x, y) se denomina intensidad o nivel de 

gris en ese punto de la imagen. Cuando (x, y) toman valores discretos como la 

intensidad, se obtiene una imagen digital. A cada punto identificado por el par (x, 

y) se le llama píxel, que es la unidad mínima de la imagen. A cada píxel se le 

asigna un número que representa el brillo promedio; un número bajo indica baja 

luminosidad y un número alto indica alta luminosidad.  

Actualmente, se ha logrado incorporar más detalles en las imágenes, 

permitiendo que una imagen contenga más de un espectro. La Figura 17 muestra 

los tres espectros que forman una imagen en color RGB. Para cada píxel, se 

registran los niveles correspondientes a la intensidad de luz de cada color: rojo 

(R), verde (G) y azul (B), que conforman el espacio de color RGB (Red, Blue, 

Green) (Velho et al., 2009). 

Figura 17 

(A) Estructura de una imagen digital; (B) Imagen digital en espacio de color 

RGB 
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2.5.1.1. Aplicaciones de la visión por computador en la industria 

alimentaria  

En el ámbito de la ciencia agrícola, la visión por computador está 

abarcando áreas de control de calidad, eficiencia y seguridad de los 

productos. En control de la calidad de los alimentos, las cámaras y 

algoritmos permiten detectar imperfecciones en frutas, verduras y 

alimentos procesados. Asimismo, esta tecnología evalúa la frescura de los 

alimentos mediante procesos automatizados, abarcando desde la 

postcosecha, cosecha, procesamiento y almacenamiento (Ma et al., 2024).   

2.5.1.2.  Visión por computador en la industria láctea  

En la era actual, la industria láctea se encuentra inmersa en la 

transición hacia la Industria 4.0, donde la adopción de dispositivos 

inteligentes interconectados está transformando significativamente la 

actividad industrial (Konstantinidis et al., 2022, 2023). En este contexto 

tecnológico, la visión por computadora juega un rol esencial para que el 

sistema virtual interactué con el entorno real (Javaid et al., 2022).  

La adopción de la visión por computadora en la industria láctea 

responde a la necesidad de controles continuos y estrictos de los 

parámetros de calidad y producción de la leche y sus derivados (Silva & 

Rocha, 2022). Además, se debe a las significativas limitaciones que 

presentan los métodos tradicionales para aplicaciones cotidianas in situ 

que demanda el sector lácteo (Loddo et al., 2022; Pérez-Calabuig et al., 

2023). Aunque estos métodos tradicionales como la espectrometría, 

espectrofotometría (Silva & Rocha, 2022), espectroscopía (Alvarado et al., 
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2022a; Pradana et al., 2022; Silva et al., 2021), fotometría y biosensor 

potenciométrico (Gonçalves et al., 2024) son precisos, pero suelen ser 

lentos, invasivos y requieren una infraestructura compleja, personal 

altamente calificado, además el uso de reactivos nocivos para el medio 

ambiente. 

La implementación y desarrollando de la visión por computador y 

las técnicas de procesamiento de imágenes, se percibe como una 

alternativa bastante fiable para afrontar los retos planteados a las 

metodologías existentes dentro de un contexto de la industria láctea que 

demanda mayor versatilidad (Minz & Saini, 2021a, 2021b). Además, la 

visión por computador ya se fue aplicando para las mediciones de 

propiedades de lubricación (H.-H. Wang & Sun, 2004b), fusión (Everard 

et al., 2005) y dorado (H.-H. Wang & Sun, 2001) del queso durante su 

cocción, sus resultados han demostrado efectividad y múltiples ventajas 

que motivaron su rápido desarrollo y el desarrollo de diferentes técnicas 

de procesamiento y análisis de imágenes (Zhu et al., 2021). 

La visión por computador se fortaleció con la incorporación de 

modelos de aprendizaje automático como las redes neuronales (Janke et 

al., 2019). Esto se debe a que las redes neuronales tienen la capacidad de 

establecer regresiones no lineales entre los parámetros de imágenes 

digitales y propiedades fisicoquímicas reales del objeto en estudio (Huang 

et al., 2007). Se documentaron exitosas aplicaciones de la visión por 

computador junto a las redes neuronales en la estimación de propiedades 

físicas de productos lácteos (Sofu & Ekinci, 2007) y en la detección de 

residuos de antibióticos en la leche (Urapen & Masawat, 2015).    
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El desarrollo más significativo de la visión por computador fue con 

la llegada de las redes neuronales convolucionales del aprendizaje 

profundo, que ejecuta de forma automática las tareas de extracción de 

características de las imágenes y la correlación con los parámetros del 

objeto en estudio (Janke et al., 2019; Pradana et al., 2022). Sus 

aplicaciones permiten el control de trazas de melamina en yogures (Pérez-

Calabuig et al., 2023) y también en leche en polvo (Pradana et al., 2022) 

con una precisión que supera el 95%.  

El desarrollo de modelos inteligentes de procesamiento y análisis 

de datos han mejorado significativamente la eficacia de la visión por 

computador en tareas de monitoreo de procesos y control de calidad en la 

industria láctea (Sofu & Ekinci, 2007). Paralelamente, el interés de los 

investigadores se ha orientado hacia el uso de teléfonos inteligentes, 

debido a su adaptabilidad y portabilidad, para la detección de adulterantes 

(R. A. Costa et al., 2020; Lima et al., 2020; Silva et al., 2021) y residuos 

de antibióticos (Maroubo et al., 2021; Masawat et al., 2015). Muchas de 

estas investigaciones han empleado herramientas como PhotoMetrix® e 

ImageJ® para el procesamiento de imágenes y la detección de variaciones 

de colores (Gonçalves et al., 2024). En el futuro, se espera que sea posible 

determinar la calidad y composición de los alimentos de manera más 

sencilla, a través del escaneo de la superficie de los productos  (Bosakova-

Ardenska, 2024). 
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2.5.2. Termografía  

La termografía es una técnica de análisis que utiliza cámaras infrarrojas 

para capturar y visualizar la radiación térmica emitida por los cuerpos en forma 

de imágenes de temperatura. Este método permite medir, sin contacto directo, las 

variaciones térmicas en una superficie, proporcionando información precisa sobre 

la distribución del calor en tiempo real (Kim et al., 2014). Los problemas en los 

equipos suelen manifestarse como cambios en su temperatura; por ello, los 

manuales de los fabricantes especifican el rango normal de temperatura de 

operación, información que el personal de mantenimiento utiliza como referencia 

para identificar posibles anomalías. Para llevar a cabo un análisis de temperatura, 

es necesario establecer una rutina programada de medición y recopilación de datos 

que permite detectar variaciones en esta magnitud (Cuibus et al., 2014). 

2.5.2.1. Principios de la termografía  

Todos los cuerpos cuya temperatura es superior al cero absoluto (0 

°K o -273°C) emiten radiación térmica invisible al ojo humano (Wilson et 

al., 2023). La magnitud de esta radiación está directamente relacionada con 

la temperatura del objeto y puede calcularse mediante la Ecuación 2: 

𝐸 =  𝜀𝜎𝑇𝑒
4 Ec. (2) 

Donde: E es la magnitud de la radiación, 𝜺 es la emisividad, 𝜎 es la 

constante de Stefan Boltzmann, Te es la temperatura del objeto medida en 

°K. 

A través de la energía emitida por un objeto, es posible determinar 

su temperatura, ya que la cantidad de energía infrarroja que emite aumenta 
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proporcionalmente con su temperatura. Los objetos más calientes emiten 

mayor radiación infrarroja. Aunque esta energía es invisible al ojo 

humano, la tecnología actual ha desarrollado equipos especializados, como 

cámaras termográficas, capaces de captarla y convertirla en imágenes 

visibles denominadas termogramas. Estas imágenes no solo permiten 

visualizar las variaciones de temperatura de los objetos, sino también 

analizar patrones térmicos, lo que resulta invaluable en diversas 

aplicaciones científicas, industriales y médicas. Por ejemplo, en procesos 

de fermentación láctea, estas herramientas permiten monitorear en tiempo 

real las temperaturas críticas, optimizando la eficiencia y calidad del 

producto final. 

• Cámara termográfica  

La cámara termográfica es un dispositivo que mide la radiación 

térmica emitida por los cuerpos y la transforma en una imagen visible con 

diversos colores, los cuales están determinador por la temperatura de los 

objetos. Estas cámaras suelen operar en longitudes de onda entre 8 µm y 

15 µm. La Figura 18 muestra una cámara termográfica utilizada para 

evaluar el comportamiento térmico de un motorreductor empleado en un 

proceso de manufactura. 

  



75 

Figura 18 

Toma de imagen en circuitos mecánicos con una cámara termográfica 

 

Nota: Wilson et al. (2023) 

2.5.2.2. Aplicaciones de la termografía en alimentos  

En los últimos años, la implementación de nuevas tecnologías 

desde los centros de investigación hasta el proceso de la industria 

alimentaria ha sido muy rápida. La termografía infrarroja una herramienta 

utilizada en muchos campos, incluida la agricultura y la tecnología de la 

ciencia de los alimentos (Cuibus, 2013).  

La termografía tiene un enorme potencial en diversas operaciones 

agrícolas, empezando por la evaluación de la viabilidad de las plántulas, la 

estimación del estado hídrico del suelo, la detección del estrés hídrico en 

los cultivos y la programación eficiente del riego. También es útil para 

identificar plantas afectadas por enfermedades y patógenos, estimar el 

rendimiento de los cultivos y evaluar la madurez de frutas y verduras 

(Vadivambal & Jayas, 2011).  
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2.5.2.3.  Aplicación de la termografía en la industria láctea  

En la industria láctea la tecnología termográfica ha sido utilizado 

para prevenir edemas en los pezones durante el ordeño mecánico; esta 

tecnología muestra una visión detallada de los estudios desarrollados en el 

tejido del pezón en vacas lecheras (Tangorra et al., 2019). Logrando 

optimizar la producción de leche al detectar y abordar de manera temprana 

el estrés en los pezones causado durante el proceso de ordeño mecánico. 

Por otro lado, un estudio realizado en cabras ratifica el estrés producido 

durante el ordeño mecánico. Al aplicar la tecnología termográfica permite 

una detección temprana y más rápida los problemas de salud, lo que podría 

ayudar a mejorar el bienestar de las productoras lecheras (Zaninelli et al., 

2018).  

Por otro lado, Osintsev, (2014), llevó a cabo una investigación de 

la aplicación de la termografía en la coagulación de la leche, analizando 

los cambios de temperatura que ocurren durante el proceso de coagulación. 

Asimismo,  Emteborg et al., (2014), aplica esta tecnología en producción 

de quesos en donde se empleó una cámara termográfica en conjunto con 

un liofilizador para supervisar los ciclos de liofilización en queso Tomme 

de Savoie en tiempo real. La cámara proporcionó una resolución espacial 

superior en comparación con el sensor de Pt- 100 convencional. 



77 

2.6.  ADQUISICIÓN Y PROCESAMIENTO DE IMÁGENES DE VISIÓN POR 

COMPUTADOR Y TERMOGRAFÍA  

2.6.1.  Adquisición de imágenes  

La visión por computadora, desde sus inicios en la década de 1960 

(Gonzalez & Woods, 2008), se clasifica como un subcampo de la inteligencia 

artificial que permite a las computadoras interpretar el mundo real (Janke et al., 

2019), a partir de las imágenes. Dichas imágenes se captan utilizando cámaras de 

video, que se encarga entre sus múltiples funciones la de convertir las ondas de 

luz visibles en señales eléctricas o en un formato de video correspondiente. Existe 

una amplia variedad de cámaras para la adquisición de imágenes, incluidas 

cámaras de video, webcams, cámaras termográficas, escáneres, entre otras (Nixon 

& Aguado, 2019).  

El proceso de adquisición de una imagen digital es similar al sistema visual 

humano:  

• La cámara captura la imagen 

• La imagen adquirida se convierte de formato analógico a digital, para 

permitir su procesamiento 

• La imagen digital es procesable con múltiples herramientas de 

procesamiento de imágenes, dependiendo de los tratamientos a las que se 

quiere someter se utilizan herramientas apropiadas, los cálculos de 

procesamiento de imágenes se realizan a través de una computadora.  

2.6.2.  Digitalización de imágenes  

La imagen es un elemento fundamental de un sistema de visión por 

computador y se origina en el sensor de imagen de una cámara, que viene a ser 
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una matriz de fotosensores que transforma la luz del rango visual (380 nm y 750 

nm) en señales eléctricas y en valores numéricos (Addanki et al., 2022), que se 

almacenan en una matriz tridimensional (RGB), donde cada elemento se conoce 

como píxel, y sus valores oscilan entre 0 y 255 (Caccamo et al., 2004).  

El proceso de digitalización de una imagen consta de dos etapas según 

Nixon & Aguado, (2019): 

Muestreo: en este proceso, se captura la imagen cuando un dispositivo de 

adquisición realiza el muestreo de la imagen fotográfica, dividiéndola en pixeles 

y organizándola en una matriz con m filas y n columnas. El muestreo se emplea 

para definir el tamaño de los pixeles y asignar los valores de brillo a la imagen. 

En la Figuras 19 se presentan ejemplos de diferentes tipos de muestreo.  

Cuantización: en este proceso se asignan valores a los elementos de la 

matriz, donde cada valor representa la variable física en un punto especifico. En 

donde una representación visual que se obtiene se establece un rango de valores, 

donde el valor más bajo se asocia con un nivel de gris negro y el valor más alto 

corresponde a un nivel de gris blanco. 

Figura 19 

Imagen de alta y baja resolución 
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2.6.3. Propiedades de una imagen digital  

Una imagen digital presenta tres propiedades fundamentales: 

• Resolución: se refiere al número de filas y columnas de pixeles que 

conforman la imagen.  

• Definición: indica el nivel de nitidez observable en una imagen. Esta 

propiedad está relacionada con la cantidad de bits utilizados para codificar 

el valor de un píxel. Para una profundidad de n bits, un píxel puede adoptar 

2n valores diferentes.  

• Número de planos: corresponde a la cantidad de matrices o conjuntos de 

pixeles que forman la imagen. Las imágenes en escala de grises están 

compuestas por un solo plano, mientras que las imágenes a color se forman 

por tres planos.   

2.6.4.  Procesamiento de imágenes  

Según Fernandes et al. (2020), para el procesamiento de imágenes implica 

las siguientes operaciones:  

2.6.4.1.  Espacios de colores  

Un espacio de color se refiere a la especificación de un sistema de 

coordenadas y un subespacio dentro de ese sistema, donde cada color 

puede ser representado como un punto individual. Actualmente existen 

diversos espacios de colores o modelos, cada uno diseñados con fines 

específicos.  
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Es útil definir algunos términos relacionadas con los aspectos 

teóricos de color para comprender mejor cómo funciona estos espacios de 

color.  

• Luminosidad: medida que indica la energía que el observador 

percibe desde la Nota de luz.  

• Brillo: característica subjetiva según la persona que lo recibe.  

• Contraste: diferencia entre valores de intensidad de pixeles 

presentes en la imagen.  

• Matiz: asociado con la longitud de onda dominante en la mezcla de 

ondas de luz.  

• Saturación: pureza relativa de la luz blanca mezclada con un matiz.  

• Cromaticidad: matiz y saturación, se denomina cromaticidad.  

• Gamut: es la gama de colores que un dispositivo puede reproducir.  

• Resplandor: monto total de energía que fluye desde la Nota y es 

medida en Watts (W).  

En el procesamiento de imágenes, los espacios de colores se 

pueden clasificar de diferentes categorías según Fernandes et al. (2020), 

los más comunes son los espacios de color basados en RGB y CIELab 

(L*a*b*). 

a) Espacio de color RGB 

En el espacio el color RGB, cada color se define mediante una 

triada de valores correspondientes al rojo, verde y azul (Figura 19). Este 

sistema utiliza coordenadas cartesianas en tres dimensiones, comenzando 

en el punto cero, conocido como el cubo RGB (Loesdau et al., 2014a).  
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A través de la energía emitida por un objeto, es posible determinar 

su temperatura, ya que la cantidad de energía infrarroja que emite aumenta 

proporcionalmente con su temperatura. Los objetos más calientes emiten 

mayor radiación infrarroja. Aunque esta energía es invisible al ojo 

humano, la tecnología actual ha desarrollado equipos especializados, como 

cámaras termográficas, capaces de captarla y convertirla en imágenes 

visibles denominadas termogramas. Estas imágenes no solo permiten 

visualizar las variaciones de temperatura de los objetos, sino también 

analizar patrones térmicos, lo que resulta invaluable en diversas 

aplicaciones científicas, industriales y médicas. Por ejemplo, en procesos 

de fermentación láctea, estas herramientas permiten monitorear en tiempo 

real las temperaturas críticas, optimizando la eficiencia y calidad del 

producto final.  

Figura 20 

Espacio de color RGB 

 

Nota: Sepúlveda Giraldo (2007) 
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b) Espacio de color CIELab 

En el espacio de colores CIELab (Figura 20), los componentes 

principales que definen la ubicación de un color son: L* para luminancia, 

a* para el eje que va del rojo positivo al verde negativo, b* para eje que va 

del amarillo positivo al azul negativo. Los rangos de estos componentes 

son: L* varia de [0 - 100], donde 0 indica la ausencia total de luminancia 

(negro) y 100 indica luminancia completa (blanco). Los valores de a* y 

b*oscilan entre [−60 a 60] representando las variaciones entre los colores 

opuestos en sus respectivos ejes (Loesdau et al., 2014b). 

Figura 21 

Espacio de colores CIELab L*a*b* 

 

Nota: Sepúlveda Giraldo (2007) 
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2.7.  DESARROLLO DE MODELOS DE PREDICCIÓN  

El desarrollo de modelos de predicción es un proceso fundamental en la ciencia 

de datos y el aprendizaje automático, ya que permite convertir estos datos en 

conocimiento accionable. Estos modelos son esenciales para predecir resultados futuros 

basados en patrones identificados en datos históricos, facilitando la toma de decisiones 

informadas en diversas industrias, desde la salud hasta las finanzas (J. Chen et al., 2023).   

Pasos para desarrollar según Chen et al. (2023) son:  

• Definición del problema: planteamos y describimos nuestro problema, se evalúan 

los datos que se disponen y se define nuestro objetivo concreto.  

• Preparar y explorar los datos: se describe los métodos empleados para la obtención 

del modelo.  

• Generar modelos: se diseña un modelo.  

• Validar modelo: se verifica si el modelo diseñado funciona.  

• Implementación y actualización de modelos: el modelo pasa a ser 

implementado a nivel operativo y requiere ser actualizado.  
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Figura 22 

Etapas de desarrollo un modelo de predicción 

 

Nota: Chen et al. (2023) 

2.7.1. Métodos convencionales de procesamiento de datos 

2.7.1.1. Técnicas de análisis de datos predictivos  

Las técnicas de predicción tienen sus raíces en la econometría, una 

disciplina que emplea modelos estadísticos, y matemáticos para prever 

variables económicas o sociales. Esta metodología ha sido adoptada y 

adaptada por diversas ciencias, como la medicina, la ingeniería, la 

ecología, y la antropología, entre otras, para satisfacer sus necesidades 

específicas (Pérez, 2014). 

Las técnicas estadísticas predictivas se fundamentan en la 

especificación de un modelo basado en un conocimiento teórico previo 

sobre los datos y las relaciones que los sustentan. Este enfoque permite 

desarrollar modelos que representen adecuadamente la realidad que se 

desea analizar. Una vez identificado el modelo teórico, se procede a su 
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estimación utilizando datos empíricos y, posteriormente, a su contrastación 

mediante pruebas de validación que aseguren su precisión y aplicabilidad. 

Un aspecto clave de estas técnicas es la selección de una variable 

dependiente principal, que constituye el foco del análisis predictivo y 

determina las relaciones a modelar. Entre las técnicas predictivas destacan 

las denominadas ad hoc, diseñadas específicamente para clasificar los 

datos en grupos predefinidos basados en criterios establecidos. Además, 

estas técnicas son ampliamente utilizadas en áreas como la segmentación 

de mercados, el diagnóstico médico y el control de calidad industrial, 

debido a su capacidad para identificar patrones subyacentes y proyectar 

resultados futuros con mayor precisión. La correcta implementación de 

estas herramientas depende no solo de una adecuada selección del modelo, 

sino también de la calidad de los datos disponibles y del contexto en el que 

se aplican, lo que refuerza la importancia del conocimiento previo y de un 

análisis cuidadoso. (Pérez, 2014). 

2.7.1.2. Técnica de análisis de datos descriptivos  

En esta técnica, no se distingue de manera inicial entre variables 

dependientes o independientes, no se parte de un modelo predefinido para 

los datos. Los modelos se generan automáticamente a partir del 

reconocimiento de patrones. Entre las técnicas más relevantes se 

encuentran las de clasificación post hoc, que permiten clasificar los datos 

sin la necesidad de una especificación previa de los grupos. Esto significa 

que la categorización emerge del análisis, en lugar de ser impuesta desde 

el principio.  
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En la Figura 23, se representan las técnicas de análisis de datos más 

utilizadas: predictivas y descriptivas (Pérez, 2014). 

Figura 23 

Clasificación de las técnicas de análisis de datos 

 

Nota: Pérez (2014) 

Dentro del conjunto de técnicas predictivas, las redes neuronales 

artificiales (RNA) se destacan como herramienta poderosa para la 

modelización y predicción de datos. Estas técnicas incluyen tanto enfoques 

predictivos como descriptivos.  

Las técnicas predictivas abarcan modelos de regresión, modelos de 

lección discreta análisis de varianza y covarianza, así como análisis de 

series temporales y modelos de ecuaciones simultaneas. Por otro lado, las 

técnicas descriptivas incluyen el análisis discriminante, arboles de 

decisión, clustering, y segmentación, entre otros.  
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La técnica de análisis multivariante, que abarca modelos de 

regresión y ecuaciones simultaneas, representa una opción viable para el 

estudio. Sin embargo, los diferentes comportamientos de las variables en 

funciones lineales, no lineales, algorítmicas y exponenciales dificultan el 

diseño del modelo. Además, los errores en los datos originales pueden 

introducir incertidumbre (ruido en los datos), complicando el proceso. 

Para minimizar estas incertidumbres y garantizar que la técnica sea 

capaz de analizar todas las variables de estudio, se propone la RNA como 

la técnica más adecuada para llevar a cabo el trabajo. La capacidad de las 

RNA para manejar complejidad y variabilidad en los datos las convierte 

en una opción ideal para el desarrollo de modelos predictivos en este 

contexto.  

2.7.2. Métodos de aprendizaje automático  

2.7.2.1. Aprendizaje automático  

El aprendizaje automático (Machine Learning) es una rama 

avanzada de la inteligencia artificial que se centra en el desarrollo de 

sistemas capaces de aprender y adaptarse de manera autónoma a partir de 

datos. A diferencia de los programas tradicionales, que operan bajo un 

conjunto fijo de instrucciones, los modelos de aprendizaje automático son 

diseñados para identificar patrones y relaciones dentro de grandes 

volúmenes de datos. Estos modelos mejoran y evolucionan a medida que 

se le exponen a más información, refinando sus modelos predictivos sin 

intervención humana directa. Esta capacidad de automejora permite que 

las aplicaciones basadas en Machine Learning se adapten dinámicamente 
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a cambios y nuevos desafíos, haciendo que esta tecnología sea crucial en 

campos como la medicina, la finanza, la automatización industrial, etc. 

(Alfaro & Ospina, 2021). 

2.7.2.2. Aprendizaje no supervisado 

En el aprendizaje no supervisado, las RNA entrenan sin necesidad 

de una salida especifica, ya que pueden ajustar sus parámetros 

internamente. Esto es posible gracias a la redundancia en los valores de 

entrada, lo que también permite que su estructura sea sencilla (Guijano et 

al 2008).  

2.7.2.3. Aprendizaje supervisado 

En este tipo de aprendizaje los modelos se desarrollan con variable 

dependiente e independiente, lo que les permite identificar y corregir 

errores durante el proceso de entrenamiento (Nasteski, 2017). Este tipo de 

entrenamiento es el que se utilizó en el presente estudio explicando 

conceptos como los pesos y los sesgos que se estabilizan con la finalidad 

de que el Error Cuadrático Medio (ECM) en el conjunto de entrenamiento 

converja a un valor mínimo (Jimenez, 2012). 

Un aspecto crucial en el entrenamiento de RNA es determinar el 

momento adecuado para detener el proceso, con el objetivo de evitar el 

sobreajuste. Este fenómeno ocurre cuando la RNA se adapta 

excesivamente a los datos de entrenamiento, memorizando patrones 

específicos en lugar de aprender características generales. Como resultado, 

su capacidad para generalizar a nuevos datos se ve comprometida, lo que 

afecta negativamente su desempeño. Para mitigar este problema, se emplea 



89 

la validación, una partición específica del conjunto de datos destinada a 

evaluar el error de la red después de cada época de entrenamiento. Este 

procedimiento permite monitorear el rendimiento del modelo y establecer 

un criterio para detener el entrenamiento en el punto donde la red presenta 

el mejor equilibrio entre precisión en los datos de entrenamiento y 

generalización a datos desconocidos. Cuando el error comienza a 

aumentar, se procede a detener el entrenamiento, lo que se conoce como 

detención temprana (Saravanan & Sujatha, 2018). Este método ya está 

implementado automáticamente en todas las funciones de creación de 

redes supervisadas en el software (Nasteski, 2017). Por lo tanto, es crucial 

decidir el porcentaje adecuado de datos que se utilizara para el 

entrenamiento, la validación y la prueba, ya que en un entrenamiento 

excesivo o insuficiente puede generar errores en el diseño de la RNA. 

2.7.2.4. Redes neuronales artificiales  

Las RNA son una técnica avanzada de análisis de datos que emula 

el funcionamiento del cerebro humano al procesar, aprender e identificar 

patrones de manera interconectada. Estas herramientas destacan por su 

versatilidad para abordar problemas complejos en áreas como el 

reconocimiento de imágenes, la predicción de tendencias y la optimización 

de procesos industriales. Una de sus principales ventajas radica en su 

flexibilidad para manejar grandes volúmenes de datos multivariados y no 

lineales, superando las limitaciones de técnicas tradicionales más rígidas y 

complicadas. Además, las RNA mejoran su desempeño mediante el 

entrenamiento continuo, lo que permite crear modelos robustos y 

dinámicos. Gracias a su capacidad de generalización y aprendizaje 
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profundo, son ideales para aplicaciones en la detección de anomalías, 

predicciones en tiempo real y automatización de decisiones, 

posicionándose como herramientas clave en un entorno de datos complejos 

y en constante evolución. (Menichetti et al., 2023). 

Figura 24 

Diseño de una red neuronal simple 

 

Nota: Funes et al. (2015) 

2.7.2.5. RNA de regresión  

La regresión lineal es un método estadístico que busca modelar la 

relación entre una variable dependiente (la que queremos predecir) y una 

o más variables independientes (predictores). En el contexto de redes 

neuronales, la regresión lineal se puede abordar de diferentes maneras:  

• Redes neuronales simples: son perceptrones o redes neuronales de 

una capa, son formas básicas de red neuronal artificial, estas redes 

constan de una sola capa de nodos.  

• Estos modelos utilizan arquitecturas relativamente sencillas. 

• Son adecuados para problemas menos complejos.  
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• Se pueden implementar con librerías como Scikit-learn.  

• Deep Learning: subcampo del aprendizaje automático (Machine 

Learning), basado en el uso de redes neuronales artificiales con 

múltiples capas, conocidas como redes neuronales profundas.  

Según Novac et al. (2022), en muchas aplicaciones de redes 

neuronales se emplean bibliotecas para definir sus modelos, siendo las más 

populares: 

• Tensorflow  

La primera versión de TensorFlow se lanzó en 2015 con el objetivo 

de reunir múltiples bibliotecas en un paquete cohesivo que pudiera usarse 

para resolver una variedad de problemas de aprendizaje automático 

(Novac et al., 2022). Dando lugar a una gran flexibilidad a la hora de 

diseñar un modelo de red, debido a sus bibliotecas como Contrib y Keras 

que se podían utilizar para definir capas. Siendo así, una biblioteca de 

código abierto desarrollada por Google que se utiliza principalmente para 

el aprendizaje automático y el desarrollo de redes neuronales profundas 

(Vasilev et al., 2019).  

• PyTorch 

PyTorch fue lanzado en el año 2016 con la idea de mantener la 

aplicación simple, lo que permite modificarla rápidamente y mantenerla 

actualizada con las últimas tendencias en el campo de la inteligencia 

artificial (Novac et al., 2022). PyTorch dentro de las redes neuronales se 

incorpora a tres principios fundamentales de los cuales el primero es el 

método a través del cual se definen sus funciones. El marco define todos 

sus componentes de una manera Pythonica, con la intención de que sea 
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fácilmente utilizable para los usuarios que ya están familiarizados con el 

lenguaje de programación Python (Vasilev et al., 2019). 

Sobre el mismo tema de la simplicidad, el hecho de que los 

componentes se definan a través de interfaces es el segundo principio de 

PyTorch. A través de esto, la complejidad de definir y usar componentes 

se enmascara mediante inicializaciones simples y llamadas a funciones, lo 

que lleva a una identificación más clara de los conceptos centrales de las 

redes neuronales y, por lo tanto, a una curva de aprendizaje más fácil. 

El último principio del marco es que un diseño simple es mejor, 

incluso cuando se sacrifica algo de rendimiento, ya que un diseño más 

complejo podría llevar a que la integración sea más compleja y pierda 

rendimiento a largo plazo (Vasilev et al., 2019).  

2.7.2.6. Funciones de activación  

Las funciones de activación son esenciales en las redes neuronales 

para evitar que la salida sea simplemente lineal. Estas funciones, junto con 

técnicas como el aprendizaje profundo, permiten que los modelos procesen 

conjuntos de datos complejos, de alta dimensionalidad y no lineales, 

especialmente en redes con múltiples capas ocultas. (Sharma et al., 2020).  

Las funciones de activación o también llamada función de umbral 

o función de transferencia que permiten aprender y dar sentido a los 

mapeos son los siguientes:  

• Sigmoide: la función sigmoide es una función no lineal comúnmente 

utilizada que transforma valores en un rango entre 0 y 1. Por lo que no 
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es simétrica respecto a cero, lo que implica que los signos de las salidas 

de las neuronas serán siempre positivos, esto puede mejorarse 

escalando la función (Sharma et al., 2020). 

• Tanh: es la función tangente hiperbólica, sus valores se encuentran en 

el rango de -1 a 1. Al igual que la función sigmoide, la gradiente de la 

función Tanh es más pronunciada (Sharma et al., 2020).   

• ReLu: significa unidad de revestimiento rectificado y es una función de 

activación no lineal que se usa ampliamente en redes neuronales. Una 

de las ventajas de usar esta función es que no todas las neuronas se 

activan al mismo tiempo, esto debido a que, en algunos casos el valor 

de la gradiente es cero por lo que las ponderaciones y los sesgos no se 

actualizan durante el paso de retro propagación en el entrenamiento de 

las redes neuronales (Sharma et al., 2020).   

• Softmax: la función Softmax es una generalización de la sigmoide para 

problemas de clasificación multiclase. A diferencia de la sigmoide, que 

se usa para la clasificación binaria, la función Softmax se utiliza para 

asignar probabilidades a múltiples clases. Para cada punto de datos, 

devuelve una probabilidad asociada a cada clase, asegurando que la 

suma de todas las probabilidades sea 1 (Sharma et al., 2020).  

Estas funciones introducen no linealidades, permitiendo a las redes 

neuronales aprender patrones complejos y modelar datos del mundo real.  

2.7.2.7. Optimizadores  

Los optimizadores son componentes esenciales en el 

entrenamiento de redes neuronales que permiten ajustar los parámetros 

internos de la red para minimizar el error y mejorar su rendimiento (Seyrek 
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& Uysal, 2023). Por lo tanto, en esta sección se explican los algoritmos de 

optimización de Adam, Adamax, RMSProp y Nadam, que se utilizan 

ampliamente en varias aplicaciones de aprendizaje profundo.  

• Adam: la estimación adaptativa del momento (Adam) es un algoritmo 

de optimización que calcula las tasas de aprendizaje adaptativo para 

cada parámetro, este optimizador fue desarrollado por kingma y Ba 

(Taqi et al., 2018). Adam determina tasas de aprendizaje versátiles 

discretas para diferentes parámetros y datos a gran escala, también 

mejora la eficiencia computacional simplificando los requisitos de 

memoria (Chowdhury et al., 2021).  

• Adamax: es un optimizador de la variante de Adam que se basa en la 

normalización de infinity, otro optimizador introducido por kingma y 

Ba (Taqi et al., 2018). Adamax tiene la gran ventaja de ser notablemente 

sensible a la selección de hiperparámetros, lo que da como resultado 

soluciones más confiables.  

• RMSProp: la propagación de cuadrada media (RMSProp) es un 

algoritmo de optimización que es una adaptación del Adagrad, 

desarrollado para reducir la tasa de aprendizaje monótonamente 

decreciente del Adagrad (Seyrek & Uysal, 2023).  

• Nadam: es un algoritmo de optimización que combina el momento de 

Adam y Nesterov para lograr un menor tiempo de entrenamiento. Se 

puede adaptar reemplazando el vector de momento anterior con el 

vector de momento actual del optimizador de Adam (Seyrek & Uysal, 

2023). 
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2.7.2.8. Métricas de desempeño   

Según Salas et al. (2019), en Deep Learnig, las métricas de 

desempeño son cruciales para evaluar el nivel de ajuste y error de las 

predicciones de los modelos desarrollados. Las métricas de desempeño 

más comunes son:  

• Error absoluto medio: calcula la diferencia absoluta entre las 

predicciones y los valores reales, también utilizado en problemas de 

regresión.  

• Error cuadrático medio: mide la diferencia al cuadrado entre las 

predicciones y los valores reales y se adecua a los problemas de 

regresión.  

• Coeficiente de determinación (R2): es una herramienta valiosa para 

evaluar la calidad de un modelo de regresión y comprender cuanto de 

la variabilidad en los datos se captura mediante las relaciones 

establecidas por el modelo.  
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CAPÍTULO III 

MATERIALES Y MÉTODOS 

3.1.  LUGAR DE EJECUCIÓN  

El trabajo de investigación se ejecutó en el Taller de Frutas y Hortalizas de la 

Escuela Profesional de Ingeniería Agroindustrial de la Universidad Nacional del 

Altiplano, ubicado a una altitud de 3827 m.s.n.m. en la ciudad de Puno.   

3.2.  MATERIAL EXPERIMENTAL  

En el presente estudio, se empleó leche descremada en polvo deshidratada por 

atomización a baja temperatura (Low Heat), procedente de California (EE. UU.) y 

suministrada por DairyAmerica®. Asimismo, se utilizaron suero de leche en polvo y 

concentrado proteico, suministradas por la misma empresa DairyAmerica ®.  

3.3. MATERIALES Y EQUIPOS  

3.3.1.  Materiales  

- Leche en polvo (Low Heat) DairyAmerica de California (EE. UU.) 

- Suero en polvo DairyAmerica de California (EE. UU.) 

- Concentrado DairyAmerica proteico de California (EE. UU.) 

- Reactores de incubación  

- Controlador automático (Arduino Mega 2560)  

- Vasos precipitados, 25ml, 50ml, 150ml y 250ml pírex 

- Piseta  

- Cubo de cuarzo  

- Varilla de agitación 
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3.3.2.  Equipos de laboratorio  

- Colorímetro, XZB modelo portátil, China. Made in China  

- Potenciómetro, HANNA instruments, China, Made in China  

- Viscosímetro rotacional, modelo NDJ-8S China, Made in China  

- Equipo de congelación, Marca Metalfrio, China, Made in China  

- Acidímetro de laboratorio 

- Balanza analítica de precisión, Marca AND, USA, Made in USA 

- Termómetro, MARCA Elly Decor, China, Made in China  

- LactoScan, MILCOTESTER MÁSTER ECO, Bulgaria Made in Bulgaria  

- Cámara termográfica, Modelo HT - 03, China, Made in China  

- Cámara fotográfica, Canon, Taiwán, Made in Taiwán  

3.3.3.  Reactivos  

- Solución alcohólica de fenolftaleína al 1% 

- Hidróxido de sodio (NaOH) al 0,1 Normal  

- Agua destilada  

- Alcohol etílico medicinal de 70° 

3.3.4.  Bacterias ácido-lácticas  

Cultivo láctico liofilizado (Streptococcus salivarius subsp. thermophilus y 

Lactobacillus delbrueckii subsp. bulgaricus), fue de la marca Italiana SACCO 

LYOFAST Y456B (Lote: C367875A), suministrada por la empresa DANISCO. 

3.4.  METODOLOGÍA EXPERIMENTAL  

El presente trabajo de investigación se ha desarrollado según el diagrama 

experimental mostrado en la Figura 25. 
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 Figura 25 

Diagrama de flujo para obtener los datos durante la monitorización 

 
3.4.1.  Descripción del proceso experimental  

3.4.1.1.  Recepción de la materia  

Durante esta etapa se realizó la recepción de los ingredientes, 

incluyendo leche en polvo, suero en polvo, concentrado proteico e inóculo. 

Se inspeccionaron visualmente los envases para verificar que estuvieran 

herméticamente sellados y libres de daños físicos. Posteriormente, se 
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tomaron muestras representativas de cada ingrediente, las cuales se 

disolvieron en agua destilada y se analizaron utilizando un Lactoscan para 

determinar su composición nutricional exacta. Estos análisis son 

esenciales para realizar un balance de materia preciso y garantizar el 

cumplimiento de las especificaciones de la fórmula establecida. 

3.4.1.2.  Estandarización  

En esta etapa se llevó a cabo la estandarización de la composición 

de las muestras en seco, siguiendo los procedimientos descritos por 

Alvarado et al., (2022). Para ello, se utilizaron leche en polvo, suero de 

leche en polvo y concentrado proteico en seco. El objetivo principal fue 

obtener una leche reconstituida con un 12% de sólidos totales y diferentes 

niveles de contenido proteico: 4.2, 4.5 y 4.8%. Para determinar las 

proporciones exactas de cada ingrediente en las mezclas, se utilizó la 

herramienta Solver de Microsoft Excel 2021 (versión 2108), lo que 

permitió un cálculo preciso y eficiente de las cantidades necesarias de 

concentrado proteico y suero de leche en polvo a incorporar en cada 

formulación. 

3.4.1.3.  Reconstitución de leche  

La reconstitución de la leche se realizó siguiendo los 

procedimientos empleados por Alvarado et al., (2022). Para este fin se 

empleó agua destilada a 40°C en un contenedor con capacidad suficiente 

de 6 litros, en la que se mezcló la leche en polvo estandarizada a los valores 

preestablecidos de 12% de sólidos totales y 4.2, 4.5 y 4.8% de contenido 

proteico. 
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3.4.1.4.  Homogenización 

La mezcla se realizó con agitación constante. Durante esta etapa de 

homogenización se sometió a la leche en polvo a un proceso mecánico de 

agitación suave y constante durante 15 minutos en agua destilada, para 

asegurar una completa dilución de los sólidos. Este proceso garantiza una 

distribución más uniforme de los componentes de la leche, mejorando su 

estabilidad durante la pasteurización de la leche reconstituida.   

3.4.1.5.  Tratamiento térmico de la leche  

El tratamiento térmico de pasteurización de la leche es una etapa 

crucial en la elaboración del yogur, ya que permite reducir 

significativamente la carga bacteriana contaminante que podría competir 

con los cultivos lácticos añadidos. En este estudio, se empleó una 

pasteurización a 80°C durante 25 minutos, asegurando un equilibrio 

óptimo entre la eliminación de microorganismos no deseados y la 

preservación de la calidad nutricional y sensorial de la leche. Este 

tratamiento térmico progresivo no solo inactiva bacterias indeseables, sino 

que también induce cambios beneficiosos en la estructura proteica de la 

leche: la precipitación de proteínas séricas sobre las micelas de caseína 

mejora su estabilidad, y la formación de sales cálcicas contribuye a un gel 

más firme y homogéneo en el producto final (Lindsay et al., 2021). De esta 

manera, se sientan las bases para un proceso de fermentación eficiente y 

obtener un yogur de alta calidad.  
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3.4.1.6.  Enfriamiento  

Una vez finalizada la pasteurización, la leche se sometió a un 

enfriamiento rápido utilizando un baño de agua fría, con el objetivo de 

reducir rápidamente su temperatura y alcanzar las condiciones óptimas 

para la fermentación. Las temperaturas finales de enfriamiento fueron 36, 

40 y 44°C, según el diseño experimental.  

3.4.1.7. Inoculación  

Para obtener la disolución del cultivo se utilizó un método 

desarrollado por Oliveira et al., (2012) y modificado más adelante por el 

instituto SENATI (2019), para agregar el inóculo a la leche y proceder con 

la fermentación siguiendo estos pasos:  

- Se adiciona el contenido del sobre en un litro de leche a 4°C, 

previamente pasteurizada (85°C por espacio de 10 minutos).  

- Se mezcla la leche y el cultivo en un vaso de 1000 ml, por un tiempo de 

3 a 4 minutos tratando de homogenizar la mezcla, antes de separar la 

cantidad a utilizar. Removiendo suavemente en forma circular, para no 

formar espumas; evitando así la contaminación del cultivo con bacterias 

presentes en el aire.  

- De la disolución se extrajo con micropipetas calibradas 28.6 ml 

(equivalente al 1 % de cultivo) y se envasó en contenedores herméticos 

y estériles de polietileno. 

- Se almacenó en congelación (-20°C) con el objetivo de inactivar las 

bacterias.  
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Una vez que la leche pasteurizada se enfríe a las temperaturas de 

estudio (36, 40 y 44°C), se descongela el cultivo y se incorpora a la leche. 

Luego se procede con el homogenizado suave durante un minuto 

garantizando la distribución uniforme del cultivo y evitando la formación 

de espuma. 

Para iniciar con la etapa de inoculación, se retiraron los cultivos 

lácticos concentrados al 1% del congelador y se descongelaron 

parcialmente en Baño María a temperatura de 37°C. La cantidad de cultivo 

a descongelar varía según el porcentaje de inoculación requerida (1, 2 y 

3%). 

Por otro lado, una vez alcanzada la temperatura de fermentación 

deseada, el cultivo láctico se adicionó a la leche reconstituida previamente 

estandarizada y pasteurizada. La mezcla, para asegurar una distribución 

homogénea del cultivo, se removió suavemente durante 5 minutos.   

3.4.1.8.  Fermentación  

La fermentación se realizó en dos reactores de incubación 

equipadas con sistemas de control de temperatura. Se establecieron tres 

temperaturas de fermentación: 36, 40 y 44°C. Durante este proceso, se 

tomaron muestras periódicas de uno de los reactores para determinar pH, 

acidez titulable, viscosidad y color mediante métodos convencionales y del 

otro reactor se capturaron las imágenes digitales y termográficas (métodos 

ópticos). Para estas determinaciones se combinaron técnicas ópticas y 

métodos tradicionales que describimos a continuación:  
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• Métodos ópticos  

Los métodos ópticos empleados se encargaron de registrar los 

cambios en el espectro infrarrojo y visible que ocurrieron durante el 

proceso de fermentación de la leche. Para ello, se emplearon dos cámaras 

una fotográfica y la termográfica, ubicados estratégicamente según las 

recomendaciones de He et al., (2021). Las imágenes digitales RGB 

captadas permitieron registrar los principales cambios durante el proceso 

de fermentación de la leche.  

• Extracción de RGB de las imágenes termográficas y digitales   

Para el análisis de las imágenes termográficas y digitales, se 

desarrollaron códigos en Python. Se emplearon módulos como OpenCV 

para la lectura de las imágenes, Os para acceder a la carpeta donde se 

almacena las imágenes y Numpy para promediar los valores de los pixeles 

de los espectros de color RGB de forma individual. Esta información es 

fundamental para cuantificar los cambios en el color y la temperatura 

durante el proceso de fermentación.  

• Métodos tradicionales  

Por otro lado, en el reactor 1, se implementó un protocolo según la 

metodología propuesta por  X. Zhang et al., (2024), recolectando muestras 

de 10 ml en vaso precipitado de 25 ml cada 10 minutos. Se realizaron 

análisis de pH, colorimetría (en cuarzo transparente) y la titulación con 

ácido base. Una vez realizada la lectura se pasa a descartar las muestras y 

los materiales se lavaron con bastante agua destilada.  

Asimismo, se ha extraído muestras de 50 ml del reactor 1 para 

determinar la viscosidad del yogur, el muestreo se realizó cada 30 minutos 
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y cuando el pH descendió por debajo de 6 se ajustó la frecuencia de 

medición a un tiempo de 10 minutos. Las mediciones de viscosidad se 

realizaron con el usillo número 1 a una velocidad inicial de 60 rpm durante 

5 minutos. La velocidad de giro se reduce a medida que incrementa la 

viscosidad, cuando el pH desciende por debajo de 5 se cambió el usillo al 

número 2 o 3. 

3.4.1.9. Desarrollo de modelos predictivos  

Los datos de pH, acidez, color y viscosidad se registraron en una 

hoja de Excel, y se calcularon los valores promedios y sus desviaciones 

estándar, así mismo los valores de RGB tanto de las imágenes digitales y 

termográficas se promediaron y calcularon sus desviaciones estándar de 

las tres réplicas. Los valores promedios se emplearon para el 

entrenamiento de los modelos predictivos a base de RNA (Figura 26).  

Los valores RGB de las imágenes digitales y termográficas se 

emplearon para el desarrollo de modelos de predicción como se muestran 

en las Ecuaciones 3, 4, 5. 

𝑝𝐻 = 𝑓(𝑅, 𝐺, 𝐵, 𝑇, 𝑡, %𝑃, %𝐼) Ec. (3) 

𝐴𝐶𝐼𝐷𝐸𝑍 = 𝑓(𝑅, 𝐺, 𝐵, , 𝑡, %𝑃, %𝐼)  Ec. (4) 

𝑉𝐼𝑆𝐶𝑂𝑆𝐼𝐷𝐴𝐷 = 𝑓(𝑅, 𝐺, 𝐵, 𝑇, 𝑡, %𝑃, %𝐼)  Ec. (5) 

Donde R, G y B son los valores promedio de los valores de los 

pixeles de los espectros roja, verde y azul tanto de la imagen fotográfica y 

termográfica, T es la temperatura de fermentación de la leche, t es el 

tiempo en minutos a la que se quiere predecir los parámetros de control, 

%P es el contenido de proteína de la leche, %I es la concentración de 

inoculo empleado para la fermentación. 
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Figura 26 

Arquitecturas de los modelos 

 

3.4.1.10. Entrenamiento y desarrollo de modelos  

En el entrenamiento de los modelos de red neuronal artificial se 

siguió el método de Reiser et al. (2021) empleando los datos preprocesados 

obtenidos mediante visión por computador y termografía, y los datos 

obtenidos de propiedades fisicoquímicas como: pH, acidez y viscosidad, 

mediante métodos convencionales. El entrenamiento consistió en 

correlacionar los valores de los métodos ópticos con cada una de las 

propiedades fisicoquímicas, para dicho propósito se empleó la plataforma 

de Google colaboratory y el lenguaje de programación Python, donde la 

estructura de la red neuronal se construyó utilizando módulos como 

Tensorflow, Keras, Numpy, Pandas Matplotlib, principalmente. 

Los datos de entrenamiento se almacenaron en una hoja de Excel 

de Google Drive y mediante una línea de códigos se accedió a su contenido 

desde la plataforma de Google Colab. El total de los datos fue dividido en 

dos grupos, 90% para el entrenamiento y 10% para la validación. 

Enseguida se especificaron los datos de entrada (x) y salida (y) para 

proseguir con el escaldo y normalización de los datos. Las arquitecturas de 
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las redes neuronales se obtuvieron mediante la combinación de 1, 2, 4, 6 y 

8 capas ocultas con 4, 8, 12, 16, 20, 24, 28 y 32 neuronas por capa, cada 

combinación se entrenó 5 veces durante 500 épocas (Figura 27), en cada 

época de entrenamiento se ajusta la tasa de aprendizaje y se va reduciendo 

el error de predicción. Tras el entrenamiento se calcularon los valores de 

las métricas de desempeño (EAM, ECM y R2) y luego los modelos 

entrenados, mediante una línea de código, se almacenaron en una carpeta 

de Google Drive y los valores de las métricas de desempeño se 

almacenaron en hojas de Excel de Google Drive.  

La selección del mejor modelo se basó en maximizar el R², que 

mide la precisión del ajuste, minimizar el EAM y el ECM, que cuantifican 

los errores de predicción. El modelo óptimo fue aquel que logró el mayor 

R² y el menor EAM y ECM, garantizando precisión y consistencia en las 

predicciones tras completar el entrenamiento, este criterio fue establecido 

por Batista et al. (2021a). 

Figura 27 

Entrenamiento del modelo por 500 épocas 
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3.5.  MÉTODOS TRADICIONALES PARA EL ANÁLISIS FISICOQUÍMICO  

3.5.1. Determinación de pH 

Para la determinación del pH se aplicó el método descrito por X. Zhang et 

al., (2024). Utilizando un potenciómetro de sobre mesa previamente calibrado con 

soluciones estándar de pH 4, 7 y 10. Se tomaron muestras de 10 g de la leche 

fermentada del reactor 1, en un vaso precipitado de 25 ml, procediendo a enfriar 

la muestra a una temperatura ambiente (20 a 25°C) y posteriormente se sumergió 

el electrodo en la muestra del vaso. Cada evaluación se realizó por duplicado para 

asegurar la precisión. El muestreo se llevó a cabo durante todo el proceso de 

fermentación extrayendo muestra por cada 10 minutos para así cumplir con el 

objetivo de la monitorización de la fermentación del yogur.  

3.5.2.  Determinación de acidez titulable  

El porcentaje de acidez se determinó siguiendo el método propuesto por 

X. Zhang et al., (2024). Tomando 10 g de muestra de la leche fermentada del 

reactor 1, esta muestra se puso en el vaso precipitado de 25 ml previamente 

enfriada a temperatura ambiente y se procedió a la titulación agregándole 3 gotas 

de fenolftaleína como indicador, se agitó suavemente para homogenizar la 

solución, luego se agregó la solución alcalina de hidróxido de sodio al 0.1 N. con 

un equipo acidímetro, todas las titulaciones se llevaron a cabo por duplicado para 

asegurarse de la precisión. Una vez que la mezcla alcance un pH de 8.2 y/o se 

observe el color rosa pálido se detiene la adición del hidróxido y se prosigue con 

el registro del gasto obtenido en la titulación, el gasto se reemplaza en la Ecuación 

6 para obtener el porcentaje de ácido láctico en la muestra. Este procedimiento se 
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llevó a cabo durante todo el proceso de fermentación con un intervalo de tiempo 

de 10 minutos de muestreo.  

Para determinar el porcentaje de ácido láctico se utilizó la siguiente 

Ecuación:  

% Á𝑐𝑖𝑑𝑜 =  
(𝑚𝑙𝑁𝑎𝑂𝐻)∗(𝑁)∗(𝑀𝑒𝑞)

𝑝𝑒𝑠𝑜 𝑑𝑒 𝑙𝑎 𝑚𝑢𝑒𝑠𝑡𝑟𝑎
× 100    Ec. (6) 

Donde:  

ml NaOH: gasto de NaOH 

N: Normalidad del NaOH (0.1) 

Meq: Miliequivalente de ácido predominante en la muestra (Meq = 0.09) 

Es importante señalar que este método de titulación se empleó tanto para 

la leche como para las muestras de leche en el proceso de la fermentación del 

yogur. 

3.5.3.  Determinación de color  

Para determinar este proceso del color, se siguió el método descrito por 

Costa et al. (2015). A lo largo de todo el proceso de monitorización de la 

fermentación y formación del coagulo, se tomó muestras de 10 g procediendo a 

enfriarlas a temperatura ambiente para luego verter en un cubo de cuarzo 

transparente que permite el paso de la luz. Se evaluó el color de la muestra en la 

escala CIELab y se determinó las siguientes coordenadas de color: luminosidad 

(L*, 100 = blanco, 0 = negro), enrojecimiento (a*, +rojo, -verde) y amarilleo (b*, 

+amarillo, -azul). Estos análisis se realizaron en intervalos de 10 minutos durante 

todo el proceso de fermentación de la leche.  
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3.5.4.  Determinación de viscosidad  

La viscosidad durante el proceso de fermentación se evaluó utilizando un 

viscosímetro rotacional, las mediciones se realizaron a intervalos de 30 minutos. 

Sin embargo, una vez que el pH de la leche desciende por debajo de 6.0, el 

intervalo de muestreo se redujo a cada 10 minutos para capturar con mayor 

precisión los cambios en la viscosidad a medida que incrementa la concentración 

del ácido láctico por efecto de la fermentación.  

Las mediciones se realizaron con diferentes velocidades y usillos durante 

5 minutos a temperatura ambiente (15 - 20°C) acorde al esfuerzo de corte de la 

muestra, lo que permitió obtener una lectura precisa de la viscosidad en todas las 

etapas de la fermentación de la leche. A medida que la viscosidad aumentaba 

debido a la coagulación de las proteínas y la formación del coagulo, la velocidad 

de rotación se fue disminuyendo gradualmente. Esto se hizo para evitar que las 

fuerzas de cizallamiento afectaran negativamente las mediciones y asegurar que 

el equipo determine de manera precisa el comportamiento reológico de la 

fermentación del yogur.  

3.6.  MÉTODOS ÓPTICOS  

3.6.1.  Visión por computador  

Se utilizó una cámara fotográfica digital CANON (Cannon® Kiss X Rebel 

SL3 200D, Lens EF-S 18-55 mm 1:4-5.6 IS STM, diámetro del lente 58 mm, 

tecnología CMOS, 4K y 24.2 Mega Pixeles con conexión Wi-Fi y Bluetooth), 

instalado en la cabina del reactor 2 siguiendo el método descrito por Milovanovic 

et al. (2021). Las cámaras tanto digitales como termográficas se ubicaron 

verticalmente a una distancia de 25 cm de la superficie central de la leche cómo 
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se observa en la Figura 28 A. La configuración de la cámara fotográfica fue la 

siguiente: velocidad de obturación 36 fotogramas por segundo, modo de operación 

semi automática, velocidad ISO 25600, flash apagado, distancia focal 58 mm, 

lente 35 unidades de Zoom. En la cabina se acoplaron dos lámparas LED 

(FLYING ® LED 8-00.6M 15W AC175-265V 50 Hz 8000K 2022.12) de 40 Hz, 

ubicado exactamente a un ángulo de 45° de la superficie central de la leche en el 

reactor. Tanto las lámparas como la cámara estaban fijadas dentro de la cabina 

cubica de paredes recubiertas con material negra opaca para evitar interferencias 

de la luz. La cabina tiene una abertura lateral para la entrada de las muestras, a la 

vez que está conectada a una Nota de corriente mediante cables de alimentación.  

La cámara fotográfica fue conectada a la computadora con una dirección 

IP automática DHCP (Protocolo de Configuración Dinámica de Host) y mediante 

el Software de emparejamiento EOS Utility Launcher se controló los intervalos 

de captura de imágenes. Las imágenes digitales proporcionaron información sobre 

cambios en color en el espacio de color RGB.  

Figura 28 

Sistema de visión por computador y termografía para la adquisición de 

imágenes 

 

Nota: La figura (A) muestra los reactores 1 y 2 instalados dentro de la cabina. La figura (B) 

muestra la cámara fotográfica (CF) y cámara termográfica (CT) instalados en el reactor 2.  



111 

3.6.2. Termografía  

De la misma forma se procedió a instalar la cámara termográfica como se 

muestra en la Figura 28 B, siguiendo los procedimientos descritos por Baranowski 

et al., (2012). La cámara se instaló verticalmente a una altura de 25 cm de la 

superficie central de la leche. Para el control de la captura de imágenes, la cámara 

termográfica se conectó por Wifi a una computadora mediante la dirección IP: 

192.168.230.1, esta dirección apertura una ventana en cualquier navegador por 

donde se observa la imagen termográfica y un botón para la captura de imágenes, 

para accionar dicho botón en intervalos de tiempo predefinido se desarrolló un 

código con el lenguaje de programación Python. La cámara termográfica 

empleada fue de la marca A-BF® RX-500 del Modelo: HT-06 con rango de 

temperatura operativo -20 a +500°C, resolución de imagen: 256x192, rango 

espectral 7.5 a 13 µm y una resolución térmica de ±0.04°C.  

Según Zolfagharnassab et al., (2022), las imágenes de las cámaras térmicas 

se basan en el hecho de que todos los materiales emiten radiación infrarroja en 

función a su temperatura y la termografía mide la radiación emitida por el objeto. 

Las diferencias en la difusividad térmica son parámetros de contraste para 

producir el termograma, esto permite que la termografía no requiera de 

iluminación, pero necesita de una temperatura ambiente constante. 

3.7.  UNIDADES DE ANÁLISIS Y OBSERVACIONES  

3.7.1.  Factores de estudio  

• Temperatura de fermentación  

- 36°C 

- 40°C 
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- 44°C 

• Concentraciones de inóculo  

- 1% 

- 2% 

- 3% 

• Porcentajes de proteína 

- 4.2% 

- 4.5% 

- 4.8% 

3.7.2. Factores de respuesta  

- Propiedades fisicoquímicas  

- Patrones de variación de las imágenes digitales y termográficas  

- Modelos de predicción 

3.7.3.  Indicadores  

- pH 

- Acidez titulable (% ácido láctico) 

- Color (CIELab) 

- Viscosidad (mPa/s) 

- Tiempo de fermentación (minutos) 

3.8.  DISEÑO EXPERIMENTAL  

En el presente trabajo de investigación se utilizó un Diseño Completamente al 

Azar (DCA) con tres réplicas para evaluar el efecto de tres (03) factores principales: 

temperaturas de fermentación (36, 40 y 44°C), concentraciones de inóculo (1, 2 y 3 %) y 
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concentraciones de proteína (4.2, 4.5 y 4.8 %). Este diseño experimental fue seleccionado 

por su capacidad para distribuir aleatoriamente las unidades experimentales y minimizar 

la influencia de factores externos no controlados en los resultados. 

Cada combinación factorial resultante de los niveles de estos factores se replicó 

tres veces, generando un total de 27 tratamientos experimentales (3 temperaturas por 3 

concentraciones de inóculo por 3 concentraciones de proteína y por 3 réplicas) haciendo 

un total de 81 unidades experimentales. Los parámetros evaluados incluyeron:  

• pH: monitoreado durante todo el proceso de fermentación. 

• Acidez titulable: evaluada durante todo el proceso de la fermentación para cuantificar 

la cantidad de ácido producido. 

• Viscosidad: medida durante todo el proceso para evaluar las propiedades reológicas 

del producto en fermentación. 

• Color en la escala CIELab: registrado para analizar los cambios en los valores de L*, 

a* y b* asociados a los tratamientos. 

Para el análisis estadístico, se empleó un análisis de varianza (ANOVA) para 

identificar efectos significativos de los factores individuales sobre las variables de 

respuesta. En los casos en que se detectaron diferencias estadísticamente significativas (p 

< 0.05), se aplicó la prueba de comparación múltiple de Tukey para identificar las 

diferencias específicas entre los tratamientos. Todo el análisis se llevó a cabo utilizando 

el software Minitab 18 Statistical Software (versión 18.1), que permitió realizar cálculos 

estadísticos precisos y representaciones gráficas claras de los resultados. 

Este diseño experimental proporcionó un marco robusto y confiable para 

comprender la influencia de las variables controladas sobre las propiedades 

fisicoquímicas y color de la leche fermentada.  
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CAPÍTULO IV 

RESULTADOS Y DISCUSIÓN 

4.1.  IMPLEMENTACIÓN DEL SISTEMA DE FERMENTACIÓN Y 

CAPTURA DE IMÁGENES  

4.1.1.  Construcción de los reactores de fermentación  

Los reactores de fermentación fueron diseñados a partir de una olla circular 

de acero inoxidable con una capacidad de 7 litros. Para la construcción de la 

cubierta externa, se utilizó una lámina de acero inoxidable 304° con dimensiones 

de 110 x 19 cm y un espesor de 1.0 mm. La cubierta internada fue fabricada con 

el mismo material, pero con dimensiones de 95 x 17 cm, mientras que la cubierta 

interna correspondió directamente a la olla original. La cavidad entre las cubiertas 

externa e intermedia se rellenó con fibra de vidrio como material aislante, con el 

objetivo de minimizar la pérdida de calor del fluido térmico recirculante hacia el 

exterior.   

Para sellar la cavidad entre la cubierta intermedia y la base de la olla 

central, se empleó una lámina circular con un diámetro de 27 cm. De manera 

similar, para cerrar la base entre la cubierta intermedia y la cubierta externa, se 

empleó otra lámina circular un diámetro con 34 cm de diámetro. En cuanto a la 

parte superior, el espacio entre el borde superior de la olla y los bordes superiores 

de las cubiertas externa e intermedia se selló con una lámina en forma de anillo, 

con un diámetro externo de 34 cm y un diámetro interno de 27 cm, dejando libre 

el acceso al interior de la olla.  
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El segundo reactor se construyó utilizando las mismas dimensiones y 

materiales que el primero, siguiendo el diseño general basado en el modelo de 

marmita desarrollado por Cruz Amaro, (2022). Para la circulación del fluido 

térmico, se instalaron tubos de acero inoxidable de media pulgada de diámetro. 

Lo cual se colocó tanto en la base del reactor, perforando las cubiertas externas e 

intermedia, mientras que el tubo se salida se ubicó en la parte superior, en el lado 

opuesto. Adicionalmente, se instaló una tercera tubería del mismo diámetro 

equipada con una llave de paso, ésta tercera tubería conecta el interior de la olla 

con el exterior con la finalidad de muestreo. La instalación de las tuberías se 

realizó siguiendo las recomendaciones de Chacaguasay Lobato & Picho 

Barrionuevo, (2016).  

Para elevar el reactor en 8 cm, se construyó una plataforma utilizando 

tubos y perfiles de 1 pulgada, unidos mediante soldadura especializada para acero 

inoxidable. Las imperfecciones generadas por la soldadura se eliminaron con un 

esmeril eléctrico de desbaste, logrando un acabado uniforme.  

En la Figura 29 se muestra el reactor de incubación finalizado, junto con 

sus accesorios, como llaves de paso, uniones universales y el soporte. El diseño y 

las características del equipo construido son similares a los descritos por Lobato-

Calleros et al., (2014), y se empleó con fines de investigación.  
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Figura 29 

Reactores de incubación 

 

En la Tabla 3 se presentan los datos dimensionales (capacidad, altura y 

diámetro) de los reactores construidos para la incubación del yogur.  

Tabla 3 

Dimensiones y capacidad del reactor de incubación 

Variable Dimensiones Unidad de medida  

Capacidad del reactor 

Altura interna 

Diámetro interno 

Altura externa 

Diámetro externo 

Fibra de vidrio  

Láminas de acero inoxidable AISI 304  

7 

16 

27 

19 

34 

5 

2 

Litros 

cm 

cm 

cm 

cm 

kg 

Unidades 

 

4.1.2.  Instalación del circuito de recirculación del fluido térmico  

La plataforma empleada para la instalación tanto de los reactores de 

fermentación y la cabina de captura de imágenes fue una mesa rectangular con 

82.5 cm de altura, 80.5 de ancho, 158.5 cm de largo y el espesor de la plataforma 

es de 1”.  
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El circuito de recirculación de fluido térmico, como se muestra en la Figura 

30, se instaló empleando materiales termorresistentes de polipropileno (PPUR) de 

media pulgada de diámetro. También, se implementó el contenedor del fluido 

térmico con una capacidad máxima de 20 litros. 

En la Figura 30 el fluido térmico del contenedor (B) inicia su recorrido por 

una tubería que conecta el contenedor con un presurizador 1 de 120 Watts de 

potencia de la marca BERKLIN® Modelo BKL – 120, este equipo eléctrico 

genera la fuerza de empuje suficiente para desplazar el fluido hasta el reactor (R1), 

tras el llenado de la cavidad interna del reactor, el fluido vuelve al contenedor (B). 

El fluido térmico para el reactor (R2) ingresa del contenedor al presurizador (2) y 

regresa al mismo contenedor tras recurrir todo el circuito. 

Figura 30 

Instalación del circuito de recirculación del fluido de agua caliente y agua fría 

para la incubación del yogur 

 

Nota: (A) es el contenedor de fluido frío, (B) es el contendor del fluido térmico, (1) es el 

presurizador para el reactor (R1), (2) es el presurizador para el reactor (R2). Elaboración propia. 



118 

4.1.3.  Desarrollo del código para el controlador automático  

Se empleó una tarjeta de Arduino Mega 2560 R3 que usa un 

microcontrolador ATmega2560 con la finalidad de garantizar la estabilidad de la 

temperatura de la leche durante la fermentación. Para el desarrollo del código del 

controlador automático, se empleó las siguientes librerías:  

• SPI.h: esta librería permite la comunicación SPI (Serial Peripheral 

Interface) entre el Arduino y la tarjeta SD (Seguridad Digital) de 

almacenamiento. 

• SD.h: permite la lectura y escritura de archivos en la tarjeta SD. 

• Wire.h: esta librería permite al Arduino comunicarse con el reloj RTC 

instalado. 

• RTClib.h: es una librería que permite controlar el módulo de reloj 

DS1307 para obtener fecha y hora. 

• OneWire.h: permite a la tarjeta de Arduino establecer comunicación con 

los sensores de temperatura (DS18B20) mediante el protocolo One-Wire. 

• DallasTemperature.h: mediante la conexión One-Wire el sensor 

DS18B20 interactúa con el Arduino. 

El código para el funcionamiento del módulo de Arduino se desarrolló 

empleando el simulador Autodesk Tinkercad, el código desarrollado inicia con la 

definición de las librerías y Pines (puertos de conexión), luego se configuran los 

sensores empleando el protocolo de comunicación One-Wire, donde el sensor de 

temperatura del reactor 1 está conectado al pin 22, del reactor 2 al pin 23 y del 

contenedor del fluido caliente al pin 24. Seguidamente se estableció los rangos de 

oscilación térmica (±0.25°C) para cada tratamiento en estudio. En la función setup 

() del código, se establece la comunicación del módulo de Arduino con la tarjeta 
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SD, el reloj RTC y los sensores de temperatura DS18B20. También se asigna los 

pines para los LEDs y relés. Ya en la función loop () se inicia la lectura de los tres 

sensores de temperatura y el almacenamiento de los valores en la tarjeta SD. En 

función a los datos de temperatura registrados por los sensores se activan o 

desactivan los LEDs y relés con el propósito de mantener la temperatura dentro 

de los rangos de oscilación establecidas. Finalmente, el intervalo establecido para 

las lecturas de las temperaturas fue de 20 segundos. Esta lógica de programación 

se ejecutó siguiendo las pautas descritas por Schwartz, (2014). 

Figura 31 

Diseño del controlador automático (Arduino Mega 2560) 
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4.1.4. Instalación de los sensores de temperatura y controladores 

Se conectaron al Arduino 3 sensores de temperatura DS18B20 y 9 

indicadores LEDs (rojo, verde y azul), tres LEDs por cada reactor y otros tres 

LEDs en el contenedor del fluido caliente. Por otra parte, para la instalación de 

los sensores se utilizó resistencias de 400 ohmios para su adecuado 

funcionamiento, y en cada uno de los LEDs se colocó una resistencia de 220 

ohmios para alargar su vida útil, como se muestra en la Figura 31.  

El Arduino funciona con corriente continua a un máximo de 7 voltios, lo 

que limita su capacidad para controlar directamente dispositivos que requieren 

corriente alterna, como los presurizadores y la resistencia utilizada para calentar 

el fluido térmico, los cuales operan a 220 voltios. Debido a esta diferencia en las 

especificaciones de voltaje y tipo de corriente, es indispensable el uso de relés. 

Los relés son interruptores electromagnéticos que permiten controlar cargas de 

corriente alterna de alta tensión, como los de 220 voltios, mediante señales de bajo 

voltaje generadas por el Arduino. Este componente actúa como un intermediario, 

garantizando que el Arduino pueda controlar de manera segura y eficiente los 

equipos que requieren corriente alterna, sin que el sistema se vea afectado por las 

altas tensiones involucradas. 

En la Tabla 4 se describen los elementos que componen el sistema 

embebido presentando una lista de los componentes requeridos de los periféricos 

de acople de señales.  
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Tabla 4 

Componentes usados para la automatización de los reactores de incubación 

Nombre Cantidad Componente 

Arduino Mega 2560 1 
Microcontrolador 

ATmega2560 

R1, R2, R3, R4, R5, R6, R7, R8, R9 9 220 Ω 

RT1, RT2, RT3 3 400 Ω 

Presurizador del reactor 1 

Presurizador del reactor 2 
2 

Presurizador de 120 

W 

Relé del presurizador 1 

Relé del presurizador 2 

Relé de la resistencia térmica 

3 Relé 

Led del fluido térmico 

Led del reactor 1 

Led del reactor 2 

3 
LED azul 

 

Led del fluido térmico 

Led del reactor 1 

Led del reactor 2 

3 LED verde 

Led del fluido térmico 

Led del reactor 1 

Led del reactor 2 

3 LED rojo 

Sensor de °T del reactor 1 

Sensor de °T del reactor 2 

Sensor de °T del fluido térmico 

3 
Sensor de temperatura 

DS18B20 

Nota de corriente alterna 1 
220 voltios y 2 

Amperios 

Termo resistencia de 1000 W 1 Resistencia térmica 

 

4.1.5.  Construcción de la cabina e instalación de las luces y cámaras  

Para construir la cabina tal como se muestra en la Figura 32, se utilizó 

tubos rectangulares de aluminio de 1x2 pulgadas. La estructura, de dimensiones 



122 

150 x 65 x 90 cm, se ensambló con un total de 15 perfiles, unidos mediante 

tornillos autoperforantes. En la parte superior, se incorporaron 5 perfiles 

transversales, espaciados uniformemente, esto para reforzar la estructura y fijar 

tanto la cámara fotográfica y termográfica. Los focos LED de corriente alterna 

empleados para la iluminación también se fijaron a la estructura formando un 

ángulo de 45° con la superficie de la leche para iluminar de manera óptima los 

reactores. Finalmente, la estructura de la cabina fue cubierta con tres capas de tela 

negra con la finalidad de evitar reflejos de la luz e interferencias de luz externa. 

La estructura de la cabina de toma de imágenes se construyó siguiendo las pautas 

y recomendaciones realizadas por Milovanovic et al., (2021). 

Figura 32 

Disposición de las cámaras a la altura del reactor en el interior de la cabina 

 



123 

4.1.6. Conexión inalámbrica de las cámaras a las computadoras  

Las cámaras instaladas dentro de la cabina de fermentación se conectaron 

individualmente a una computadora siguiendo los procedimientos descritos 

anteriormente, las conexiones realizadas se muestran en la Figura 33 para la 

cámara fotográfica y en la Figura 34 para la cámara termográfica. Esta conexión 

de las cámaras a las computadoras permitió controlar con mayor precisión los 

intervalos de tiempo para la captura de imágenes.  

 Figura 33 

Conexión inalámbrica de la cámara fotográfica a la computadora 

 

Figura 34 

Conexión inalámbrica de la cámara termográfica a la computadora 
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4.1.7.  Validación del sistema de incubación y captura de imágenes  

El equipo diseñado y construido fue sometido a pruebas preliminares de 

fermentación y recirculación del fluido térmico, con el objetivo de evaluar su 

rendimiento y eficiencia. A partir de los resultados obtenidos, se realizaron ajustes 

en el diseño estructural y en el software para optimizar su funcionamiento. En el 

controlador, se programaron rangos de temperatura referenciales específicos para 

asegurar tanto la integridad de los componentes como el correcto funcionamiento 

del proceso de fermentación. Estos ajustes permitieron garantizar que la 

temperatura en los reactores se mantuviera dentro del rango adecuado para la 

fermentación, evitando fluctuaciones que pudieran afectar la calidad del proceso. 

Los rangos de temperatura referenciales utilizados en los experimentos, que 

fueron clave para el éxito de las pruebas, se detallan en la Tabla 5. 

La Tabla 6 presenta los datos de temperatura registrados por los sensores 

DS18B20 durante los procesos de fermentación a las diferentes temperaturas 

estudiadas. Se observa que, en general, las fluctuaciones de temperatura durante 

la fermentación se mantuvieron dentro del rango predefinido a excepción de la 

fermentación realizada a 36°C que tuvo oscilaciones por encima de los previsto, 

tal como se muestran en la Figura 35. Frente a este efecto observado, JAMES & 

Charlotte, (2019) afirma que los sistemas de transferencia de calor convectiva 

presentan desafíos en mantener la estabilidad térmica. Sin embargo, es 

fundamental conservar una temperatura constante dentro del rango óptimo para el 

crecimiento de las bacterias lácticas. Los estudios de Zhang et al., (2024) y Yang 

et al. (2021) respaldan la importancia de un rango de temperatura constante para 

mejorar la calidad y las propiedades reológicas del yogur. 
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Tabla 5 

Rangos de temperaturas predefinidas para el sistema de fermentación 

Temperaturas de 

fermentación (°C) 

Rango de oscilación 

térmica en los 

reactores (°C) 

Rango de 

temperatura del 

fluido térmico (°C) 

36 36 ±0.25 37 – 38 

40 40 ±0.25 41 – 42 

44 44±0.25 45 – 46 

Tabla 6 

Resultados del control térmico durante la fermentación a las tres temperaturas 

de estudio 

°T de fermentación 

(°C) 

°T del reactor 

1 (°C) 

°T del reactor 

2 (°C) 

°T de fluido térmico 

(°C) 

36 36.19 ± 0.26 36.18 ± 0.19 37.66 ± 0.73 

40 40.01 ± 0.16 40.04 ± 0.14 41.50 ± 0.38 

44 43.99 ± 0.19 44.09 ± 0.22 45.54 ± 0.51 

Figura 35 

Curvas de oscilación de las temperaturas durante la fermentación de los reactores de 

incubación del yogur batido 
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4.2.  BALANCE DE MATERIA PARA LA ESTANDARIZACIÓN DE LA 

LECHE  

La leche empleada para los procesos de fermentación fue reconstituida a partir de 

leche, suero y concentrado proteico en polvo, en todos los casos siempre manteniendo 

constante el contenido de sólidos totales en 12% mientras que el contenido proteico, de 

acuerdo las variables de estudio se establece 3 niveles de proteína 4.2, 4.5 y 4.8%. Las 

cantidades necesarias para mezclar de cada componente para cumplir las restricciones se 

calcularon empleando la composición nutricional que se muestra en la Tabla 7 y el 

software Solver de Microsoft Office LTSC Professional Plus 2021 (versión 2108).  

Tabla 7 

Información nutricional de las materias primas utilizadas durante la fermentación 

Componentes 
Leche en polvo 

(g) 
Agua (g) 

Concentrado 

proteína (g) 

Suero en 

polvo (g) 

Humedad 3.8 100.0 5.14 8.62 

Proteína 34.0 0.0 80.69 11.0 

Resto 62.2 0.0 14.17 80.38 

% TOTAL 100.0% 100.0% 100.0% 100.0% 

 

Los resultados de los cálculos realizados se muestran en la Tabla 8, donde se 

observa que la cantidad de leche en polvo disminuye a medida que aumenta la cantidad 

necesaria de concentrado proteico. Esta llevó variación a la necesidad de recurrir al suero 

en polvo, el cual fue utilizado para equilibrar el contenido de lactosa en la mezcla, ya que 

el concentrado proteico en polvo carece de este disacárido esencial para la producción del 

yogur. Esta estrategia fue fundamental para asegurar que la fermentación ocurriera de 

manera adecuada, manteniendo la calidad y características del producto final, al 

proporcionar la lactosa necesaria para el crecimiento de las bacterias lácticas. 
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Tabla 8 

Resultados obtenidos del balance de masa para la reconstitución de 6000 gramos de 

leche a distintos porcentajes de proteína 

% de 

proteína 

Leche en 

polvo (g) 
Agua (g) 

Concentrado 

proteína (g) 

Suero en 

polvo (g) 

Leche 

reconstruida 

(g) 

4.2 748.44 5251.56 0.00 0.00 6000 

4.5 703.83 5250.75 40.42 5.00 6000 

4.8 659.22 5249.93 80.85 10.00 6000 

 

En referencia a los componentes empleados para la reconstitución de la leche, 

Zhao et al., (2016) y Ali et al., (2023) confirman la influencia directa de los componentes 

adicionales en la formación estructural durante la fermentación de la leche mejorando la 

calidad del yogur ya que favorecen la retención del agua.  

4.3.  MONITORIZACIÓN DE LAS CARACTERÍSTICAS FISICOQUÍMICAS 

DEL PROCESO DE FERMENTACIÓN DE LA LECHE MEDIANTE 

TÉCNICAS CONVENCIONALES 

Durante el proceso de monitorización, se realizaron a cabo pruebas para evaluar 

diversos parámetros fermentativos, como la acidez, el pH, la viscosidad y el color. Los 

resultados obtenidos reflejan claramente los efectos de los distintos niveles de los 

componentes de la leche, tales como la temperatura de fermentación, el porcentaje de 

proteínas y el porcentaje de inóculo, sobre las variables de respuesta previamente 

establecidas. Estos análisis permitieron comprender cómo las variaciones en los factores 

de fermentación influyen en las características organolépticas y funcionales del yogur, lo 

que es crucial para optimizar el proceso y garantizar la calidad del producto final. 
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4.3.1. Efecto de las variables de estudio en el tiempo de fermentación 

El análisis estadístico de varianza (ANOVA) no encontró un efecto 

significativo (p > 0.05) de la concentración de proteína ni del porcentaje de 

inóculo sobre el tiempo de fermentación de la leche. Este hallazgo fue confirmado 

mediante la prueba de Tukey, la cual demostró que los tiempos de fermentación 

para los diferentes niveles de estas variables son estadísticamente iguales.    

En contraste, la temperatura de fermentación fue la única variable que 

mostró un efecto significativo (p < 0.05) sobre el tiempo de fermentación. A 

temperaturas más altas, el tiempo requerido para completar la fermentación fue 

menor, mientras que, a temperaturas más bajas, el tiempo de fermentación se 

incrementó. Este comportamiento se alinea con lo reportado por Yang et al. 

(2021a), quienes describen un efecto térmico similar sobre los tiempos de 

fermentación en productos lácteos. Los resultados del ANOVA, presentados en la 

Tabla 9, respaldan esta observación, y las diferencias significativas entre los 

niveles de temperatura fueron corroboradas por la prueba de Tukey, cuyos 

resultados se detallan en la Tabla 10. Además, en la Figura 36 se ilustran los 

intervalos de tiempo promedio para la fermentación a distintas temperaturas.  

El análisis de varianza de los resultados demuestra de manera clara y 

precisa, que tanto la concentración de proteína como el porcentaje de inóculo no 

influyen de forma significativa (p > 0.05) en el tiempo de fermentación, mientras 

que la temperatura si tiene un efecto perceptible. La similitud de estos resultados 

con los estudios previos refuerza la validez de los hallazgos y así mismo las 

herramientas estadísticas utilizadas (ANOVA y Tukey) permiten corroborar 

dichos efectos. 
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Tabla 9 

Análisis de varianza del tiempo de fermentación según la temperatura estudiada 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Temperatura (°C) 2 323622 161811 183.98 0.000 

Error 78 68600 879   

TOTAL 80 392222    

Tabla 10 

Análisis y comparación Tukey para la variación del tiempo de fermentación 

según la temperatura estudiada 

 

 

 

Figura 36 

Intervalo de tiempo para la fermentación (min) en función a las temperaturas de 

estudio  

 

Temperatura (°C) N Media Agrupación 

36 27 398.89 A   

40 27 312.22  B  

44 27 244.44   C 
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4.3.2.  Control de acidez durante la monitorización de la fermentación de la 

leche 

La acidificación de la leche se estudió empleando distintas 

concentraciones de proteína y fermentándola a 36, 40 y 44°C, con porcentajes de 

inóculo del 1, 2 y 3%, utilizando métodos convencionales de medición. Este 

proceso comienza con la conversión de lactosa en ácido láctico, resultado de la 

actividad metabólica de las bacterias ácido-lácticas. Inicialmente, la producción 

de ácido es lenta, debido a que las bacterias permanecen en fase estacionaria. Sin 

embargo, a medida que avanza la fermentación, el proceso se acelera, 

coincidiendo con la fase de crecimiento exponencial de las bacterias (Sfakianakis 

& Tzia, 2014b). 

Los resultados muestran que la acidez final oscila entre 0.5 y 0.8 g de ácido 

láctico por cada 100 g de muestra, dentro del rango establecido por la NTP 

202.092:2008 para yogur descremado. Por su parte, el tiempo de fermentación 

varió entre 210 y 420 minutos, dependiendo de las condiciones evaluadas. Las 

Figuras 37, 38 y 39 evidencian que a 36°C el tiempo de fermentación fue mayor, 

independientemente del porcentaje de inóculo, lo cual se explica por la 

temperatura óptima de crecimiento de las bacterias ácido-lácticas, generalmente 

entre 40 y 45°C (Courtin et al., 2002). A temperaturas de 40°C y 44°C, el tiempo 

de fermentación se reduce, como también reportó Tala Orrillo, (2023), quien 

observó que temperaturas más altas favorecen la degradación acelerada de la 

lactosa. Sin embargo, la acidez final fue inferior a la esperada para un batido de 

yogur, posiblemente debido al efecto amortiguador de la proteína, como sugieren 

Ali et al. (2023). 
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 Figura 37 

Curvas de acidificación de la leche con 4.2% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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 Figura 38 

Curvas de acidificación de la leche con 4.5% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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En referencia a la Figura 38, donde se utilizó leche con una concentración 

proteica del 4.5%, se aprecia que la temperatura influyó significativamente en el 

tiempo de fermentación. A 44°C, se alcanzaron los valores deseados de acidez 

(0.6-0.7 g/100g) en menor tiempo, independientemente del porcentaje de inóculo. 

Conforme se redujo la temperatura de fermentación, el tiempo se prolongó. Estos 

resultados sugieren que una temperatura más alta favorece la actividad de las 

bacterias lácticas, acelerando la acidificación. No obstante, la acidez final fue 

ligeramente inferior a la reportada por Ali et al. (2023) para yogures enriquecidos 

con proteínas de suero. Shori & Baba, (2014) también observaron un aumento en 

la acidez con mayores niveles de proteína, lo que sugiere que otros factores, como 

la temperatura y el porcentaje de inóculo, o las condiciones de procesamiento, 

podrían influir en los resultados obtenidos. 

Los resultados presentados en la Figura 39 corresponden a leche 

fermentada con una concentración proteica del 4,8%, donde la acidez final osciló 

entre 0,6 y 0,8 g de ácido láctico/100 g. Aunque estos valores cumplen con el 

rango establecido por la NTP 202.092:2008 para yogur descremado, Aryana & 

Olson (2017) sugieren que, para yogures regulares o parcialmente desnatados, la 

acidez mínima titulable debería ser del 0.9%. Esta diferencia podría indicar una 

acidificación insuficiente, lo que podría deberse a factores como la temperatura 

de fermentación o la concentración de proteína empleada. Es posible que una 

temperatura de fermentación más alta o una mayor concentración proteica hayan 

influido en una menor producción de ácido láctico, lo que afectará la acidez final 

del producto. Este hallazgo resalta la importancia de ajustar adecuadamente las 

condiciones de fermentación para lograr una acidez más cercana a los estándares 

requeridos para yogures de calidad. 
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 Figura 39 

Curvas de acidificación de la leche con 4.8% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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Los resultados revelan una tendencia clara de la influencia de la 

temperatura sobre el tiempo de fermentación y la producción de ácido láctico, este 

efecto fue respaldado por estudios previos. Los resultados sugieren que, aunque 

la concentración de proteína y el porcentaje de inóculo juegan un rol en el proceso 

de acidificación, la temperatura es el factor dominante. A temperaturas más altas, 

se acelera la acidificación, acortando el tiempo de fermentación, lo que concuerda 

con estudios previos. Sin embargo, la concentración de proteína podría estar 

actuando como un amortiguador, limitando el aumento de la acidez final. 

4.3.2.1. Efecto de la concentración proteica en la acidificación de la 

leche 

Los resultados del análisis de varianza (ANOVA) indicaron 

diferencias significativas (p < 0.05) en los valores de acidez alcanzados al 

utilizar distintas concentraciones de proteína en la elaboración de yogur, 

con un nivel de confianza del 95%. Estos resultados se presentan en la 

Tabla 11. La prueba de Tukey reveló que las concentraciones de proteína 

de 4.2% y 4.8% generaron niveles de acidez significativamente más 

elevados en comparación con el yogur elaborado con un 4.5% de proteína. 

Estas comparaciones se muestran en la Tabla 12, mientras que los 

intervalos de acidez correspondientes a las diferentes concentraciones de 

proteína se ilustran en la Figura 40.  

Al comparar estos resultados con estudios previos de Xu et al., 

(2022) quienes analizaron el efecto de la concentración proteica sobre las 

propiedades fisicoquímicas del yogur, reportando valores de acidez entre 

0.68% y 1.15%. Estos hallazgos coinciden con los valores obtenidos en los 

tratamientos con 4.2% y 4.8% de proteína de este estudio, los cuales se 
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encuentran dentro del rango establecido por la NTP 202.092:2008 para 

yogur descremado (0.6% a 1.5% de acidez titulable).  

Por su parte, Aita et al., (2015) reportaron una acidez titulable de 

0.71% a 1.01% en yogures fortificados con diferentes niveles de proteína, 

lo cual también se aproxima a los resultados obtenidos para los 

tratamientos con 4.2% y 4.5% de proteína en el presente estudio. Sin 

embargo, Wherry et al., (2019) informaron valores de acidez entre 1.17% 

y 1.19% en yogures sin grasa y sin sabor, enriquecidos con concentrado 

proteico, cifras notablemente superiores a las reportadas en este trabajo.  

El análisis estadístico confirma que la concentración de proteína 

tiene un impacto significativo en los niveles de acidez del yogur. Los 

resultados sugieren que las concentraciones más altas de proteína (4.2% y 

4.8%) favorecen una mayor producción de ácido láctico, lo cual es 

consistente con el comportamiento reportado por otros autores. Es 

importante destacar que, si bien la acidez final se encuentra dentro del 

rango permitido por las normativas, las diferencias entre los estudios 

pueden estar influenciadas por factores como la fortificación con 

concentrados proteicos o las condiciones de procesamiento.  

Tabla 11 

Análisis de varianza de acidez titulable según la concentración de 

proteína 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Proteína (%) 2 0.1475 0.073767 10.68 0.000 

Error 78 0.5386 0.006905   

TOTAL 80 0.6861    
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Tabla 12 

Análisis y comparación Tukey para la variación de acidez titulable, 

según la variación de proteína 

Proteína (%) N Media Agrupación 

4.8 27 0.6769 A  

4.2 27 0.6281 A  

4.5 27 0.5725  B 

 

Figura 40 

Intervalos de acidez (% ácido láctico) en función a las concentraciones 

de proteína 

 

4.3.2.2.  Efecto de la concentración de inóculo en la acidificación de la 

leche 

La concentración de inóculo, evaluada de manera independiente de 

otros factores, no mostró un efecto significativo en la producción de ácido 

láctico (p > 0.05), según el análisis de varianza (ANOVA) presentado en 

la Tabla 13. De forma coherente, los resultados de la prueba de Tukey, 

mostradas en la Tabla 14, tampoco revelaron diferencias estadísticas 
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significativas entre las medias de acidez alcanzadas con las tres 

concentraciones de inóculo evaluadas. Esto sugiere que, a pesar de que la 

concentración de inóculo es un factor relevante, su impacto en la acidez es 

limitado y que otros elementos, como las condiciones de fermentación 

(temperatura, tiempo o concentración de proteínas), podrían tener un papel 

más influyente. en la variación de la acidez. Los intervalos de acidez 

observados para los yogures elaborados con diferentes concentraciones de 

inóculo se presentan de manera visual en la Figura 41, lo que permite una 

comparación clara de los efectos en la acidez, reforzando la idea de que el 

inóculo no fue el factor más determinante. en este caso. 

Adicionalmente, se evaluó el efecto del porcentaje de inóculo sobre 

la acidez titulable, obteniéndose valores de acidez final que varían entre 

0.60 y 0.68 g de ácido láctico por cada 100 g de yogur. De acuerdo con la 

NTP 202.092:2008, este yogur descremado se encuentra dentro del rango 

aceptable de acidez láctica, que va de 0.6% a 1.5%.  

Al comparar estos resultados con los reportados por (Aita et al., 

2015), quienes encontraron valores de acidez entre 0.77% y 1.01% durante 

la elaboración de yogur, se observa una diferencia significativa, ya que los 

valores obtenidos en nuestro estudio son considerablemente más bajos. De 

manera similar, Horiuchi & Sasaki, (2012) reportaron una acidez del 0.7% 

utilizando un inóculo del 0.1% (p/p), lo que sugiere una relación simbiótica 

entre las bacterias ácido-lácticas. En este proceso, Streptococcus 

thermophilus favorece el crecimiento de Lactobacillus bulgaricus, 

estableciendo una correlación entre el crecimiento bacteriano y la 

fermentación, como también lo indicaron Yao et al., (2022). No obstante, 
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los resultados obtenidos revelan que el porcentaje de inóculo no ejerce una 

influencia significativa sobre la acidez titulable de la leche (p > 0.05), lo 

que refuerza la hipótesis de que las condiciones de fermentación podrían 

ser más determinantes en el proceso. 

Tabla 13 

Análisis de varianza de acidez titulable según la concentración de 

inóculo 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Inóculo (%) 2 0.04554 0.022771 2.77 0.069 

Error 78 0.64060 0.008213   

TOTAL  80 0.68614    

 

Tabla 14 

Análisis y comparación Tukey para la variación de acidez titulable, 

según la variación de inóculo 

Inóculo (%) N Media Agrupación 

2 27 0.6577 A 

3 27 0.6190 A 

1 27 0.6008 A 
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Figura 41 

Intervalos de acidez (% ácido láctico) en función a las concentraciones 

de inóculo 

 

4.3.2.3. Efecto de la temperatura en la acidificación de la leche  

Las temperaturas de fermentación no mostraron un efecto 

significativo (p > 0.05) sobre la concentración final de acidez del yogur, 

como se puede observar en los resultados del análisis de varianza 

(ANOVA) presentados en la Tabla. 15. De manera complementaria, los 

resultados de la prueba de Tukey confirmaron que las medias de acidez no 

presentaron diferencias estadísticas significativas entre las distintas 

temperaturas de fermentación evaluadas, lo cual se detalla en la Tabla 16. 

Esto sugiere que, en este contexto experimental, la temperatura de 

fermentación no influyó de manera destacada en la acidez final del yogur. 

Los intervalos de acidez observados para las diferentes temperaturas de 

fermentación se ilustran en la Figura 42, lo que proporciona una 

representación visual clara de los resultados y refuerza la conclusión de 

que este factor no fue determinante en la variación de la acidez.  
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En comparación con los resultados reportados por Lopes et al. 

(2019), quienes llevaron a cabo la fermentación del yogur a temperaturas 

de entre 35 y 50°C, con valores de acidez comprendidos entre 0.5% y 

0.90%, se sugiere que las temperaturas más elevadas podrían favorecer una 

mayor actividad de las bacterias lácticas, promoviendo así un incremento 

en la producción de ácido láctico. Del mismo modo, Barros et al. (2019) 

reportaron valores de acidez titulable en el rango de 0.64% a 0.73%, 

atribuyendo esta variabilidad a la acción de la lactosa y su posterior 

hidrólisis a temperaturas de 43°C. Por otro lado,  Jakubowska & 

Karamucki (2020) informaron valores de acidez titulable entre 0.37% y 

0.56%, los cuales resultan inferiores a los obtenidos en el presente estudio. 

Estas discrepancias podrían deberse a diferencias en las condiciones de 

fermentación o en las cepas bacterianas utilizadas.   

Es importante resaltar que la variación en la temperatura de 

fermentación no solo influye en la acidez, sino también tiene un impacto 

considerable en los procesos fermentativos y en las características 

sensoriales del yogur. Sofyan et al. (2022b) indicaron que los yogures más 

suaves se obtienen cuando la fermentación se realiza a temperaturas entre 

32 y 39°C, lo que sugiere que la temperatura no solo afecta la tasa de 

acidificación, sino también el proceso de formación del gel.  

Los resultados evidencian que ni la concentración de inóculo ni la 

temperatura de fermentación parecen influir de manera significativa en la 

acidez final del yogur, bajo las condiciones experimentales evaluadas. No 

obstante, factores como la interacción entre cepas bacterianas o las 
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condiciones ambientales, tales como la temperatura del medio, podrían 

estar influyendo en el comportamiento ácido-láctico. 

Tabla 15 

Análisis de varianza de acidez titulable según las temperaturas de 

fermentación 

 

 

Tabla 16 

Análisis y comparación Tukey para la variación de acidez titulable, 

según las temperaturas de fermentación 

Temperatura (°C) N Media Agrupación 

36 27 0.6545 A 

40 27 0.6127 A 

44 27 0.6103 A 

 

Figura 42 

Intervalos de acidez (% ácido láctico) en función a las temperaturas de 

fermentación 

 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Temperatura (°C) 2 0.03346 0.016732 2.00 0.142 

Error 78 0.65268 0.008368       

TOTAL  80 0.68614          



143 

4.3.3.  Control de pH 

El control del pH durante el proceso de fermentación se realizó utilizando 

técnicas convencionales. La fermentación de la leche se dio por finalizada cuando 

se alcanzó un pH de 4.6, valor referencial adoptado de los estudios realizados por 

Sözeri Atik et al., (2023).  

En las Figuras 43, 44 y 45 se muestran las curvas de descenso del pH 

durante la fermentación de la leche a temperaturas de 36, 40 y 44°C, inoculadas 

con 1, 2 y 3% de cultivo láctico. Todos los procesos de fermentación concluyeron 

cuando el pH alcanzó valores entre 4.5 y 4.6, como lo recomiendan Aryana & 

Olson (2017). En este estudio, el tiempo fue empleado como un parámetro clave 

para monitorear el proceso de fermentación, mientras que el pH determinaba el 

punto final del mismo. Es decir, si el pH no alcanzaba el valor establecido, el 

proceso de fermentación continuaba. Las figuras muestran claramente el efecto 

significativo de la temperatura de fermentación sobre el tiempo necesario para 

alcanzar un pH de 4.6. Este efecto se demostró mediante un análisis de varianza 

(ANOVA), cuyos resultados se presentan en la Tabla 9, y fue complementado con 

la prueba de Tukey, cuyos resultados se encuentran en la Tabla 10. 

Los resultados obtenidos evidencian una clara relación entre la 

disminución del pH, la temperatura de fermentación y el crecimiento de las 

bacterias ácido-lácticas. Al inicio del proceso, se observa una disminución lenta 

del pH, lo que correspondería a la fase de latencia, en esta fase la leche permanece 

aún en estado líquido. Posteriormente, se registra un descenso más abrupto del 

pH, que estaría asociado a la fase logarítmica del crecimiento de las bacterias 

ácido-lácticas. Este punto de inflexión, observado alrededor de un pH de 5.7, 

marca el inicio del proceso de gelificación, un comportamiento que coincide con 
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los estudios de Körzendörfer & Hinrichs, (2019), quienes señalaron una relación 

directa entre la disminución del pH y el desarrollo de la estructura del gel. 

Finalmente, se observa una desaceleración en la tasa de acidificación a partir de 

un pH de 5.0 hasta 4.8, prolongándose hasta llegar al pH de 4.6, lo que concuerda 

con los resultados descritos por Muncan et al. (2021). Comparativamente, estos 

resultados confirman la relación inversa entre la temperatura de incubación y el 

tiempo de fermentación: a mayor temperatura, menor es el tiempo necesario para 

alcanzar el pH de 4.6, tal como lo indicaron Sofyan et al. (2022). 

El hecho de que el tiempo de fermentación sea inversamente proporcional 

a la temperatura sugiere que este parámetro no solo es crucial para la tasa de 

acidificación, sino también para optimizar la eficiencia del proceso industrial. Los 

datos obtenidos en este estudio respaldan hallazgos previos en la literatura y 

refuerzan la importancia del control preciso del pH como un indicador clave en la 

producción de yogur, que garantiza la calidad y las características sensoriales 

deseadas. 
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Figura 43 

Curvas de pH de la leche con 4.2% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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 Figura 44 

Curvas de pH de la leche con 4.5% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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Figura 45 

Curvas de pH de la leche con 4.8% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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4.3.3.1.  Efecto de la concentración proteica en el pH de la leche 

Las diferentes concentraciones de proteína mostraron un efecto 

significativo (p < 0.05) en los valores de pH alcanzados al finalizar el 

proceso de fermentación. Este efecto se evidenció a través del análisis de 

varianza (ANOVA), cuyos resultados se presentan en la Tabla 17. La 

prueba de Tukey reveló que, a una concentración de proteína del 4.5%, el 

valor de pH fue significativamente menor en comparación con las 

concentraciones de 4.2% y 4.8%. Las diferencias entre los valores de pH 

obtenidos para las distintas concentraciones de proteína se presentan en la 

Tabla 18, mientras que los intervalos de pH en función de las 

concentraciones de proteína se ilustran en la Figura 46.  

Al comparar los resultados obtenidos en este estudio con los 

reportados en investigaciones previas, se observa una notable similitud con 

los hallazgos de Wherry et al. (2019), quienes informaron valores de pH 

entre 4.3 y 4.61 en yogures enriquecidos con concentrado proteico. Estos 

resultados son consistentes con los tres tratamientos realizados en el 

presente estudio, lo que sugiere que el uso de concentrados proteicos puede 

mantener un rango de pH estable en diferentes formulaciones.  

Por otro lado, Körzendörfer & Hinrichs (2019b), realizaron un 

tratamiento en el que incorporaron proteína de leche en polvo junto con un 

porcentaje de grasa, reportando valores de pH entre 4.60 y 4.80. Este 

estudio destaca que la inclusión de grasa, además de la proteína láctea, 

también influye en el pH del yogur, lo que subraya la relevancia de estos 

componentes en la formulación del producto. Asimismo, C. Wang et al. 

(2021) presentaron datos de pH que oscilan entre 4.15 y 4.56 en yogures 
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elaborados con proteína vegetal de soya. Estos resultados indican que el 

tipo de proteína utilizado puede tener un impacto significativo en el pH del 

yogur, lo que podría afectar tanto sus características sensoriales como 

nutricionales. 

Los resultados obtenidos en este estudio confirman que la 

concentración de proteína tiene un efecto claro y significativo sobre el pH 

final del yogur, con la concentración de 4.5% mostró la mayor reducción 

de pH. Este hallazgo es consistente con estudios previos que señalan que 

el aumento en la concentración de proteínas, en particular proteínas 

lácteas, puede acelerar la acidificación del producto. El comportamiento 

observado puede atribuirse a la capacidad de las proteínas de la leche para 

interactuar con las bacterias ácido-lácticas, facilitando la producción de 

ácido láctico y, por ende, reduciendo el pH. 

Además, las diferencias en los valores de pH entre proteínas lácteas 

y proteínas vegetales, como las reportadas en los estudios comparados, 

destacan que no solo la concentración, sino también el origen de la proteína 

juega un papel crucial en la dinámica de acidificación y en las propiedades 

finales del yogur. Las proteínas vegetales, por ejemplo, suelen generar un 

pH final más bajo, lo que podría estar vinculado a su menor capacidad de 

tamponamiento en comparación con las proteínas de origen animal. 
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Tabla 17 

Análisis de varianza del pH según las concentraciones de proteína 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Proteína (%) 2 0.03682 0.018409 5.20 0.008 

Error 78 0.27599 0.003538   

TOTAL  80 0.31280    

 

Tabla 18 

Análisis y comparación Tukey para la variación de pH, según las 

concentraciones de proteína 

Proteína (%) N Media Agrupación 

4.2 27 4.61000 A    

4.8 27 4.5767 A B 

4.5 27 4.5585    B 

 

Figura 46 

Intervalos de pH en función a las concentraciones de proteína 

 

4.3.3.2.  Efecto de la concentración de inóculo en el pH de la leche 

Las diferentes concentraciones de inóculo empleadas en la 

elaboración del yogur no tuvieron un efecto significativo (p > 0.05) en los 

valores de pH al final del proceso de fermentación. Esta afirmación se 
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fundamenta en los resultados del análisis de varianza (ANOVA), que se 

presentan en la Tabla 19. La falta de significancia se explica por el hecho 

de que la fermentación se detuvo una vez que el pH alcanzó un valor 

cercano a 4.6, lo que resultó en valores de pH estadísticamente iguales. 

Esta conclusión fue corroborada mediante la prueba de Tukey, cuyos 

resultados se muestran en la Tabla 20, mientras que los intervalos de pH 

en los que culminó el proceso de fermentación se ilustran en la Figura 47.  

Al comparar nuestros resultados con los reportados por Aita et al. 

(2015), quienes encontraron valores de pH que oscilaron entre 4.24 y 4.67 

durante la elaboración de yogur, no se observan diferencias significativas. 

No obstante, es importante destacar que los valores obtenidos en dicho 

estudio fueron ligeramente inferiores a los reportados en nuestra 

investigación. Shu et al. (2014) señalan que una mayor concentración de 

inóculo puede acelerar la velocidad de producción de ácidos, observando 

en su estudio que, con un inóculo del 1%, la producción de ácido se 

incrementa lentamente durante las primeras tres horas, seguida de un 

aumento más rápido, lo que provoca una disminución pronunciada del pH.  

El hecho de que las concentraciones de inóculo no presenten un 

efecto significativo sobre el pH final en este estudio puede estar 

relacionado con la naturaleza autorreguladora del proceso de 

fermentación, en el cual las bacterias ácido-lácticas continúan produciendo 

ácido hasta alcanzar un punto de equilibrio, determinado por un pH de 

aproximadamente 4.6. Este valor de pH actúa como un límite que define 

la finalización de la fermentación, independientemente de la concentración 

inicial de inóculo. 
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Sin embargo, cabe destacar que, aunque el inóculo no influye 

significativamente en el pH final, puede tener un impacto en otras fases 

del proceso, como la velocidad de acidificación. En estudios como el de 

Shu et al. (2014), se ha observado que la tasa de producción de ácido es 

mayor a concentraciones más elevadas de inóculo, lo que sugiere que el 

inóculo podría ser más relevante en la fase inicial o media de la 

fermentación, antes de que el pH alcance el valor de corte.  

Tabla 19 

Análisis de varianza del pH según las concentraciones de inóculo 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Inóculo (%) 2 0.001106 0.000553 0.14 0.871 

Error 78 0.311697 0.003996   

TOTAL 80 0.312803    

 

Tabla 20 

Análisis y comparación Tukey para la variación del pH, según las 

concentraciones de inóculo 

Inóculo (%) N Media Agrupación 

2 27 4.58667 A 

1 27 4.5807 A 

3 27 4.5778 A 
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 Figura 47 

Intervalos de pH en función a las concentraciones de inóculo 

 

4.3.3.3.  Efecto de la temperatura en el pH de la leche 

La temperatura es un factor que influye directamente en la 

actividad metabólica y el desarrollo de las bacterias ácido-lácticas. Este 

efecto significativo (p < 0.05) se demuestra mediante el análisis de 

varianza (ANOVA), cuyos resultados se presentan en la Tabla 21. Los 

controles de pH para todos los tratamientos se realizaron cada 10 minutos, 

y el proceso de fermentación culminó cuando el pH se acercó al valor 

preestablecido de 4.6. El análisis estadístico revela que el descenso del pH 

es más lento a una temperatura de 36°C en cada intervalo de muestreo, lo 

que permite una mayor precisión en el control de la finalización del 

proceso de fermentación al alcanzar el pH deseado. En contraste, a 

temperaturas de 40 y 44°C, el descenso del pH es más rápido en el mismo 

intervalo de tiempo, lo que resultó en un mayor descenso respecto al valor 

preestablecido. Estas diferencias se corroboraron mediante la prueba de 

Tukey, cuyos resultados se detallan en la Tabla 22. Además, los intervalos 

de pH alcanzados en función de las temperaturas de fermentación se 

ilustran en la Figura 48.  
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Los resultados obtenidos evidencian una clara relación entre la 

disminución del pH, la temperatura de fermentación y el crecimiento de 

las bacterias ácido-lácticas. Inicialmente, se observa una disminución lenta 

del pH, que podría corresponder a la fase de latencia, en la que la leche 

permanece en estado líquido. Posteriormente, se registra un descenso 

abrupto del pH, asociado a la fase logarítmica de crecimiento de las 

bacterias ácido-lácticas. Este punto de inflexión en la curva de 

acidificación, que ocurre alrededor de un pH de 5.7, marca el inicio de la 

gelificación, un comportamiento coincidente con los hallazgos de 

Körzendörfer & Hinrichs, (2019), quienes indicaron que existe una 

relación directa entre la disminución del pH y el desarrollo de la estructura 

del gel. Finalmente, se alcanzó una fase de desaceleración en la tasa de 

acidificación, con una disminución más lenta del pH desde 5.0 hasta 4.6, 

lo que coincide con los resultados descritos por Muncan et al. (2021). 

Además, se observó que, cuanto mayor es la temperatura de incubación, 

menor es el tiempo necesario para alcanzar el pH objetivo, lo que 

concuerda con lo señalado por Sofyan et al. (2022), quienes también 

indicaron que la proteína influye en la acidificación del yogur. 

Los resultados obtenidos en este estudio refuerzan la importancia 

de la temperatura como un factor clave en la cinética de la acidificación 

durante la fermentación del yogur. El hecho de que la disminución del pH 

sea más lenta a 36°C podría estar asociado con una menor actividad 

enzimática y un crecimiento bacteriano más gradual, lo que permite un 

mayor control sobre el proceso de fermentación. Este hallazgo es crucial 

en términos de optimización industrial, ya que una fermentación más 
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controlada a bajas temperaturas podría mejorar las propiedades sensoriales 

y estructurales del yogur, evitando una acidificación excesiva que podría 

afectar negativamente su textura y sabor. 

Por otro lado, la rápida caída del pH a 40°C y 44°C indica menor 

tiempo de procesamiento. Sin embargo, esta situación podría resultar en 

una acidez excesiva que afecte negativamente las características 

sensoriales y nutricionales del yogur. Estos resultados subrayan la 

necesidad de equilibrar cuidadosamente la velocidad de fermentación con 

la precisión en el control del pH para garantizar que el producto final 

cumpla con los estándares de calidad deseados, preservando tanto sus 

propiedades organolépticas como su seguridad microbiológica. Además, 

es fundamental optimizar los tiempos de fermentación para maximizar la 

eficiencia sin comprometer la calidad del yogur. 

Tabla 21 

Análisis de varianza del pH según las temperaturas de fermentación 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Temperatura (°C) 2 0.03426 0.017131 4.80 0.011 

Error 78 0.27854 0.003571       

TOTAL  80 0.31280          

 

Tabla 22 

Análisis y comparación Tukey para la variación del pH según las 

temperaturas de fermentación 

Temperatura (°C) N Media Agrupación 

36 27 4.60667 A  

40 27 4.5822 A B 

44 27 4.55630  B 
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Figura 48 

Intervalos de pH en función a las temperaturas de fermentación 

 

4.3.6.  Control de viscosidad  

La formación de la viscosidad durante la fermentación de la leche es un 

factor crucial para determinar la calidad del yogur. Este parámetro está 

influenciado por la concentración de sólidos, el contenido proteico y la 

temperatura de fermentación, que en conjunto promueven una adecuada 

formación de la estructura del gel. Según Walstra et al. (2006), la firmeza del 

yogur aumenta conforme el pH disminuye, ya que este alimento es un fluido no 

newtoniano cuya viscosidad aparente disminuye con el aumento de la velocidad 

de cizallamiento. 

Los resultados, representados en las Figuras 49, 50 y 51, muestran que la 

viscosidad se mantiene estable durante gran parte de la fermentación debido al 

efecto del cizallamiento aplicado en el muestreo. Este cizallamiento reduce 

temporalmente la firmeza del yogur por su naturaleza no newtoniana. No obstante, 

hacia el final del proceso, cuando el pH se aproxima al punto isoeléctrico de la 

caseína (pH < 5,2), se registra un aumento significativo de la viscosidad. En esta 

fase, las caseínas precipitan y forman una red tridimensional de gel junto con 

proteínas séricas. 
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Inicialmente, las micelas de caseína permanecen dispersas, estabilizando 

la mezcla. A medida que el pH desciende, estas micelas se desestabilizan, 

agregándose para generar una estructura de gel. Este cambio estructural, 

observable cerca del punto isoeléctrico, incrementa abruptamente la viscosidad. 

Además, el comportamiento no newtoniano permite que las fuerzas de 

cizallamiento reduzcan temporalmente la resistencia del gel en formación, pero su 

influencia disminuye una vez que el gel adquiere suficiente fortaleza, resultando 

en un aumento marcado de la viscosidad al final del proceso. 
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Figura 49 

Curvas de viscosidad de la leche con 4.2% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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Figura 50 

Curvas de viscosidad de la leche con 4.5% de proteína fermentada a distintas temperaturas 

(36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 2% de inóculo y c) 3% de 

inóculo 
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Figura 51 

Curvas de viscosidad de la leche con 4.8% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 

 

  



161 

4.3.6.1. Efecto de la concentración proteica en la viscosidad de la leche 

El efecto de la concentración proteica de la leche sobre los valores 

de viscosidad en el yogur fue evaluado mediante un análisis de varianza 

(ANOVA). Los resultados, presentados en la Tabla 23, indican que la 

cantidad de proteína en la leche afecta significativamente (p < 0.05) el 

valor de la viscosidad. 

Este mismo efecto ha sido observado en otros estudios. Por 

ejemplo, Mitra et al. (2022) documentaron que, durante la elaboración de 

yogur con suero de leche y proteína vegetal, la formación de la red proteica 

mejoraba significativamente, alcanzando rangos de viscosidad de entre 

1220 y 2580 mPa/s. Asimismo, Najgebauer-Lejko et al. (2020b) reportaron 

valores de viscosidad entre 2000 y 3000 mPa/s en yogures con inclusiones 

de té, lo que sugiere que la interacción de los polifenoles del té con las 

proteínas lácteas incrementa la viscosidad del producto. Hashim et al. 

(2021) también señalaron que la viscosidad del yogur aumenta con la 

concentración de proteínas, obteniendo valores de entre 450 y 2880 mPa/s. 

En contraste, Lu et al. (2023) encontraron que la adición de almidón en la 

producción de yogur redujo significativamente la viscosidad a valores de 

entre 350 y 1610 mPa/s, lo que atribuyeron a la limitada capacidad de 

hidrólisis del almidón. 

Estos resultados están en línea con los obtenidos en el presente 

estudio, donde se observó una disminución de la viscosidad a medida que 

se reducía la concentración de proteína en los tratamientos. Esto sugiere 

que la concentración proteica es un factor determinante en la viscosidad 
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del yogur, ya que una menor concentración de proteína resulta en una red 

proteica menos densa, lo que disminuye la viscosidad. 

El análisis de Tukey también confirmó el efecto significativo de las 

diferentes concentraciones proteicas sobre la viscosidad, tal como se 

detalla en la Tabla 24. Los intervalos de viscosidad en función de las 

concentraciones de proteína se presentan en la Figura 52. 

El comportamiento observado en este estudio subraya la 

importancia de la concentración proteica en la determinación de las 

propiedades reológicas del yogur. La proteína desempeña un papel crucial 

en la formación de la estructura de gel durante la fermentación, y su 

concentración influye directamente en la densidad y estabilidad de dicha 

red. A medida que aumenta la concentración de proteína, se genera una 

mayor cantidad de enlaces entre las moléculas proteicas, lo que refuerza la 

estructura del gel y eleva la viscosidad del yogur. Esto se refleja en el 

aumento progresivo de la viscosidad a mayores concentraciones proteicas, 

lo que coincide con los estudios previos citados. 

Por otro lado, la reducción de la viscosidad en yogures con 

concentraciones proteicas menores se debe a la menor disponibilidad de 

proteínas para formar enlaces que estabilicen la red tridimensional del gel. 

Esta menor densidad proteica provoca una disminución en la resistencia 

del gel frente al cizallamiento, resultando en una textura más líquida y una 

menor viscosidad.  
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Tabla 23 

Análisis de varianza de la viscosidad según las concentraciones 

proteicas 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Proteína (%) 2 748171 374086 56.98 0.000 

Error 78 512057 6565       

TOTAL  80 1260229          

 

Tabla 24 

Análisis y comparación Tukey para la variación de la viscosidad según 

las concentraciones proteicas 

Proteína (%) N Media Agrupación 

4.8 27 1621.6 A   

4.5 27 1479.9  B  

4.2 27 1387.92   C 

 

Figura 52 

Intervalos de la viscosidad en función a las concentraciones proteicas 
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4.3.6.2.  Efecto de la concentración de inóculo en la viscosidad de la 

leche 

La actividad metabólica del inóculo es fundamental en la 

producción de ácido láctico, desencadenando la precipitación de las 

caseínas y la formación de redes tridimensionales, un proceso conocido 

como gelificación. Este fenómeno puede evaluarse mediante el esfuerzo 

de corte requerido para deformar la estructura formada. Para determinar el 

efecto de diferentes concentraciones de inóculo sobre la viscosidad del 

yogur, se realizó un análisis de varianza (ANOVA). Los resultados, 

presentados en la Tabla 25, muestran un efecto significativo (p < 0.05) de 

las concentraciones de inóculo sobre la viscosidad. La prueba de Tukey, 

detallada en la Tabla 26, confirmó que una concentración de inóculo del 

3% genera yogures con mayor viscosidad que los elaborados con un 1%. 

Los intervalos de viscosidad obtenidos para cada concentración de inóculo 

se ilustran en la Figura 53. 

Los valores de viscosidad obtenidos en este estudio, que oscilan 

entre 1440 y 1543 mPa/s, se alinean con los reportados por Celik & Temiz 

(2022), quienes destacaron que la capacidad de los cultivos iniciadores 

para producir exopolisacáridos está estrechamente vinculada con la 

viscosidad del yogur. Por su parte, Horiuchi & Sasaki (2012) analizaron la 

interacción entre Lactobacillus bulgaricus y Streptococcus thermophilus, 

observando que el formiato producido por Streptococcus estimula el 

crecimiento de Lactobacillus, acelerando la fermentación a 43°C. Sin 

embargo, no identificaron un efecto significativo sobre la viscosidad al 

emplear proporciones iguales de ambas bacterias, concordando con los 
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hallazgos de Aita et al. (2015). Esto sugiere que, aunque la simbiosis 

bacteriana optimiza la fermentación, la viscosidad final depende de otros 

factores, como la capacidad de producción de exopolisacáridos y la 

concentración proteica. 

Estudios recientes, como los de Mitra et al. (2022) y Lu et al. 

(2023), reportaron viscosidades entre 350 y 2580 mPa/s en yogures con 

diferentes combinaciones de proteínas y cultivos iniciadores, respaldando 

los resultados del presente trabajo. El impacto del inóculo sobre la 

viscosidad se relaciona directamente con su capacidad para producir ácido 

láctico y exopolisacáridos, ambos esenciales para la formación de la red 

gelificada. En este estudio, el inóculo al 3% demostró un efecto 

significativo en la viscosidad final, fortaleciendo la estructura proteica del 

yogur. Aunque otros factores, como la composición proteica y las 

proporciones bacterianas, también influyen, la capacidad de ciertos 

cultivos para generar exopolisacáridos emerge como una clave 

determinante en la calidad final del producto. 

Tabla 25 

Análisis de varianza de la viscosidad según las concentraciones de 

inóculo 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Inóculo (%) 2 120892 60446 4.14 0.020 

Error 78 1139336 14607       

TOTAL  80 1260229          
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Tabla 26 

Análisis y comparación Tukey para la variación de la viscosidad según 

las concentraciones de inóculo 

Inóculo (%) N Media Agrupación 

3 27 1543.6 A  

2 27 1496.8 A B 

1 27 1449.0  B 

 

Figura 53 

Intervalos de la viscosidad en función a las concentraciones de inóculo 

 

4.3.6.3. Efecto de la temperatura en la viscosidad de la leche 

Otro de los factores determinantes en la producción de yogur es la 

temperatura de fermentación. Su efecto sobre la viscosidad del yogur fue 

evaluado mediante un análisis de varianza (ANOVA), cuyos resultados se 

presentan en la Tabla 27. El análisis estadístico demuestra que las 

temperaturas de fermentación evaluadas tienen un efecto significativo (p 

< 0.05) en la formación de la viscosidad del yogur. La prueba de Tukey 

(Tabla 28) confirmó que la fermentación a 36°C resulta en una mayor 
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viscosidad en comparación con las demás temperaturas. Este resultado 

concuerda con lo señalado por Yang et al. (2021c), quienes afirman que, 

entre 32°C y 39°C, el yogur presenta una textura más viscosa, suave y 

agradable.  

En la Figura 54 se muestran los intervalos de viscosidad obtenidos 

a diferentes temperaturas de fermentación, destacando particularmente el 

intervalo correspondiente a 36°C. Estos resultados indican que la 

temperatura de fermentación es un factor crucial en la determinación de la 

viscosidad final del yogur.  

Al contrastar los resultados de este estudio con los de Aldaw 

Ibrahim et al. (2019), quienes evaluaron temperaturas de fermentación de 

40, 43 y 46°C, se observaron valores de viscosidad significativamente más 

bajos, entre 672 y 993 mPa/s, en comparación con los obtenidos en nuestra 

investigación. Esta diferencia podría deberse a condiciones específicas de 

fermentación o a las variaciones en los ingredientes utilizados, lo que 

subraya la importancia de la temperatura en la modificación de las 

propiedades reológicas del yogur. Por otro lado, Yang et al. (2021d) 

evaluaron la fermentación a temperaturas de 30, 37, 40, 42 y 45°C, 

obteniendo los mejores resultados de viscosidad a 37°C. Aunque nuestro 

estudio no incluye esta temperatura específica, es interesante notar que la 

viscosidad óptima reportada por Yang et al. (2021d) coincide con el rango 

de temperaturas utilizadas en nuestra investigación, lo que sugiere que la 

temperatura de fermentación es un factor crítico para alcanzar una 

viscosidad adecuada. 
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Hadi A. et al. (2017) también analizaron la viscosidad durante el 

almacenamiento del yogur, reportando valores entre 1057 y 2159 mPa/s. 

Al comparar estos resultados con los de nuestro estudio, se observa que los 

valores de viscosidad son consistentes, lo que sugiere que el 

comportamiento de la viscosidad durante el almacenamiento en ambos 

estudios es similar.  

El impacto de la temperatura sobre la viscosidad del yogur ha sido 

ampliamente estudiado debido a su influencia en la estructura del gel 

proteico y en la actividad de los cultivos iniciadores. En este estudio, se 

observó un efecto significativo de la temperatura de fermentación, 

destacando que a 36°C se obtienen los valores de viscosidad más altos. 

Este hallazgo es coherente con la literatura existente, en la que se menciona 

que temperaturas moderadas permiten una formación más estable de la red 

proteica, promoviendo una mayor viscosidad. 

Las diferencias observadas en los valores de viscosidad reportados 

por otros estudios podrían estar vinculadas a factores como el tipo de 

proteína empleada, la cepa de cultivos iniciadores y las condiciones de 

almacenamiento. 

Tabla 27 

Análisis de varianza de la viscosidad según las temperaturas de 

fermentación 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Temperatura (°C) 2 296872 148436 12.02 0.000 

Error 78 963357 12351   

TOTAL 80 1260229    
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Tabla 28 

Análisis y comparación Tukey para la variación de la viscosidad según 

las temperaturas de fermentación 

 

 

 

 

Figura 54 

Intervalos de la viscosidad en función a las temperaturas de 

fermentación 

 

4.3.7.  Control de variaciones de color CIELab  

Las mediciones de color se realizaron cada 10 minutos durante la 

fermentación, observando incrementos en los valores L*, a* y b*. Los resultados, 

ilustrados en las Figuras 55, 56 y 57, muestran ligeras variaciones en el color a lo 

largo del proceso. El análisis estadístico indicó diferencias significativas entre los 

tratamientos (p < 0.05), atribuyendo mayor influencia al porcentaje de proteína y 

Temperatura (°C) N Media Agrupación 

36 27 1577.6 A    

40 27 1479.5    B 

44 27 1432.3    B 
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la temperatura de fermentación, que provocaron aumentos notables en los 

parámetros de color L*, a* y b*. 

 Figura 55 

Curvas de color de la leche con 4.2% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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 Figura 56 

Curvas de color de la leche con 4.5% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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 Figura 57 

Curvas de color de la leche con 4.8% de proteína fermentada a distintas 

temperaturas (36, 40 y 44°C) y en porcentajes de inóculo: a) 1% de inóculo, b) 

2% de inóculo y c) 3% de inóculo 
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4.3.7.1.  Efecto de la concentración proteica en valores de L*, a* y b* 

• Efecto en L* 

Las diferentes concentraciones de proteína ejercen un efecto 

significativo (p < 0.05) sobre el valor L* del color en la escala CIELab, 

como se evidencia en el análisis de varianza (ANOVA) presentado en la 

Tabla 29. Este efecto ha sido respaldado por los hallazgos de Du et al. 

(2021), quienes también reportan variaciones en el valor de luminosidad 

en función de las concentraciones proteicas en yogur convencional. 

Al comparar los resultados obtenidos, que oscilan entre 84.99 y 

85.69, con los reportados en investigaciones previas, se observa una 

similitud con los valores encontrados por Akgun et al. (2018), quienes 

documentaron valores de L* entre 84.77 y 85.45 en yogures enriquecidos 

con probióticos, cifras comparables a las obtenidas en este estudio. De 

manera similar, Wherry et al. (2019) evaluaron el uso de proteínas de suero 

de leche ácida, dulce y descremada en la producción de yogur, reportando 

valores de L* entre 81.76 y 82.42, lo que evidencia que la inclusión de 

estas proteínas también afecta la luminosidad del producto. 

A través de la prueba de Tukey, se determinó que la concentración 

de proteína del 4.2 y 4.5% generaron el valor máximo de L*, como se 

muestra en la Tabla 30. En la Figura 58 se ilustran los intervalos de los 

valores de L* para las distintas concentraciones proteicas.  

La similitud entre los resultados obtenidos y los reportados en la 

literatura puede atribuirse a la influencia de las concentraciones proteicas 

sobre la estructura del yogur, la cual afecta el comportamiento del color 

del producto. Esta interacción, que reduce el valor de L*, se debe 
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probablemente a los cambios en la dispersión y absorción de luz 

provocados por la mayor densidad proteica en la matriz del yogur. 

Tabla 29 

Análisis de varianza del valor L* según las concentraciones proteicas 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Proteína (%) 2 7.043 3.5215 9.50 0.000 

Error 78 28.919 0.3708       

TOTAL 80 35.962          

 

Tabla 30 

Análisis y comparación Tukey para la variación del valor L* según las 

concentraciones proteicas 

Proteína (%) N Media Agrupación 

4.2 27 85.697 A    

4.5 27 85.478 A    

4.8 27 84.9911    B 

 

Figura 58 

Intervalos del valor L* en función a las concentraciones proteicas 
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• Efecto en a* 

Las diferentes concentraciones de proteína, según el análisis de 

varianza (ANOVA) presentado en la Tabla 31, tienen un efecto 

significativo (p < 0.05) sobre el valor a* del color en la escala CIELab, con 

valores que oscilan entre -2.86 y -2.34. Este efecto ha sido corroborado por 

los resultados de Wherry et al. (2019).   

A través de la prueba de Tukey, se determinó que una concentración 

del 4.8% de proteína alcanzó el valor máximo del componente a*, tal como 

se muestra en la Tabla 32. En la Figura 59 se ilustran los intervalos de los 

valores de a* correspondientes a las diferentes concentraciones proteicas.  

Al comparar nuestros resultados con otras investigaciones, se 

observa que Wherry et al. (2019) reportaron valores de a* entre -2.71 y -

1.03 en yogures elaborados con suero de leche ácido, descremado y dulce, 

lo cual es consistente con los hallazgos de este estudio. De manera similar, 

Akgun et al. (2018) reportaron valores que oscilan entre -2.71 y -2.28 en 

yogures con probióticos, datos que también son comparables a los 

obtenidos en este estudio. Además, Du et al. (2021), en su investigación 

sobre yogures con adición de colorantes naturales como cúrcuma, pulpa 

de fresa y una muestra sin colorantes, reportaron valores cercanos (-2.99 ± 

0.06), lo que refuerza la similitud con los datos obtenidos en este estudio. 

En definitiva, las concentraciones proteicas tienen un impacto 

directo sobre el valor del componente a*. La coherencia entre los valores 

de este estudio y los reportados en la literatura indica que el uso de 

diferentes concentraciones de proteína es un factor clave en la modulación 

de las propiedades colorimétricas del yogur. Estos hallazgos aportan 
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evidencia adicional sobre el efecto de la composición proteica para 

mantener características físicas deseadas en productos lácteos 

fermentados. 

Tabla 31 

Análisis de varianza del valor a* según las concentraciones proteicas 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Proteína (%) 2 3.712 1.85590 19.17 0.000 

Error 78 7.552 0.09682       

TOTAL  80 11.264          

Tabla 32 

Análisis y comparación Tukey para la variación del valor a* según las 

concentraciones proteicas 

Proteína (%) N Media Agrupación 

4.8 27 -2.3400 A       

4.5 27 -2.6300    B    

4.2 27 -2.8633       C 

 

Figura 59 

Intervalos del valor a* en función a las concentraciones proteicas 
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• Efecto en b* 

Las diferentes concentraciones de proteína, de acuerdo con el 

análisis de varianza (ANOVA) presentado en la Tabla 32, tienen un efecto 

significativo (p < 0.05) sobre el valor b* del color en la escala CIELab, 

con valores que oscilan entre 3.45 y 4.56. Este efecto ha sido corroborado 

por los resultados de Guerra et al. (2022).   

Mediante la prueba de Tukey, se identificó que una concentración 

de proteína del 4.8% generó el valor máximo de b*, como se muestra en 

la Tabla 34. En la Figura 60 se ilustran los intervalos de los valores de b* 

correspondientes a las distintas concentraciones proteicas.  

Al comparar nuestros resultados con investigaciones previas, 

Wherry et al. (2019) reportaron valores de b* entre 5.73 y 8.32 en yogures 

elaborados con suero de leche ácido, leche descremada y suero de leche 

dulce, resultados que superan a los obtenidos en este estudio. Sin embargo, 

Pan-utai et al. (2020) encontraron valores de b* que oscilan entre 4 y 5 en 

yogures de leche fresca de vaca fermentada, sin aditivos, lo que es más 

comparable con los resultados de nuestro estudio. 

El análisis de los valores del componente b*, demuestra que es 

sensible a los cambios en la concentración proteica. Es posible que la 

mayor concentración de proteínas promueva una mayor interacción con la 

luz, alterando las propiedades reflectantes del yogur y, por ende, su 

percepción cromática. La diferencia entre los resultados obtenidos y los 

reportados por Wherry et al. (2019) podría deberse a diferencias en la 

composición de las muestras, como la inclusión de aditivos o la variación 

en el tipo de leche utilizada. Estos factores son fundamentales para 
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entender el comportamiento cromático y deben ser considerados al 

interpretar los efectos de la proteína en productos lácteos. 

Tabla 33 

Análisis de varianza del valor b* según las concentraciones proteicas 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Proteína (%) 2 16.88 8.4404 25.95 0.000 

Error 78 25.37 0.3253       

TOTAL 80 42.25          

Tabla 34 

Análisis y comparación Tukey para la variación del valor b* según las 

concentraciones proteicas 

Proteína (%) N Media Agrupación 

4.8 27 4.562 A       

4.5 27 3.870    B    

4.2 27 3.456       C 

 

Figura 60 

Intervalos del valor b* en función a las concentraciones proteicas 
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4.3.7.2.  Efecto de la concentración de inóculo en valores de L*, a* y 

b* 

• Efecto en L* 

Los diferentes porcentajes de inóculo aplicados para la 

fermentación de la leche, de acuerdo con el análisis de varianza (ANOVA) 

presentado en la Tabla 35, no muestran un efecto significativo (p > 0.05) 

sobre el valor L* del color en la escala CIELab, con valores que oscilan 

entre 85.21 y 85.49. Este resultado fue corroborado por los hallazgos de 

Aldaw Ibrahim et al. (2019).   

Mediante la prueba de Tukey se pudo verificar que para todas las 

concentraciones de inóculo el valor del componente L* fue constante, 

estos datos comparativos se muestran en la Tabla 36. Mientras que en la 

Figura 61 se ilustra los intervalos de los valores de L* para las diferentes 

concentraciones proteicas.  

Al comparar los resultados obtenidos con estudios previos de 

Ścibisz et al. (2019b), quienes reportaron valores de luminosidad entre 

72.3 y 76.3, los cuales son inferiores a los de este estudio. Por otro lado, 

Dimitreli et al. (2014), registraron valores de L* entre 90.12 y 92.47 al 

utilizar un concentrado de inóculo al 1% y caseína de sodio, lo que resultó 

en valores significativamente más altos que los obtenidos en este estudio, 

probablemente debido a la adición de caseína. Asimismo, Du et al. (2021) 

informaron que el valor de luminosidad en un yogur convencional es de 

77.44 ± 0.22, también por debajo de los valores reportados en este trabajo. 

Esta diferencia podría atribuirse al efecto de otros parámetros que influyen 

en el valor de L*.  



180 

La ausencia de un efecto significativo del inóculo sobre el valor L* 

sugiere que, dentro de los rangos analizados, la concentración de inóculo 

no es un factor determinante en la luminosidad del yogur. Además, la 

variabilidad en los resultados de estudios previos indica que los métodos 

de producción, así como la calidad de los ingredientes utilizados, juegan 

un papel crucial en la determinación del color del yogur. 

Tabla 35 

Análisis de varianza del valor L* según las concentraciones de inóculo 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Inóculo (%) 2 1.182 0.5912 1.33 0.271 

Error 78 34.780 0.4459       

TOTAL  80 35.962          

Tabla 36 

Análisis y comparación Tukey para la variación del valor L* según las 

concentraciones de inóculo 

Inóculo (%) N Media Agrupación 

1 27 85.491 A 

2 27 85.456 A 

3 27 85.219 A 
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Figura 61 

Intervalos del valor L* en función a las concentraciones de inóculo 

 

• Efecto en a* 

El análisis de varianza (ANOVA) presentado en la Tabla 37 

muestra que los diferentes porcentajes de inóculo utilizados en la 

fermentación de la leche no tienen un efecto significativo (p > 0.05) sobre 

el valor a* del color en la escala CIELab. Sin embargo, la prueba de Tukey, 

reflejada en la Tabla 38, identificó que un 1% de inóculo permite alcanzar 

el valor máximo del componente a*. La Figura 62 ilustra los intervalos de 

los valores de a* para las distintas concentraciones proteicas.  

Los valores de a* obtenidos en este estudio (-2.86 a -2.34) son 

consistentes con los reportados por Wherry et al. (2019), quienes 

registraron valores entre -2.71 y -1.03 en yogures elaborados con un 1% 

de inóculo. Por el contrario, Aldaw Ibrahim et al. (2019) observaron una 

mayor variabilidad (-8.30 a 7.83) al emplear porcentajes de inóculo del 5, 

10 y 15%, lo que sugiere que cantidades más elevadas de inóculo pueden 

influir significativamente en el componente a*. Por otro lado, Du et al. 

(2021) reportaron valores (-2.99 ± 0.06) en yogures con colorantes 

naturales similares, lo que refuerza la similitud con los resultados 

obtenidos. 
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Guerra et al. (2022) documentaron variaciones en el valor a* 

durante el almacenamiento de yogur natural, con cambios de -2.26 ± 0.306 

a -2.105 ± 0.120 en un período de 21 días. Estos resultados coinciden con 

los obtenidos en este estudio, destacando que el porcentaje de inóculo no 

tiene un impacto significativo en el valor a*, debido a que no afecta 

directamente las propiedades sensoriales relacionadas con el color. Las 

discrepancias observadas en estudios previos subrayan la complejidad de 

los factores que influyen en la coloración del yogur. 

Tabla 37 

Análisis de varianza del valor a* según las concentraciones de inóculo 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Inóculo (%) 2 0.8078 0.4039 3.01 0.050 

Error 78 10.4558 0.1340       

TOTAL 80 11.2636          

Tabla 38 

Análisis y comparación Tukey para la variación del valor a* según las 

concentraciones de inóculo 

Inóculo (%) N Media Agrupación 

1 27 -2.4967 A    

3 27 -2.5967 A B 

2 27 -2.7400    B 
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Figura 62 

Intervalos del valor a* en función a las concentraciones de inóculo 

 

 

• Efecto en b* 

Los diferentes porcentajes de inóculo empleados para la 

fermentación de la leche, según el análisis de varianza (ANOVA) 

presentado en la Tabla 39, no tienen un efecto significativo (p > 0.05) sobre 

el valor b* del color en la escala CIELab, con valores que oscilan entre -

2.74 y -2.49. Este resultado ha sido corroborado por Wherry et al. (2019). 

La prueba comparativa de Tukey permitió ratificar que el yogur 

elaborado con diferentes concentraciones de inóculo tiene el mismo valor 

del componente b* lo cual se muestra en la Tabla 40. Mientras que en la 

Figura 63 se ilustra los intervalos de los valores de b* para las diferentes 

concentraciones de inóculo.  

Al comparar los resultados obtenidos con los estudios de Akgun et 

al. (2018), quienes investigaron yogures con cultivos probióticos en leche 

de búfala y obtuvieron valores de b* entre 12 y 14, se observa que la 

diferente composición química de la leche utilizada influye 

considerablemente en el color del yogur. En otro estudio, Aldaw Ibrahim 
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et al. (2019) reportaron valores de b* que variaron entre 23.63 y 42.33 en 

yogures elaborados con leche de vaca y cabra, empleando diferentes 

porcentajes de inóculo, lo que demuestra un efecto claro del inóculo sobre 

las propiedades fisicoquímicas del yogur. Por otro lado, Pan-utai et al. 

(2020) encontraron valores de b* entre 4 y 5 en yogur de leche fresca de 

vaca fermentada, sin aditivos, resultados que se asemejan más a los 

obtenidos en nuestro estudio.  

Los resultados obtenidos indican que estadísticamente no existe 

una diferencia significativa entre los tratamientos, lo cual es comprensible, 

ya que se utilizaron inóculo de la misma especie. Las diferentes 

concentraciones de inóculo empleadas no afectaron al valor del 

componente b* del producto final, lo que permite afirmar que los 

tratamientos son similares mas no idénticos de acuerdo con la Tabla 40. 

Tabla 39 

Intervalos valor b* en función a las concentraciones de inóculo 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Inóculo (%) 2 2.102 1.0512 2.04 0.137 

Error 78 40.149 0.5147       

TOTAL  80 42.251          

Tabla 40 

Análisis y comparación Tukey para la variación del valor b* según las 

concentraciones de inóculo 

Inóculo (%) N Media Agrupación 

1 27 4.173 A 

3 27 3.932 A 

2 27 3.782 A 
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Figura 63 

Intervalos del valor b* en función a las concentraciones de inóculo 

 

4.3.7.3.  Efecto de la temperatura en los valores de L*, a* y b* 

• Efecto en L* 

Las diferentes variaciones de temperatura (36, 40 y 44°C) aplicadas 

durante la fermentación de la leche, de acuerdo con el análisis de varianza 

(ANOVA) presentado en la Tabla 41, muestran valores entre 85.07 y 85.79. 

Estos resultados evidencian un efecto significativo (p < 0.05) sobre el valor 

L* del color en la escala CIELab, lo cual es consistente con lo reportado 

por Akgun et al. (2018). 

Mediante la prueba de Tukey se determinó que, a una temperatura 

de 44°C, el valor L* alcanzó su máximo, como se detalla en la Tabla 42. 

Además, en la Figura 64 se ilustran los intervalos de los valores de L* para 

las diferentes concentraciones proteicas. 

Al comparar nuestros resultados con los reportados en la literatura, 

se observa una coincidencia con los hallazgos de Akgun et al. (2018), 

quienes reportaron valores de L* entre 84.77 y 85.45 para yogures 

fermentados a 42°C, valores comparables con los obtenidos en este 
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estudio. Por su parte, Aldaw Ibrahim et al. (2019) estudiaron los efectos de 

temperaturas de fermentación de 40, 43 y 46°C, obteniendo valores de 

luminosidad similares a los resultados obtenidos. Asimismo, la 

investigación de Wijesekara et al. (2022), que exploró el uso de pigmentos 

vegetales (cúrcuma, espinaca y guisante azul) en yogur fermentado a 44°C, 

reportó valores de luminosidad en el primer día de almacenamiento 

comparables a los obtenidos en el presente estudio.  

Por otro lado, Ścibisz et al. (2019b) documentaron valores de 

luminosidad entre 72.3 y 76.3 a una temperatura de 37°C, cifras inferiores 

a las observadas en este trabajo. En cambio, Dimitreli et al. (2014), 

reportaron valores superiores, entre 90.12 y 92.47 a 42°C, posiblemente 

debido al uso de caseína de sodio, lo que incrementó la luminosidad del 

yogur fermentado. Finalmente, Du et al. (2021) informaron que un yogur 

convencional fermentado a 42°C tiene un valor de L* de 77.44 ± 0.22, por 

debajo de los valores obtenidos en este estudio, lo que podría explicarse 

por la influencia de la temperatura en los tratamientos. En general, todos 

los tratamientos estudiados muestran valores de luminosidad que se 

encuentran dentro del rango de las especificaciones mencionadas en las 

investigaciones citadas.  

Por consiguiente, se puede afirmar que los tratamientos evaluados 

en este estudio muestran que las variaciones de temperatura aplicadas 

durante la fermentación afectan de manera significativa el valor L* del 

yogur, encontrándose dentro del rango de las especificaciones reportadas 

en estudios previos. El incremento en la temperatura parece contribuir a 
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una mayor luminosidad del producto, lo que refleja el efecto directo de la 

temperatura de fermentación sobre las propiedades ópticas del yogur. 

Tabla 41 

Análisis de varianza del valor L* según las temperaturas de 

fermentación 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Temperatura (°C) 2 7.168 3.5842 9.71 0.000 

Error 78 28.794 0.3692   

TOTAL  80 35.962    

 

Tabla 42 

Análisis y comparación Tukey para la variación del valor L* según las 

temperaturas de fermentación 

Temperatura (°C) N Media Agrupación 

44 27 85.790 A    

40 27 85.297    B 

36 27 85.079    B 

 

Figura 64 

Intervalos del valor L* en función a las temperaturas de fermentación 
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• Efecto en a* 

El impacto de la temperatura de fermentación sobre el componente 

cromático a* fue evaluado mediante un análisis de varianza (ANOVA), 

cuyos resultados se encuentran en la Tabla 43. Los valores observados, que 

varían entre -2.67 y -2.50, indican que la temperatura de fermentación no 

tiene un efecto significativo sobre el valor de a* en la escala CIELab (p > 

0.05). Estos resultados están alineados con los hallazgos de Wherry et al. 

(2019), quienes también reportaron una influencia limitada de la 

temperatura en este parámetro cromático bajo condiciones similares. 

Además, la prueba de Tukey confirmó que las diferencias entre las 

temperaturas evaluadas no son estadísticamente significativas en términos 

del valor de a*, reforzando la conclusión de que este atributo del color se 

mantiene estable frente a las variaciones de temperatura aplicadas. Los 

datos correspondientes a esta evaluación se presentan en la Tabla 44. Por 

otro lado, la Figura 65 ilustra los intervalos de los valores de a* para las 

diferentes concentraciones proteicas, evidenciando que la variabilidad de 

este componente cromático podría estar más asociada a otros factores, 

como la composición inicial de la leche en lugar de la temperatura de 

fermentación. 

Al comparar los resultados obtenidos en este estudio, con valores 

de a* que varían entre -2.86 y -2.34, con los reportados en la literatura, se 

observa que Wherry et al. (2019) informaron valores de a* entre -2.71 y -

1.03 en yogures elaborados a una temperatura de 43°C, los cuales son 

comparables a los resultados obtenidos. Por su parte, Akgun et al. (2018) 

reportaron un rango de a* entre -2.71 y -2.28 en un estudio de yogures 
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probióticos elaborados a temperaturas entre 43 y 45°C, lo que también es 

consistente con los datos de esta investigación. Además, Du et al. (2021), 

investigaron yogures con adición de colorantes naturales (cúrcuma, pulpa 

de fresa y una muestra natural) a 42°C, obteniendo valores de a* cercanos 

(-2.99 ± 0.06), lo que refuerza la similitud de los resultados. 

Por otro lado, Guerra et al. (2022) documentaron que, en yogures 

naturales almacenados durante 21 días, el valor de a* fluctuó de -2.26 ± 

0.306 el primer día a -2.105 ± 0.120 al final del periodo de 

almacenamiento. Al contrastar estos resultados con los obtenidos en esta 

investigación, se puede afirmar que los valores de a* se encuentran dentro 

del rango esperado, lo cual respalda la consistencia de los datos. No 

obstante, a pesar de las variaciones de temperatura aplicadas en los 

tratamientos, no se observaron diferencias estadísticamente significativas, 

lo que sugiere que este parámetro es menos sensible a cambios de 

temperatura bajo las condiciones evaluadas. Estos hallazgos confirman 

que, aunque los valores de a* son comparables con los reportados en 

estudios previos, los efectos de la temperatura no influyen de manera 

notable en este atributo cromático en los yogures analizados, evidenciando 

la estabilidad relativa de este parámetro durante el proceso. 
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Tabla 43 

Análisis de varianza del valor a* según las temperaturas de 

fermentación 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Temperatura (°C) 2 0.4809 0.2404 1.74 0.182 

Error 78 10.7828 0.1382   

TOTAL  80 11.2636    

 

Tabla 44 

Análisis y comparación Tukey para la variación del valor a* según las 

temperaturas de fermentación 

Temperatura (°C) N Media Agrupación 

44 27 -2.5033 A 

36 27 -2.6511 A 

40 27 -2.6789 A 

 

Figura 65 

Intervalos del valor a* en función a las temperaturas de fermentación 
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• Efecto en b* 

Las diferentes temperaturas aplicadas durante la fermentación de 

la leche, de acuerdo con el análisis de varianza ANOVA que se muestra en 

la Tabla 45, reportaron valores entre 3.82 y 4.20, sin tener un efecto 

significativo (p > 0.05) sobre el valor b* del color en la escala CIELab. 

Este resultado fue corroborado por Wherry et al. (2019). 

Mediante la prueba de Tukey, se pudo reafirmar que las 

temperaturas de fermentación no influyen significativamente en el valor 

del componente b* del yogur. Estos resultados comparativos se presentan 

en la Tabla 46. Mientras que en la Figura 66 se ilustran los intervalos de 

los valores de b* para las diferentes concentraciones proteicas.  

Al contrastar los resultados obtenidos para el valor b*, que oscilan 

entre 3.82 y 4.20, se observa una marcada diferencia con respecto a otros 

estudios. Guerra et al. (2022) reportaron valores considerablemente más 

altos, entre 6.178 ± 0.760 y 6.740 ± 0.490, en yogures elaborados a 40°C. 

De manera similar, Dimitreli et al. (2014), en su estudio sobre yogur batido 

con orujo de morera a 42°C, obtuvieron valores entre 5.76 ± 0.03 y 6.22 ± 

0.04 en muestras control, sin adición de colorantes ni saborizantes. Estos 

resultados también superan los obtenidos en este estudio, lo que sugiere 

que otros factores, como la adición de ingredientes adicionales o 

diferencias en la composición de la leche, podrían estar influyendo en el 

color. 

Por otro lado, Akgun et al. (2018), investigaron yogures con 

cultivos probióticos en leche de búfala, encontrando valores de b* entre 12 

y 14. Esta notable diferencia refleja el impacto que puede tener una leche 
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de composición química diferente en las propiedades cromáticas del yogur. 

Asimismo, Aldaw Ibrahim et al. (2019) reportaron valores que variaron 

entre 23.63 y 42.33 en yogures de leche de vaca y cabra, elaborados bajo 

diferentes condiciones de temperatura, lo que evidenció un claro efecto 

sobre las propiedades fisicoquímicas del yogur. Sin embargo, Pan-utai et 

al. (2020) obtuvieron valores de b* entre 4 y 5 en yogures elaborados con 

leche fresca de vaca a 43°C, sin aditivos, resultados que se asemejan más 

a los obtenidos en este estudio. 

Sobre la temperatura de fermentación se puede decir que no 

generan efectos significativos en el valor b* del color del yogur. Esta falta 

de significancia puede deberse a la uniformidad en las condiciones de 

fermentación y la ausencia de aditivos o ingredientes que modifiquen las 

propiedades ópticas del producto. Comparando con otros estudios, es 

evidente que la composición de la leche, el uso de aditivos, y la adición de 

otros ingredientes pueden modificar considerablemente el valor b*. Esto 

sugiere que, aunque la temperatura es un factor relevante en otros aspectos 

del proceso de fermentación, su influencia directa sobre el color b* del 

yogur es limitada bajo las condiciones experimentales de este estudio. 

Tabla 45 

Análisis de varianza del valor b* según las temperaturas de 

fermentación 

Nota GL SC Ajust. MC Ajust. Valor F Valor p 

Temperatura (°C) 2 2.336 1.1680 2.28 0.109 

Error 78 39.915 0.5117   

TOTAL  80 42.251    
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Tabla 46 

Análisis y comparación Tukey para la variación del valor b* según las 

temperaturas de fermentación 

Temperatura (°C) N Media Agrupación 

44 27 4.2022 A 

40 27 3.857 A 

36 27 3.829 A 

 

Figura 66 

Intervalos del valor b* en función a las temperaturas de fermentación 

 

4.4.  DESARROLLO DE MODELOS PREDICTIVOS DE LAS PROPIEDADES 

FISICOQUÍMICAS A PARTIR DE IMÁGENES TERMOGRÁFICAS Y 

DIGITALES  

4.4.1.  Métricas de desempeño de los modelos entrenados  

Se entrenaron 2 modelos predictivos por cada una de las 3 variables de 

respuesta (acidez, pH y viscosidad), uno con los valores de RGB provenientes de 

la cámara fotográfica y el otro con los datos RGB de la cámara termográfica, en 

total se lograron entrenar 6 modelos predictivos.  
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A continuación, se muestran las mejores métricas de desempeño EAM, 

ECM y el R2 alcanzados tras entrenar por cinco veces las diferentes arquitecturas 

estudiadas. En todos los casos para identificar la mejor arquitectura del modelo se 

empleó los criterios establecidos por Batista et al. (2021a), este criterio establece 

que el mejor modelo debe tener el máximo R2 con los más bajos valores de EAM 

y ECM.  

4.4.1.1. Métricas de desempeño de los modelos entrenados para 

predecir la acidez a partir de las imágenes digitales  

Tras evaluar múltiples arquitecturas para predecir la acidez durante 

la fermentación a partir de valores RGB de imágenes digitales, se 

identificó que la arquitectura más adecuada consistía en una capa oculta 

con 24 neuronas, como se detalla en la Tabla 47. Este modelo destacó por 

cumplir con los criterios de ajuste establecidos, reflejando su capacidad 

para generalizar los datos sin comprometer el rendimiento. 

Los resultados obtenidos subrayan un principio clave en el diseño 

de redes neuronales: un mayor número de capas y neuronas no garantiza 

un mejor ajuste. De hecho, en modelos más complejos, aumenta el riesgo 

de sobreajuste, donde el modelo aprende a memorizar las variables de 

salida en lugar de generalizarlas correctamente. Este fenómeno puede 

llevar a valores negativos de R², lo que evidencia un desempeño 

inadecuado en la predicción. 

Tras el entrenamiento, una arquitectura de menor complejidad fue 

la que optimizó la capacidad predictiva y minimizó el riesgo de sobreajuste 

que las demás arquitecturas más complejas. Esto evidencia la importancia 
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de equilibrar la complejidad del modelo con la calidad y cantidad de datos, 

asegurando un diseño robusto y confiable para aplicaciones reales. 

Tabla 47 

Métricas de desempeño registrados del entrenamiento de modelos 

predictivos de acidez a partir de valores RGB de las imágenes digitales 

Número de 

neuronas 

Métricas de 

desempeño 

Número de capas ocultas 

1 2 4 6 8 

4 

EAM 0.098 0.090 0.091 0.098 0.099 

ECM 0.018 0.018 0.018 0.018 0.018 

R2 0.000 -0.018 -0.015 0.000 0.000 

8 

EAM 0.043 0.041 0.042 0.092 0.090 

ECM 0.004 0.003 0.003 0.018 0.018 

R2 0.801 0.809 0.809 -0.010 -0.019 

12 

EAM 0.097 0.044 0.047 0.086 0.087 

ECM 0.018 0.004 0.004 0.019 0.019 

R2 0.000 0.792 0.771 -0.084 -0.053 

16 

EAM 0.043 0.041 0.095 0.086 0.103 

ECM 0.004 0.003 0.018 0.019 0.018 

R2 0.803 0.809 -0.002 -0.075 -0.008 

20 

EAM 0.085 0.043 0.093 0.086 0.085 

ECM 0.019 0.004 0.018 0.019 0.019 

R2 -0.090 0.769 -0.007 -0.061 -0.089 

24 

EAM 0.040 0.044 0.097 0.088 0.085 

ECM 0.003 0.004 0.018 0.018 0.019 

R2 0.811 0.753 0.000 -0.037 -0.098 

28 

EAM 0.044 0.092 0.109 0.103 0.096 

ECM 0.003 0.018 0.018 0.018 0.018 

R2 0.804 -0.009 -0.029 -0.009 -0.001 

32 

EAM 0.041 0.093 0.104 0.097 0.095 

ECM 0.004 0.018 0.018 0.018 0.018 

R2 0.799 -0.007 -0.013 0.000 -0.002 
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4.4.1.2. Métricas de desempeño de los modelos entrenados para 

predecir el pH a partir de las imágenes digitales 

Las arquitecturas entrenadas con valores RGB de las imágenes 

digitales para predecir el pH durante la fermentación mostraron métricas 

de desempeño progresivamente mejores al incrementar el número de 

neuronas en una capa oculta, como se detalla en la Tabla 48. El mejor 

rendimiento se alcanzó con 24 neuronas en una única capa oculta, 

destacando la capacidad del modelo para capturar patrones complejos y 

mejorar su precisión predictiva. Este hallazgo subraya la importancia de 

optimizar la cantidad de neuronas, ya que un número adecuado maximiza 

el aprendizaje del modelo sin agregar complejidad innecesaria. 

Sin embargo, un aumento en el número de capas ocultas produjo el 

efecto contrario. Aunque las arquitecturas con más capas suelen tener 

mayor capacidad de modelado, en este caso, resultaron en un desempeño 

inferior. Esto sugiere que las capas adicionales introdujeron complejidad 

excesiva, favoreciendo el sobreajuste y limitando la capacidad del modelo 

para generalizar los datos. 

Estos resultados resaltan la necesidad de un equilibrio cuidadoso 

en el diseño de redes neuronales, ajustando tanto el número de neuronas 

como el de capas ocultas para evitar problemas de sobreajuste y garantizar 

un rendimiento óptimo. En conclusión, la arquitectura con 24 neuronas en 

una capa oculta demostró ser la más efectiva para predecir el pH durante 

la fermentación, logrando un equilibrio ideal entre simplicidad y precisión 

predictiva.  
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Tabla 48 

Métricas de desempeño registrados del entrenamiento de modelos 

predictivos de pH a partir de valores RGB de las imágenes digitales 

Número de  

neuronas 

Métricas de  

desempeño 

Número de capas ocultas 

1 2 4 6 8 

4 

EAM 0.193 0.332 0.331 0.121 0.185 

ECM 0.067 0.213 0.213 0.050 0.058 

R2 0.683 -0.005 -0.006 0.767 0.729 

8 

EAM 0.152 0.120 0.160 0.159 0.131 

ECM 0.042 0.037 0.054 0.048 0.040 

R2 0.802 0.825 0.747 0.775 0.813 

12 

EAM 0.130 0.120 0.131 0.129 0.329 

ECM 0.037 0.036 0.041 0.038 0.215 

R2 0.828 0.829 0.805 0.820 -0.012 

16 

EAM 0.122 0.119 0.129 0.121 0.320 

ECM 0.036 0.037 0.037 0.043 0.222 

R2 0.830 0.826 0.825 0.797 -0.049 

20 

EAM 0.126 0.120 0.127 0.330 0.323 

ECM 0.036 0.034 0.039 0.214 0.219 

R2 0.828 0.839 0.816 -0.009 -0.032 

24 

EAM 0.119 0.132 0.133 0.344 0.126 

ECM 0.034 0.042 0.045 0.212 0.050 

R2 0.841 0.802 0.790 0.000 0.764 

28 

EAM 0.123 0.124 0.144 0.160 0.163 

ECM 0.036 0.037 0.046 0.045 0.051 

R2 0.831 0.827 0.783 0.788 0.760 

32 

EAM 0.129 0.136 0.134 0.173 0.121 

ECM 0.037 0.041 0.041 0.059 0.036 

R2 0.827 0.806 0.807 0.722 0.832 
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4.4.1.3. Métricas de desempeño de los modelos entrenados para 

predecir la viscosidad a partir de las imágenes digitales 

Se entrenaron modelos para predecir la viscosidad a partir de los 

valores RGB obtenidos de imágenes digitales, cuyos resultados de 

desempeño se presentan en la Tabla 49. Las métricas reportan valores 

elevados de EAM y ECM, acompañados de un coeficiente de 

determinación R2 de solo 0.5029. Este rendimiento indica que el modelo 

no logra capturar adecuadamente el comportamiento de la viscosidad 

durante la fermentación de la leche y su conversión en yogur. 

Una posible explicación de estos resultados radica en la naturaleza 

no lineal del cambio de viscosidad durante el proceso. Hasta alcanzar un 

pH de 5, los valores de viscosidad registrados permanecen bajos, por 

debajo de 100 mPa·s. Sin embargo, al aproximarse al punto isoeléctrico de 

la leche (pH 4,6), la viscosidad experimenta un incremento abrupto, 

superando los 100 mPa·s. Este cambio repentino representa un desafío 

significativo para los modelos de predicción, que tienden a ser más 

efectivos cuando las variables presentan comportamientos continuos y 

predecibles. 

Además, la relación entre los valores RGB de las imágenes 

digitales y los cambios estructurales que afectan la viscosidad puede no ser 

lo suficientemente fuerte o directa para capturar las dinámicas del proceso. 

Este resultado subraya la necesidad de explorar arquitecturas más 

complejas o considerar variables complementarias, como la dinámica del 

pH o la concentración de sólidos, para mejorar la precisión del modelo. En 

conclusión, la complejidad inherente al comportamiento de la viscosidad 
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requiere enfoques más robustos y adaptativos para lograr predicciones 

confiables. 

Tabla 49 

Métricas de desempeño registrados del entrenamiento de modelos 

predictivos de viscosidad a partir de valores RGB de las imágenes 

digitales 

Número 

de  

neuronas 

Métricas 

de  

desempeño 

Número de capas ocultas 

1 2 4 6 8 

4 

EAM 141 151 151 151 151 

ECM 132191 185420 185433 185430 185445 

R2 0.190 -0.136 -0.136 -0.136 -0.137 

8 

EAM 136 151 151 151 151 

ECM 137211 185469 185466 185450 185469 

R2 0.159 -0.137 -0.137 -0.137 -0.137 

12 

EAM 139 151 151 152 151 

ECM 135585 185458 185426 185417 185426 

R2 0.169 -0.137 -0.136 -0.136 -0.136 

16 

EAM 134 151 151 151 151 

ECM 133995 185440 185475 185445 185459 

R2 0.179 -0.136 -0.137 -0.137 -0.137 

20 

EAM 138 151 151 151 151 

ECM 132342 185450 185451 185467 185443 

R2 0.189 -0.137 -0.137 -0.137 -0.137 

24 

EAM 128 151 152 151 151 

ECM 135226 185432 185388 185440 185437 

R2 0.171 -0.136 -0.136 -0.136 -0.136 

28 

EAM 89 151 151 151 151 

ECM 81118 185448 185472 185449 185457 

R2 0.503 -0.137 -0.137 -0.137 -0.137 

32 

EAM 133 151 151 152 151 

ECM 134161 185444 185444 185405 185423 

R2 0.178 -0.137 -0.137 -0.136 -0.136 

 



200 

4.4.1.4.  Métricas de desempeño de los modelos entrenados para 

predecir la acidez a partir de las imágenes termográficas 

Los modelos de predicción se desarrollaron utilizando valores 

RGB derivados de imágenes termográficas. La Tabla 50 presenta las 

métricas de desempeño de los modelos entrenados para estimar la acidez. 

Se empleó una capa oculta con 12 neuronas, logrando un ajuste superior al 

modelo basado en imágenes digitales. Esto podría atribuirse a que las 

imágenes termográficas revelan un patrón secuencial en los momentos 

finales de fermentación, donde el color azul ocupa progresivamente mayor 

área, lo que favorece la precisión del modelo en esta etapa crítica.  
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Tabla 50 

Métricas de desempeño registrados del entrenamiento de modelos 

predictivos de acidez a partir de valores RGB de las imágenes 

termográficas 

Número 

de  

neuronas 

Métricas 

de 

desempeño 

Número de capas ocultas 

1 2 4 6 8 

4 

EAM 0.091 0.041 0.091 0.091 0.100 

ECM 0.019 0.003 0.016 0.016 0.017 

EAM -0.205 0.789 -0.008 -0.011 -0.039 

8 

ECM 0.046 0.043 0.042 0.043 0.092 

R2 0.003 0.003 0.003 0.003 0.016 

EAM 0.799 0.786 0.809 0.809 0.000 

12 

ECM 0.040 0.040 0.045 0.091 0.092 

R2 0.003 0.003 0.003 0.016 0.016 

EAM 0.825 0.812 0.785 -0.003 0.000 

16 

ECM 0.043 0.046 0.090 0.090 0.091 

R2 0.003 0.004 0.019 0.016 0.016 

EAM 0.815 0.780 -0.178 -0.021 -0.003 

20 

ECM 0.053 0.044 0.090 0.091 0.091 

R2 0.004 0.003 0.016 0.016 0.016 

EAM 0.732 0.786 -0.025 -0.008 -0.006 

24 

ECM 0.042 0.044 0.048 0.094 0.091 

R2 0.003 0.003 0.004 0.016 0.016 

EAM 0.815 0.802 0.763 -0.002 -0.004 

28 

ECM 0.042 0.041 0.051 0.089 0.090 

R2 0.003 0.003 0.005 0.017 0.016 

EAM 0.816 0.811 0.683 -0.082 -0.021 

32 

ECM 0.043 0.056 0.090 0.092 0.092 

R2 0.003 0.006 0.018 0.016 0.016 

EAM 0.801 0.624 -0.153 0.000 -0.001 

 

4.4.1.5. Métricas de desempeño de los modelos entrenados para 

predecir el pH a partir de las imágenes termográficas 

Los valores RGB obtenidos de las imágenes termográficas fueron 

utilizados para entrenar modelos con el objetivo de predecir el pH durante 

la fermentación de la leche. Las métricas de desempeño de las diferentes 



202 

arquitecturas evaluadas se presentan en la Tabla 51. De todas las 

arquitecturas probadas, el modelo con dos capas ocultas y 16 neuronas por 

capa logró un mejor ajuste en comparación con los modelos entrenados 

con valores RGB de imágenes digitales. Este mejor desempeño se puede 

atribuir a la mayor correlación entre los datos térmicos de las imágenes 

termográficas y el comportamiento dinámico del pH durante la 

fermentación. 

Las cámaras termográficas permiten registrar variaciones precisas 

en la distribución de la temperatura sobre la superficie de la leche, lo cual 

influye directamente en las reacciones metabólicas de los 

microorganismos involucrados en la fermentación. Estas variaciones 

térmicas están relacionadas con la producción de ácido láctico, 

responsable de la disminución progresiva del pH. En cambio, las imágenes 

digitales no capturan esta información térmica, limitándose a representar 

solo cambios visuales, lo que podría explicar su menor capacidad para 

predecir el pH. 

La estructura continua de las imágenes termográficas proporciona 

un patrón secuencial más robusto para los modelos de predicción, lo que 

es especialmente útil en las etapas finales de la fermentación, donde los 

cambios térmicos reflejan un mayor avance en la acidificación. Así, los 

valores RGB de las imágenes termográficas ofrecen una Nota de 

información más precisa y adecuada para modelar el comportamiento del 

pH, lo que refuerza su aplicación en la agroindustria. 
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Tabla 51 

Métricas de desempeño registrados del entrenamiento de modelos 

predictivos de pH a partir de valores RGB de las imágenes termográficas 

Número 

de  

neuronas  

Métricas de  

desempeño 

Número de capas ocultas 

1 2 4 6 8 

4 

EAM 0.168 0.115 0.095 0.154 0.131 

ECM 0.052 0.024 0.016 0.039 0.025 

R2 0.786 0.903 0.933 0.840 0.897 

8 

EAM 0.120 0.089 0.106 0.091 0.134 

ECM 0.026 0.018 0.023 0.018 0.030 

R2 0.893 0.926 0.905 0.925 0.878 

12 

EAM 0.114 0.102 0.105 0.133 0.095 

ECM 0.023 0.026 0.018 0.029 0.019 

R2 0.905 0.894 0.927 0.882 0.923 

16 

EAM 0.118 0.349 0.086 0.115 0.345 

ECM 0.025 0.016 0.249 0.024 0.267 

R2 0.897 0.935 -0.021 0.902 -0.093 

20 

EAM 0.129 0.099 0.103 0.149 0.346 

ECM 0.026 0.018 0.024 0.039 0.254 

R2 0.895 0.927 0.901 0.839 -0.042 

24 

EAM 0.108 0.097 0.142 0.120 0.345 

ECM 0.020 0.016 0.036 0.027 0.258 

R2 0.918 0.933 0.853 0.889 -0.056 

28 

EAM 0.116 0.098 0.105 0.345 0.349 

ECM 0.028 0.020 0.023 0.258 0.278 

R2 0.887 0.919 0.905 -0.056 -0.138 

32 

EAM 0.118 0.088 0.134 0.345 0.345 

ECM 0.020 0.017 0.035 0.266 0.265 

R2 0.916 0.929 0.857 -0.089 -0.086 

 

4.4.1.6. Métricas de desempeño de los modelos entrenados para 

predecir la viscosidad a partir de las imágenes termográficas 

El estudio de la predicción de la viscosidad a partir de los valores 

RGB de las imágenes termográficas también fue realizado, y las métricas 

de desempeño de las diversas arquitecturas entrenadas se presentan en la 

Tabla 52. De estas, la mejor arquitectura entrenada consistió en una capa 
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oculta con 16 neuronas por capa. Al comparar las métricas obtenidas del 

entrenamiento de los modelos con imágenes digitales con las de los 

modelos entrenados utilizando los valores RGB de las imágenes 

termográficas, se observa una mejora significativa en el desempeño de los 

modelos basados en imágenes termográficas. Esto sugiere que la 

termografía tiene la capacidad de percibir con mayor precisión los cambios 

que ocurren durante la fermentación de la leche, lo que contribuye a un 

ajuste más adecuado de los modelos. A diferencia de las imágenes 

digitales, que solo capturan información visual, las imágenes 

termográficas ofrecen datos relacionados con la distribución de la 

temperatura en la superficie de la leche, lo cual está directamente 

vinculado a los procesos metabólicos que afectan la viscosidad. La 

capacidad de la termografía para resaltar estas variaciones térmicas 

permite un modelado más preciso del comportamiento de la viscosidad 

durante la fermentación, lo que explica el mejor rendimiento de los 

modelos entrenados con este tipo de imágenes. Por lo tanto, los resultados 

obtenidos demuestran que la termografía es una herramienta más efectiva 

para predecir la viscosidad en comparación con las imágenes digitales. 
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Tabla 52 

Métricas de desempeño registrados del entrenamiento de modelos 

predictivos de viscosidad a partir de valores RGB de las imágenes 

termográficas 

Número de  

neuronas 

Métricas 

de  

desempeño 

Número de capas ocultas 

1 2 4 6 8 

4 

EAM 59 58 57 58 58 

ECM 58672 58096 57350 74111 74115 

R2 0.174 0.182 0.193 -0.044 -0.044 

8 

EAM 40 58 58 58 58 

ECM 20582 58281 74125 74117 74120 

R2 0.710 0.179 -0.044 -0.044 -0.044 

12 

EAM 36 56 58 58 58 

ECM 14798 57845 74115 9323 74117 

R2 0.792 0.186 -0.044 -0.044 -0.044 

16 

EAM 27 57 57 58 58 

ECM 74128 56930 55157 74120 74110 

R2 0.869 0.199 0.223 -0.044 -0.043 

20 

EAM 59 58 58 58 58 

ECM 31852 58885 56472 74113 74121 

R2 0.552 0.171 0.205 -0.044 -0.044 

24 

EAM 36 57 58 58 58 

ECM 11024 56613 74119 74108 74115 

R2 0.845 0.203 -0.044 -0.043 -0.044 

28 

EAM 45 58 58 58 58 

ECM 21033 57628 74115 74108 74119 

R2 0.704 0.189 -0.044 -0.043 -0.044 

32 

EAM 35 56 58 58 58 

ECM 12979 55792 57318 74116 74109 

R2 0.817 0.215 0.193 -0.044 -0.043 

 

En general, los modelos entrenados con imágenes termográficas 

lograron las mejores métricas de desempeño. Las limitaciones observadas 

en los modelos basados en imágenes digitales pueden atribuirse a varios 

factores. Uno de los principales es la formación de películas en la 

superficie de la leche, lo que dificulta el monitoreo preciso de sus 
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características superficiales. Además, las oscilaciones en la iluminación 

causadas por el uso de corriente alternan en la Nota de luz pueden generar 

interferencias, afectando la calidad de las imágenes.  

Por otro lado, las cámaras termográficas tienen la ventaja de 

detectar la radiación infrarroja emitida por los cuerpos, lo que les permite 

estimar de manera precisa el comportamiento térmico de la leche. A 

diferencia de las cámaras fotográficas convencionales, las cámaras 

termográficas no requieren iluminación adicional, eliminando así las 

posibles interferencias derivadas de condiciones de luz cambiantes. Esta 

capacidad para percibir variaciones térmicas de manera independiente de 

la luz visible puede explicar por qué los modelos entrenados con imágenes 

termográficas mostraron un rendimiento superior en la predicción de las 

propiedades fisicoquímicas durante la fermentación de la leche. En 

resumen, el uso de imágenes termográficas proporciona datos más fiables 

y menos susceptibles a interferencias externas, lo que mejora la precisión 

y la capacidad predictiva del modelo. 

4.4.2.  Ajuste de los modelos seleccionados en función a su métrica de 

desempeño  

Los tratamientos planteados para el desarrollo de los modelos predictivos 

se muestran en la Tabla 53, el proceso de fermentación se realizó a tres diferentes 

temperaturas de fermentación empleando tres niveles de concentración de inóculo 

y proteína, cada tratamiento empleó el tiempo necesario para alcanzar el pH de 

4.6. 
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Tabla 53 

Condiciones de cada tratamiento y el tiempo total de fermentación de la leche 

Secuencia de 

tratamientos 

(T) 

Temperatura 

(°C) 
Inóculo (%) 

Proteína 

(%) 

Tiempo de 

fermentación 

(min) 

T_1 36 1 4.2 360 

T_2 36 2 4.2 335 

T_3 36 3 4.2 320 

T_4 40 1 4.2 290 

T_5 40 2 4.2 290 

T_6 40 3 4.2 275 

T_7 44 1 4.2 290 

T_8 44 2 4.2 230 

T_9 44 3 4.2 240 

T_10 36 1 4.5 405 

T_11 36 2 4.5 420 

T_12 36 3 4.5 380 

T_13 40 1 4.5 335 

T_14 40 2 4.5 270 

T_15 40 3 4.5 260 

T_16 44 1 4.5 270 

T_17 44 2 4.5 224 

T_18 44 3 4.5 210 

T_19 36 1 4.8 410 

T_20 36 2 4.8 380 

T_21 36 3 4.8 370 

T_22 40 1 4.8 290 

T_23 40 2 4.8 345 

T_24 40 3 4.8 330 

T_25 44 1 4.8 265 

T_26 44 2 4.8 230 

T_27 44 3 4.8 280 

 

El modelo seleccionado con el mejor desempeño en la predicción de acidez 

a partir de los valores de RGB de las imágenes digitales se volvió a cargar al 

entorno virtual de Google Colab. Luego se empleó los datos de entrenamiento 

(90%) y de validación (10%) para evaluar el funcionamiento del modelo, los 

valores reales de acidez y los valores predichos por el modelo entrenado para los 
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27 tratamientos se muestran en la Figura 60. Además, se muestra el 

comportamiento de los valores RGB de las imágenes digitales que se emplearon 

para predecir el comportamiento de la acidez durante el proceso de fermentación.  

4.4.2.1.  Nivel de ajuste del modelo de predicción de acidez basado en 

valores de RGB de imágenes digitales  

En las curvas de acidez que se muestran en la Figura 67, cada cresta 

corresponde a un tratamiento por lo que está rotulado con la letra T seguida 

de un número, las condiciones de cada tratamiento se detallan en la Tabla 

53. El comportamiento oscilante de los valores RGB se debe al uso de 

luminarias de corriente alterna de 50 Hz, por lo que Minz & Saini (2021b) 

recomienda el uso de luz fluorescente de con flujo de corriente de alta 

frecuencia (>40kHz) para evitar el efecto de latido por fluctuaciones de 

intensidad de corriente. 

Los valores RGB se emplearon para el entrenamiento de varias 

arquitecturas y mediante el cual se logró finalmente identificar el modelo 

con las mejores métricas desempeño (R2 = 0.811, ECM = 0.0033). La 

arquitectura de este modelo consta de una capa oculta y 24 neuronas por 

capa. Su capacidad predictiva de la acidez de la leche durante su 

fermentación a partir de los valores de RGB y las condiciones de 

tratamiento se ilustran en la Figura 67.  

El modelo desarrollado ajustó la acidez predicha a la real con más 

del 80% de precisión usando valores RGB. Estudios previos (Cimander et 

al., 2002; Sofu & Ekinci, 2007) destacan que los modelos basados en RNA 

mejoran el monitoreo de propiedades fisicoquímicas, microbiológicas y 

sensoriales en alimentos fermentados.  
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4.4.2.2. Nivel de ajuste del modelo de predicción del pH basado en 

valores de RGB de imágenes digitales  

Se evaluó el desempeño de un modelo entrenado con valores RGB 

de imágenes digitales para predecir el pH de la leche durante su 

fermentación. Además de los valores RGB, se utilizaron otras variables de 

entrada, como la temperatura de fermentación, concentración de inóculo, 

proteína y el minuto de muestreo para las mediciones de pH, mientras que 

el valor de salida fue el pH real. Así, el modelo se entrenó para ajustar sus 

predicciones a estos valores reales. 

Después de un extenso período de entrenamiento con diversas 

arquitecturas, se identificó la configuración óptima, que consistió en una 

capa oculta con 24 neuronas, alcanzando métricas de desempeño de R² = 

0.8411 y ECM = 0.0337. Este resultado es comparable a los modelos 

desarrollados por da Cruz et al. (2009) , quienes lograron una eficiencia 

del 100% para monitorear el pH de yogur bajo en grasa, y Pallavi & 

Sukumar (2020), quienes también alcanzaron una eficiencia del 100% en 

la clasificación de yogures según su color, pH y porcentaje de 

Carbohidrato utilizando una densa neuronal roja. 

El modelo presenta limitaciones para predecir el pH, especialmente 

en las etapas finales de la fermentación. Las curvas de pH real y predicho 

muestran discrepancias en estas fases, como se observa en la Figura 68. 

Esta diferencia podría deberse a que el modelo fue entrenado con diversas 

condiciones de tratamiento, lo que podría restringir su capacidad para 

generalizar y lograr mayor precisión en las fases finales del proceso.   
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4.4.2.3. Nivel de ajuste del modelo de predicción de la viscosidad 

basado en valores de RGB de imágenes digitales  

Durante todos los tratamientos de fermentación, la viscosidad 

mostró un patrón de comportamiento similar, con un incremento repentino 

en los últimos 30 a 40 minutos del proceso. Los datos recopilados mediante 

técnicas convencionales fueron utilizados para entrenar múltiples 

arquitecturas de modelos, y, tras el proceso de entrenamiento, se identificó 

la arquitectura con las mejores métricas de desempeño. La mejor 

arquitectura entrenada consta de una capa oculta con 28 neuronas, pero 

presenta valores elevados de EAM (89) y ECM (81118), mientras que su 

R2 apenas supera 0.5. Este rendimiento es inferior al reportado por Batista 

et al. (2021b) quienes alcanzaron un R2 superior a 0.95 y un ECM bajo al 

predecir la viscosidad a partir de formulaciones y condiciones de 

procesamiento. A pesar de esto, el modelo entrenado mostró un ajuste 

moderado en la curva de regresión construida con los datos de viscosidad 

predicha, como se observa en la Figura 69. Sin embargo, el modelo no 

logró predecir adecuadamente la viscosidad en los tratamientos T_1, T_14, 

T_15, T_21 y T_22, lo que se refleja en una línea de regresión plana por 

debajo de los valores reales. Este comportamiento puede explicarse por la 

falta de datos que describan con precisión los cambios de viscosidad 

durante las fases finales de la fermentación, debido al cambio abrupto de 

la viscosidad, que ocurre cuando la leche alcanza su punto isoeléctrico (pH 

< 5.2) y experimenta una disminución acelerada. 



2
1
3
 

F
ig

u
r
a
 6

9
 

C
u
rv

a
s 

d
e 

co
m

p
o
rt

a
m

ie
n
to

 d
e 

la
 v

is
co

si
d
a
d
 r

ea
l 

y 
p
re

d
ic

h
a
 e

n
 f

u
n
ci

ó
n
 a

 l
o
s 

va
lo

re
s 

R
G

B
 d

e 
la

s 
im

á
g
en

es
 d

ig
it

a
le

s 

 



214 

4.4.2.4. Nivel de ajuste del modelo de predicción de la acidez basado 

en valores de RGB de imágenes termográficas  

El comportamiento de la acidez durante la fermentación sigue una 

tendencia creciente, lo que refleja el aumento progresivo en la 

concentración de ácido láctico en la leche. Este fenómeno es una 

característica fundamental del proceso de fermentación, ya que el ácido 

láctico se produce como resultado de la acción de los microorganismos 

sobre la lactosa presente en la leche. A medida que la fermentación avanza, 

la acidez de la leche aumenta, lo que afecta sus propiedades fisicoquímicas 

y, por ende, su calidad. Para estudiar este comportamiento, los patrones de 

acidez fueron obtenidos mediante técnicas convencionales de medición de 

acidez, como la titulación, lo que proporcionó una base sólida de datos 

para el análisis. 

Además, se incorporaron los valores RGB obtenidos de imágenes 

termográficas, que fueron utilizados como variables adicionales en el 

entrenamiento de varias arquitecturas de redes neuronales. Las imágenes 

termográficas permiten observar el comportamiento térmico de la leche 

durante la fermentación, ofreciendo información adicional que puede ser 

relevante para predecir el comportamiento de la acidez, ya que los cambios 

en la temperatura de la leche están estrechamente relacionados con los 

procesos metabólicos de los microorganismos que producen ácido láctico. 

Esta combinación de datos convencionales y termográficos permitió 

entrenar modelos más robustos y con una mayor capacidad predictiva. 

La arquitectura que presentó las mejores métricas de desempeño se 

caracteriza por una red neuronal con una capa oculta que contiene 12 
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neuronas, y alcanzó un coeficiente de determinación (R²) de 0.8252 y un 

error cuadrático medio (ECM) de 0.0028. Estos resultados indican que el 

modelo tiene un buen ajuste con los datos de acidez observados, aunque 

aún hay margen de mejora. En la Figura 70 se puede apreciar el ajuste del 

modelo, mostrando cómo las predicciones se alinean con los valores reales 

de acidez a medida que avanza el proceso de fermentación. 

Al principio del proceso de fermentación, el aumento de la acidez 

es relativamente lento, lo que genera un fenómeno de sobreajuste en el 

modelo. Este sobreajuste ocurre cuando el modelo es incapaz de reconocer 

las pequeñas variaciones iniciales en los datos, interpretándolas como 

patrones no generalizables. Sin embargo, a medida que la fermentación 

progresa, el modelo ajusta sus parámetros y mejora su precisión en las 

predicciones. Este ajuste permite que el modelo sea más efectivo a medida 

que se acumulan datos y se comprende mejor la dinámica del proceso. La 

mejora en la precisión del modelo en las fases posteriores de la 

fermentación refleja la capacidad de la red neuronal para identificar los 

patrones clave que afectan la formación de ácido láctico y el cambio en la 

acidez de la leche. En general, los resultados obtenidos subrayan la 

importancia de utilizar múltiples Notas de datos y métodos de modelado 

avanzados para predecir comportamientos complejos en procesos como la 

fermentación láctica, mejorando así la comprensión y control de dichos 

procesos en aplicaciones industriales. 

.  
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4.4.2.5. Nivel de ajuste del modelo de predicción del pH basado en 

valores de RGB de imágenes termográficas 

El valor del pH de la leche disminuye a medida que aumenta la 

concentración de ácido láctico durante la fermentación, lo que provoca que 

los patrones de pH formen curvas descendentes. El monitoreo del descenso 

del pH mediante la cámara termográfica muestra que el valor B en las 

imágenes termográficas aumenta en las etapas finales de la fermentación. 

Este aumento se debe al enfriamiento de la superficie central de la leche, 

lo cual refleja un cambio térmico asociado al proceso de fermentación y a 

las variaciones en la temperatura de la leche a medida que avanza el 

proceso.  

El descenso térmico detectado por la cámara térmica en las etapas 

finales de la fermentación fue un patrón que se observó en todos los 

tratamientos. Este efecto térmico puede explicarse, en parte, por la 

producción de ácido láctico, lo que reduce el pH y provoca la precipitación 

y gelificación de las proteínas lácteas, (Akarca & Denizkara, 2024; Du et 

al., 2023; Ouyang et al., 2024; Zang et al., 2023). La gelificación de la 

leche es el resultado de la disminución de la repulsión electrostática entre 

las micelas de caseína (Akarca & Denizkara, 2024; Bowler et al., 2023; 

Zang et al., 2023), lo que aumenta la afinidad y estabilidad coloidal de los 

componentes estructurales de la leche, facilitando su conversión en yogur 

(Castillo, 2002; Zang et al., 2023). Esta red tridimensional actúa como una 

barrera térmica, impidiendo el flujo de calor desde las paredes del reactor 

hacia el centro superficial de la leche. Esto puede afectar negativamente la 
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producción de acidez y, en última instancia, la aceptabilidad sensorial del 

yogur (Yang et al., 2021a). 

Los patrones del descenso térmico durante la fermentación fueron 

registrados mediante una cámara termográfica, que permitió capturar la 

radiación infrarroja emitida por la superficie de la leche a lo largo del 

proceso. Este enfoque es útil debido a la capacidad de las cámaras 

termográficas para detectar variaciones térmicas sin la necesidad de 

iluminación adicional, a diferencia de las imágenes convencionales. El 

procesamiento de las imágenes permitió extraer los valores RGB, que se 

utilizaron como variables de entrada para entrenar modelos de redes 

neuronales con diversas arquitecturas. Al integrar estos datos térmicos con 

otras variables del proceso, como la temperatura y el tiempo, se 

proporcionó al modelo una mayor capacidad para predecir el 

comportamiento del pH en tiempo real. 

Tras el entrenamiento, se identificó la arquitectura más eficiente 

para predecir el pH. Esta arquitectura consta de dos capas ocultas, con 16 

neuronas en cada capa, lo que permitió capturar las complejidades del 

comportamiento térmico y químico del proceso. El modelo entrenado 

presentó métricas de ajuste significativamente mejores que aquellos 

basados en imágenes digitales convencionales. El coeficiente de 

determinación (R²) alcanzó un valor de 0.9354, indicando un fuerte ajuste 

entre las predicciones y los valores reales de pH, mientras que el error 

cuadrático medio (ECM) fue de 0.0158, lo que refleja una alta precisión 

en las predicciones. 
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4.4.2.6. Nivel de ajuste del modelo de predicción de la viscosidad 

basado en valores de RGB de imágenes termográficas 

Como se ha observado previamente, la viscosidad durante el 

proceso de fermentación de la leche se mantiene prácticamente constante 

durante gran parte del tiempo. Esto se debe a la naturaleza del proceso, 

donde los cambios en las propiedades de la leche son lentos y progresivos 

en las primeras fases de la fermentación. Sin embargo, en los últimos 

minutos de la fermentación, la viscosidad experimenta un cambio 

repentino y significativo, lo que se refleja en un aumento drástico en su 

valor, tal como se evidencia en la Figura 72. Este comportamiento abrupto 

representa un reto importante para los modelos de predicción 

convencionales que se entrenan con datos obtenidos de imágenes digitales. 

En estos modelos, la variabilidad en los datos no fue capturada 

adecuadamente, lo que resultó en una inadecuada representación de las 

fases finales del proceso de fermentación. 

Una de las principales razones de estas limitaciones es la naturaleza 

no lineal y escalonada del incremento en la viscosidad durante las etapas 

finales de la fermentación. Este tipo de comportamiento, donde se 

producen cambios súbitos en una variable, es difícil de modelar 

correctamente con técnicas convencionales, ya que los modelos entrenados 

con datos de imágenes digitales no son lo suficientemente sensibles para 

captar este tipo de transiciones abruptas. El comportamiento de la 

viscosidad en esta fase es tan drástico que las técnicas de predicción 

estándar no pueden ajustarse adecuadamente a los valores reales de la 

variable. 
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En contraste, al entrenar las mismas arquitecturas de modelos 

utilizando los valores RGB extraídos de imágenes termográficas, se 

alcanzaron métricas de desempeño notablemente superiores. Las imágenes 

termográficas, al ser capaces de captar variaciones térmicas en tiempo real, 

ofrecen una representación más precisa de los cambios rápidos en la 

superficie de la leche, lo que a su vez mejora la capacidad del modelo para 

predecir la viscosidad. El modelo con el mejor ajuste, entrenado con 

imágenes termográficas, presentó un coeficiente de determinación (R²) de 

0.8687, lo que indica una relación fuerte entre las predicciones y los 

valores reales de viscosidad. Además, el error cuadrático medio (ECM) fue 

de 74128, y el error absoluto medio (EAM) alcanzó un valor de 27, lo que 

demuestra una mejora significativa en la capacidad predictiva del modelo. 

La arquitectura correspondiente a este desempeño consistió en una capa 

oculta con 16 neuronas, lo que proporcionó un equilibrio adecuado entre 

simplicidad y capacidad predictiva, mejorando la precisión sin introducir 

complejidad innecesaria. 

A pesar de las mejoras, el modelo entrenado con imágenes 

termográficas enfrenta limitaciones debido a la falta de datos sobre el 

comportamiento gradual de la viscosidad durante la fermentación. Las 

fases intermedias, donde la viscosidad cambia de forma más suave, están 

poco representadas en los datos utilizados. Esta escasez impide que el 

modelo capture con precisión estas etapas, limitando su capacidad de 

generalizar. Es crucial aumentar la recopilación de datos en momentos de 

cambio gradual, optimizando el modelo y mejorando la precisión y el 

control en la producción láctea.  
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4.4.3.  Descripción de la función matricial de los modelos seleccionados  

En el proceso de desarrollo de los modelos, se exploraron diversas 

arquitecturas, las cuales fueron seleccionadas en función de sus métricas de 

desempeño. Los modelos se desarrollaron en entornos virtuales, lo que ocasionó 

que su estructura fuera poco ilustrativo. Por esta razón, se optó por representarlos 

gráficamente, lo que permitió una mejor visualización y comprensión de la 

distribución de su arquitectura. 

Asimismo, se describieron los parámetros y factores que componen la 

estructura interna de los modelos. Con el objetivo de proporcionar una mayor 

claridad sobre su funcionamiento, también se detallaron las operaciones que 

realizan sus componentes, permitiendo comprender cómo estiman las variables de 

respuesta a partir de las variables de estudio.  

4.4.3.1.  Modelo para la predicción de acidez a partir de imágenes 

digitales 

En la Figura 73 se presenta la arquitectura del modelo diseñado 

para predecir la acidez de la leche durante la fermentación, empleando una 

red neuronal artificial (ARN). La capa de entrada cuenta con siete 

neuronas, cada una representando variables clave: temperatura de 

fermentación, concentración de inóculo, concentración de proteínas, 

tiempo transcurrido de fermentación, y los valores promedio de los canales 

rojo (R), verde (G) y azul. (B) de las imágenes capturadas. 

La capa oculta está compuesta por 24 neuronas completamente 

conectadas, asegurando una transmisión eficiente de información hacia la 

capa de salida, que contiene una única neurona destinada a predecir la 
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acidez de la leche. Este diseño integra variables físicas, como temperatura 

y tiempo, con datos ópticos derivados de las imágenes RGB, lo que permite 

al modelo capturar tanto interacciones bioquímicas como cambios visuales 

relacionados con la fermentación. 

La inclusión de valores RGB amplía la capacidad del modelo para 

identificar patrones no lineales, mejorando la comprensión de las 

dinámicas del proceso. La elección de una capa oculta con 24 neuronas 

equilibra la complejidad del modelo, evitando problemas de sobreajuste y 

asegurando predicciones más precisas. Este diseño ha demostrado ser 

eficiente en el análisis multifactorial, optimizando la relación entre las 

variables experimentales y la acidez. 

Figura 73 

Representación de la arquitectura del modelo desarrollado para la 

predicción de la acidez 
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En la Tabla 54 se muestra los hiperparámetros de la función 

matricial del modelo desarrollado para la predicción de la acidez, a partir 

de los datos de las 7 variables de entrada (xi, i= 1, 2, …, 7). Antes de 

ingresar a la red neuronal, los datos se escalaron (Xesc) entre 0 y 1, 

utilizando la Ecuación 7, y posteriormente se normalizaron (Xnorm) 

mediante la Ecuación 8. 

𝑋𝑒𝑠𝑐 =
𝑋 − 𝑋𝑚𝑖𝑛

𝑋𝑚𝑎𝑥 − 𝑋𝑚𝑖𝑛
 Ec. (7) 

𝑋𝑛𝑜𝑟𝑚 =
𝑋𝑒𝑠𝑐 − 𝜇

𝜎
 Ec. (8) 

Cada una de las 24 neuronas (zj; j=1, 2, …, 24) de la capa oculta 

recibe como entradas las 7 variables, que se multiplican por sus respectivos 

pesos asignados (wij; i=1, 2, …, 7) y, al resultado, se le suma un sesgo (bj). 

Esto se expresa en la Ecuación 9.  

𝑧𝑗 = ∑ 𝑤𝑖𝑗 ∙ 𝑥𝑖 + 𝑏𝑗
7
𝑖=1  Ec. (9) 

Donde zj es el valor calculado para la neurona j, wij son los pesos que 

conectan las entradas xi con la neurona j, bj es el sesgo de la neurona j, xi 

representa las 7 entradas. 

Una vez calculado zj, la neurona aplica la función de activación 

ReLU (Ecuación 10) para introducir no linealidad en la red, permitiendo 

que el modelo capture patrones complejos de los datos. ReLU convierte 

los valores negativos en 0 y deja intactos los valores positivos: 

𝑓(𝑧𝑗) = 𝑚𝑎𝑥(0, 𝑧𝑗) Ec. (10) 

Esto implica que, si el valor zj es positivo, f(zj)= zj y si es negativo f(zj)= 0. 

En la capa de salida, las 24 neuronas de la capa oculta se conectan 

a una única neurona, que representa la predicción final de acidez. Esta 
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neurona recibe como entradas los valores f(z1), f(z1), …, f(z24), cada uno de 

ellos multiplicado por un peso (woj, j = 1, 2, …, 24) para cada entra, 

además, ajusta un único valor de sesgo (b0). El valor de salida (y) se calcula 

mediante la Ecuación 11. 

𝑦 = ∑ 𝑤𝑜𝑗 ∙ 𝑓(𝑧𝑗) + 𝑏𝑜
24
𝑗=1  Ec. (11) 

Donde y es el valor predicho de acidez, woj son los pesos que 

conectan los valores f(zj) de la capa oculta con la neurona de la capa de 

salida, bo es el sesgo asignado por la neurona de salida, f(zj) son los valores 

de las neuronas de la capa oculta que pasaron por la función ReLU.  

En la capa de salida no se aplicó ninguna función de activación, ya 

que la tarea es una regresión, y se busca predecir un valor continuo de 

acidez. 

El procedimiento descrito sobre el funcionamiento de la RNA hace 

referencia al aprendizaje supervisado, donde cada capa y operación tiene 

un rol bien definido para optimizar el aprendizaje. El escalado y la 

normalización de los datos de entrada son pasos esenciales para asegurar 

que las magnitudes de las variables no afecten de manera desbalanceada el 

proceso de aprendizaje. Esto es especialmente importante en la RNA, 

donde las diferencias en la escala de las variables pueden causar 

dificultades durante el ajuste de los pesos. 

La función de activación ReLU permite eliminar valores negativos, 

induciendo la no linealidad necesaria para modelar relaciones complejas, 

manteniendo un bajo costo computacional. 
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La capa de salida, al no tener una función de activación, permite 

que el valor de predicción sea continuo, lo cual es coherente con el objetivo 

del modelo: predecir la acidez de la leche, que es una variable cuantitativa. 

El cálculo de los hiperparámetros siguió el enfoque propuesto por 

Burkov (2019), quien recomienda inicializar los pesos con valores 

pequeños aleatorios para evitar problemas de simetría y permitir que las 

neuronas aprendan patrones distintos. Por otro lado, los sesgos se 

inicializan en cero, lo que permite ajustar la activación sin afectar los 

gradientes iniciales. Tras el primer entrenamiento, se calcula el ECM 

utilizando la Ecuación 12, con el fin de evaluar la discrepancia entre las 

predicciones y los valores reales. Este enfoque asegura una convergencia 

eficiente hacia óptimos cercanos, minimizando los errores y mejorando la 

precisión del modelo, logrando un equilibrio entre eficiencia y capacidad 

de aprendizaje.  

𝐸𝐶𝑀 =  
1

𝑁
∑ (𝑦𝑖 − (𝑤𝑥𝑖 + 𝑏))

2𝑁
𝑖=1  Ec. 12 

Luego, se calcula el descenso gradiente utilizando la Ecuación 13 

para el peso y la Ecuación 14 para el sesgo: 

𝜕𝐸𝐶𝑀

𝜕𝑤
=  

1

𝑁
∑ −2𝑥𝑖(𝑦𝑖 − (𝑤𝑥𝑖 + 𝑏))𝑁

𝑖=1  Ec. 13 

𝜕𝐸𝐶𝑀

𝜕𝑏
=  

1

𝑁
∑ −2(𝑦𝑖 − (𝑤𝑥𝑖 + 𝑏))𝑁

𝑖=1   Ec. 14 

Donde: N es el número de predicciones, yi es la salida real, w es el 

peso asignado, xi es la variable de entrada, b es el sesgo asignado y (𝑤𝑥𝑖 +

𝑏) es la salida predicha  

A continuación, se calculan los pesos (w) (Ecuación 15) y sesgos 

(b) (Ecuación 16): 
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𝑤𝑖 = 𝛼
−2𝑥𝑖(𝑦𝑖−(𝑤𝑖−1𝑥𝑖+𝑏𝑖−1))

𝑁
 Ec. 15 

𝑏𝑖 = 𝛼
−2(𝑦𝑖−(𝑤𝑖−1𝑥𝑖+𝑏𝑖−1))

𝑁
 Ec. 16 

Donde: N es el número de predicciones, yi es la salida real, wi es el 

nuevo peso calculado, wi-1 es el peso anterior, xi es la variable de entrada, 

bi es el nuevo sesgo calculado, bi-1 es el sesgo anterior y (𝑤𝑖−1𝑥𝑖 + 𝑏𝑖−1) 

es la salida predicha con los pesos y sesgos anteriores  
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4.4.3.2.  Modelo para la predicción del pH a partir de imágenes 

digitales 

En la Figura 74, se ilustra la estructura del modelo desarrollado 

para predecir el pH de la leche durante su fermentación, como en el modelo 

anterior, las variables de entrada se encuentran en la capa de entrada, en 

este modelo también fue necesario 24 neuronas en la capa oculta para 

alcanzar las mejores métricas de desempeño entre el conjunto de 

arquitecturas entrenados. 

Figura 74 

Representación de la arquitectura del modelo desarrollado para la 

predicción del pH 

 

En la Tabla 55 se describen los parámetros estructurales de la 

función matricial del modelo diseñado para predecir el pH, empleando 

datos de 7 variables de entrada (xi, i= 1, 2, …, 7). Al igual que en el modelo 

para la predicción de acidez, los datos de las variables de entrada se 
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escalaron previamente entre 0 y 1 y se normalizaron, asegurando un 

rendimiento óptimo del modelo.  

Este modelo sigue la misma estructura que el utilizado para predecir la 

acidez, aplicando procedimientos de cálculo equivalentes en ambos casos. La 

única diferencia radica en los valores de los parámetros que definen las 

ecuaciones, los cuales se especifican en la Tabla 55. Esta consistencia estructural 

se basa en la relación proporcional observada entre la formación de acidez y la 

disminución del pH, dos fenómenos estrechamente interrelacionados durante la 

fermentación, lo que justifica su tratamiento mediante modelos similares. 

La similitud entre los modelos no solo refuerza la coherencia 

metodológica, sino que también facilita una interpretación conjunta de los 

resultados, permitiendo una comparación más clara entre las variables 

involucradas. Dada la fuerte correlación entre la acidez y el pH, ambos modelos 

pueden capturar de manera eficiente los patrones subyacentes del proceso 

fermentativo. Esta capacidad de modelar fenómenos interrelacionados mejora la 

predicción de los resultados, maximizando la capacidad del modelo para 

generalizar a diferentes condiciones y contextos. Además, fortalece su 

aplicabilidad en escenarios de análisis y control industrial, donde es crucial contar 

con herramientas predictivas precisas. En resumen, este enfoque destaca la 

importancia de un diseño estructurado y basado en principios coherentes que 

favorezca la integración y comparación entre modelos relacionados, asegurando 

su efectividad y flexibilidad. 
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4.4.3.3.  Modelo para la predicción de la viscosidad a partir de 

imágenes digitales 

En la Figura 75 se muestra la estructura del modelo desarrollado, 

que utiliza los valores RGB de las imágenes digitales y los parámetros de 

producción del yogur. La arquitectura consta de una capa oculta con 28 

neuronas, lo que resultó ser la mejor configuración en comparación con 

otras durante el entrenamiento. Sin embargo, su precisión, de 

aproximadamente el 50%, indica que el modelo no logró un ajuste 

adecuado. Esto sugiere que, aunque intenta capturar la relación entre los 

valores RGB y la viscosidad del yogur, se requieren mejoras en la 

estructura y los datos de entrenamiento para obtener mejores resultados. 

El nivel de precisión alcanzado podría explicarse por el 

comportamiento relativamente estable de la viscosidad durante la mayor 

parte de la fermentación, con un aumento abrupto en los últimos 30 a 40 

minutos del proceso. Este patrón podría dificultar el aprendizaje del 

modelo, ya que se requiere una mayor capacidad para capturar estas 

variaciones repentinas. Además, las oscilaciones en los valores RGB, 

provocadas por las luminarias LED de 50 Hz, podrían haber influido 

negativamente en el ajuste y desempeño de los modelos entrenados. Este 

comportamiento oscilante añade ruido a las imágenes y complica la 

correcta identificación de patrones relevantes para predecir la viscosidad. 

En consecuencia, es necesario explorar nuevas arquitecturas o mejorar la 

calidad de los datos para lograr un mejor desempeño del modelo en la 

predicción de la viscosidad del yogur.  
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 Figura 75 

Representación de la arquitectura del modelo desarrollado para la 

predicción de la viscosidad 

 

Los factores de la función matricial correspondientes a la 

arquitectura con la mejor métrica de desempeño se muestran en la Tabla 

56. Los valores de las variables de entrada fueron previamente escalados 

y normalizados antes de ser procesados por el modelo. Cada una de las 28 

neuronas de la capa oculta calculó un valor zj, que fue sometido a la 

función de activación ReLU f(zj). Esta función neutraliza los valores 

negativos asignándoles un valor de 0, mientras que los positivos 

permanecen inalterados. Luego, el valor transformado f(zj) se introdujo en 

la neurona de salida, multiplicado por su peso woj, y sumándole el sesgo 

bo. para así poder estimar el valor de salida y, que viene a ser el valor de la 

viscosidad predicha.  
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4.4.3.4. Modelo para la predicción de acidez a partir de imágenes 

termográficas 

En la Figura 76 se presenta la arquitectura del modelo desarrollado 

para predecir la acidez de la leche a partir de los valores RGB obtenidos 

de las imágenes termográficas. Esta estructura consta de una capa de 

entrada con 7 neuronas, correspondientes a las variables de entrada, 

seguida por una capa oculta con 12 neuronas interconectadas y una capa 

de salida con una neurona. La precisión alcanzada por esta arquitectura fue 

del 82,52%, ligeramente superior a la obtenida con el modelo basado en 

imágenes digitales. Este aumento resalta el potencial de la cámara 

termográfica para captar variaciones en las propiedades del sistema a 

través de la medición de emisiones infrarrojas, y la capacidad de la red 

neuronal densa para identificar patrones complejos, logrando predecir con 

alta precisión el comportamiento de la formación de ácido láctico durante 

la fermentación de la leche. 

La estructura de la red neuronal muestra una integración eficiente 

entre la información proporcionada por las imágenes termográficas y el 

modelado mediante redes neuronales. El uso de 12 neuronas en la capa 

oculta permite un equilibrio adecuado entre la extracción de patrones 

relevantes y la prevención de problemas de sobreajuste. La precisión del 

82.52% indica que la red está capturando bien las variaciones en los datos 

de entrada, lo que refleja una correcta interpretación de los fenómenos 

térmicos que ocurren durante la fermentación. 

El uso de imágenes termográficas ofrece una ventaja significativa 

sobre las digitales, ya que estas imágenes pueden detectar cambios sutiles 
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en la emisión de calor, los cuales están directamente relacionados con el 

comportamiento físico y químico del sistema de fermentación. A 

diferencia de las imágenes digitales, las termográficas no dependen de la 

iluminación visible, lo que permite un monitoreo más preciso sin 

interferencias externas. Combinado con una red neuronal bien entrenada, 

este tipo de datos permite una predicción más precisa de la acidez, 

facilitando la optimización de procesos como la fermentación de la leche. 

Además, la capacidad de identificar patrones térmicos, junto con la 

potencia predictiva de la red, abre nuevas posibilidades para mejorar el 

control de calidad y la eficiencia en la producción industrial de productos 

lácteos, asegurando un producto final con características consistentes y de 

alta calidad. 

En la Tabla 57 se presentan los parámetros de la función matricial 

del modelo desarrollado para la predicción de la acidez. Como en los casos 

anteriores, los valores de las variables de entrada (xi, i= 1, 2, …, 7) fueron 

sometidos a un proceso de escalado y normalización antes de ser 

ingresados en la arquitectura del modelo. Cada una de las 12 neuronas de 

la capa oculta asigna un peso estimado (woj, j = 1, 2, …, 12) a cada una de 

las 7 variables de entrada y se le suma un sesgo único (bj) Con estos valores 

se calcula el valor zj, el cual es procesado por todas las neuronas de la capa 

oculta. 
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Figura 76 

Representación de la arquitectura del modelo desarrollado para la 

predicción de la acidez 

 

Los valores zj resultantes se someten a una función de activación 

de tipo ReLU f(zj), cuya finalidad es neutralizar los valores negativos y 

conservar los valores positivos, asegurando una mayor estabilidad en el 

comportamiento del modelo. Posteriormente, los valores f(z1), f(z2), …, 

f(z12) se conectan a la única neurona de la capa de salida a través de los 

pesos asignados (woj, j = 1, 2, …, 12) para cada valor de entrada. 

Finalmente, la acidez estimada (y) se obtiene como resultado del producto 

entre los valores f(z1), f(z2), …, f(z12) y (woj, j = 1, 2, …, 12) y los pesos 

correspondientes, al cual se le suma el sesgo de la capa de salida (b0). 

En el modelo, la función de activación ReLU permite manejar de 

manera eficiente valores no lineales y evitar que las neuronas se saturen. 
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La capa de entrada está bien definida con 7 variables claves que 

representan diferentes factores experimentales, mientras que la capa oculta 

con 12 neuronas es el que demostró mejores métricas desempeño 

relacionando datos complejos de entrada para predecir una única variable 

(acidez).
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4.4.3.5. Modelo para la predicción del pH a partir de imágenes 

termográficas 

En la Figura 77 se muestra la arquitectura del modelo desarrollado 

para predecir el pH de la leche durante el proceso de fermentación, 

utilizando los valores RGB extraídos de las imágenes termográficas. Al 

igual que en los modelos anteriores, la capa de entrada está compuesta por 

7 neuronas, cada una representando una de las variables de entrada. La 

estructura interna del modelo está formada por dos capas ocultas, cada una 

con 16 neuronas completamente conectadas, lo que permite una 

interacción eficiente entre las variables. La capa de salida tiene una única 

neurona encargada de calcular y devolver los valores estimados del pH. 

Esta arquitectura alcanzó una precisión del 93,58%, 

significativamente superior a la del modelo basado en imágenes digitales. 

Este alto rendimiento destaca el potencial de las cámaras termográficas, 

que permiten captar variaciones en las propiedades ópticas a través de la 

cuantificación de emisiones infrarrojas. Además, demuestra la capacidad 

de la red neuronal densa para identificar patrones complejos en el proceso 

de fermentación. El modelo es capaz de monitorear con alta precisión la 

disminución del pH, lo que lo convierte en una herramienta eficaz para la 

optimización de procesos industriales relacionados con la producción de 

productos lácteos. 
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Figura 77 

Representación de la arquitectura del modelo desarrollado para la 

predicción del pH 

 
 

En la Tabla 58 se presentan los parámetros de la función matricial 

que constituyen el modelo desarrollado para la predicción del pH en 

función de los parámetros RGB extraídos de las imágenes digitales. Este 

modelo está compuesto por dos capas ocultas, lo que incrementa la 

cantidad de neuronas, o pericariones, pero esta mayor complejidad permite 

una estimación más precisa de los valores de pH. 

El proceso comienza con la normalización y escalado de los datos 

de entrada (xi, i= 1, 2, …, 7). Cada una de las 16 neuronas de la primera 

capa oculta calcula un valor (zj) a partir de los pesos asignados (wij; i=1, 

2, …, 7) y los sesgos asociados (bj). Estos valores (zj) son filtrados 

mediante una función de activación del tipo ReLU, que elimina los valores 
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negativos y mantiene los positivos. Los resultados obtenidos de la primera 

capa oculta, f(z1), f(z2), …, f(z16) se convierten en las variables de entrada 

para la segunda capa oculta 

Dado que esta segunda capa también tiene 16 neuronas, se calculan 

16 pesos (wo1j, wo2j, …, wo16j) y un sesgo (boj) para cada una de las 

neuronas. Posteriormente, los valores calculados en esta capa, (zoj) se 

someten de nuevo a la función de activación ReLU, con el mismo objetivo 

de eliminar valores negativos y continuar con los positivos. 

Finalmente, los valores f(zo1), f(zo2), …, f(zo16) se conectan con la 

neurona de salida a través de sus correspondientes pesos (wp1, wp2, …, wp16) 

y un único sesgo (bp) de la neurona de salida. La predicción del valor de 

pH se obtiene al multiplicar los valores de entrada por los pesos asignados 

a la capa de salida, sumando el sesgo correspondiente.  

La estructura descrita refleja una arquitectura de la RNA densa 

adecuada para capturar relaciones no lineales complejas entre las variables 

RGB y el valor de pH. La utilización de dos capas ocultas con funciones 

de activación ReLU optimiza la capacidad del modelo para manejar la 

complejidad de los datos, eliminando entradas irrelevantes o valores 

negativos y centrando el aprendizaje en las relaciones más significativas. 

El escalado y normalización de los datos asegura que todas las 

entradas tengan el mismo rango, evitando que las neuronas se vean 

influenciadas por variables con valores más altos. El uso de múltiples 

capas ocultas indica que el modelo está diseñado para captar patrones más 

complejos, lo que explica el alto nivel de precisión en las predicciones del 

pH basadas en imágenes termográficas.  
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4.4.3.6.  Modelo para la predicción de la viscosidad a partir de 

imágenes termográficas 

En la Figura 78 se presenta la arquitectura del modelo desarrollado 

para la predicción de la viscosidad a partir de los valores RGB obtenidos 

de las imágenes termográficas. A diferencia del modelo previo 

desarrollado con el mismo propósito, este modelo cuenta con una única 

capa oculta conformada por 16 neuronas. Además, logró alcanzar un nivel 

de precisión significativamente superior, con un valor del 86.87%. Estos 

resultados refuerzan el potencial de la termografía infrarroja como 

herramienta para la monitorización precisa del proceso de fermentación de 

la leche.   

Figura 78 

Representación de la arquitectura del modelo desarrollado para la 

predicción de la viscosidad 
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Durante la etapa de entrenamiento, a cada neurona de la capa oculta 

se le asigna un peso (wj, j = 1, 2, …, 7) correspondiente a cada una de las 

variables de entrada, además de un sesgo único por neurona (bj). Con estos 

valores, la neurona calcula un resultado intermedio (zj), el cual es 

procesado mediante una función de activación ReLU. Esta función tiene 

como objetivo principal transformar cualquier valor negativo en cero, 

mientras que mantiene inalterados los valores positivos. Este mecanismo 

de activación es fundamental, ya que no solo optimiza el flujo de 

información al reducir la propagación de valores negativos, sino que 

también introduce no linealidad en el modelo, lo que le permite capturar 

patrones más complejos en los datos. De esta manera, la función ReLU 

facilita la continuidad y eficiencia del procesamiento de los datos dentro 

del modelo, permitiendo que las neuronas en la capa oculta aprendan 

representaciones más efectivas de las relaciones entre las variables de 

entrada y las predicciones de salida.  

Los resultados de la capa oculta, f(z1), f(z2), …, f(z16), se conectan a 

la capa de salida mediante los pesos correspondientes (woj) y un único 

sesgo asociado a dicha capa (boj). Esta conexión garantiza que la 

información procesada por las neuronas ocultas sea adecuadamente 

ponderada antes de llegar a la neurona de salida. Esta neurona realiza una 

combinación final de los factores, aplicando los pesos y el sesgo, para 

generar el valor estimado de viscosidad. Este resultado es proviene de la 

interacción de los parámetros ajustados durante el entrenamiento, lo cual 

permite la estimación del valor de la viscosidad. 
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V. CONCLUSIONES 

- Las técnicas ópticas contactless han mostrado gran potencial para monitorear 

propiedades fisicoquímicas de la leche, como viscosidad, acidez y pH, durante la 

fermentación del yogur. Aunque la visión por computadora alcanzó una precisión de 

hasta 84.11%, la termografía superó el 82.58%, gracias a su mayor sensibilidad en el 

espectro infrarrojo, lo que permite una detección más precisa de las variaciones 

térmicas. Estos resultados destacan la termografía como la tecnología preferida para 

el monitoreo de este proceso. 

- El sistema de monitorización mediante técnicas ópticas está conformado por un 

equipo de fermentación que demostró ser eficaz al mantener las temperaturas la 

fermentación a excepción a 36°C, en la que se registró mayor desviación estándar en 

la temperatura de fermentación. Además, el sistema de monitorización en especial 

cuenta con equipos ópticos que incluye cámara fotográfica, termográfica e 

iluminación que fue acoplado sobre el equipo de fermentación para registrar los 

cambios tanto en el espectro visible (imagen fotográfica) como en el infrarrojo 

(imagen termográfica) durante todo el proceso de fermentación del yogur. 

- A través de técnicas convencionales de análisis fisicoquímico del yogur se reveló que 

las concentraciones de proteína de 4.2% y 4.8% fueron óptimas para alcanzar valores 

adecuados de acidez y pH. Sin embargo, la concentración de 4.8% destacó por 

proporcionar mejores propiedades en términos de viscosidad y en los componentes 

a* y b* de la escala CIELab. Por otro lado, las concentraciones de inóculo del 2% y 

3% favorecieron una mayor viscosidad, mientras que las concentraciones del 1% y 

3% alcanzaron valores máximos en el componente a*. Además, la temperatura afectó 

considerablemente la duración del proceso de fermentación: a mayor temperatura se 

registró mayor valor L* pero menor tiempo de fermentación y viscosidad.  
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- Se desarrollaron y entrenaron modelos predictivos basados en Redes Neuronales 

Artificiales Densas, explorando diversas arquitecturas compuestas por capas ocultas 

y diferentes cantidades de neuronas por capa, para predecir las propiedades 

fisicoquímicas de la leche durante la fermentación del yogur: viscosidad, acidez y 

pH. Estos modelos fueron construidos a partir de los valores RGB extraídos de 

imágenes digitales y termográficas, y se seleccionaron un total de seis modelos 

finales, dos para cada variable de respuesta. En el caso de las imágenes digitales, las 

arquitecturas seleccionadas que demostraron el mejor desempeño incluyeron 

modelos con una sola capa oculta y entre 24 y 28 neuronas para predecir la 

viscosidad, acidez y pH. De forma similar, los modelos basados en imágenes 

termográficas incluyeron arquitecturas con una sola capa oculta con 12 y 16 neuronas 

para predecir viscosidad y acidez, respectivamente, mientras que para el pH se 

seleccionó un modelo con dos capas ocultas y 16 neuronas por capa, que mostró 

métricas superiores. En términos generales, los modelos basados en imágenes 

termográficas lograron precisiones superiores al 82.58%, superando a los 

desarrollados con imágenes digitales, cuya precisión osciló entre 50.3% y 84.11%. 

Estos resultados confirman el potencial de combinar imágenes termográficas y redes 

neuronales para un monitoreo más preciso y eficiente de las propiedades 

fisicoquímicas del yogur durante el proceso de fermentación. 
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VI. RECOMENDACIONES  

- La cámara fotográfica es un dispositivo óptico diseñado para capturar y registrar 

imágenes visibles. Sin embargo, la utilización de Notas de luz de corriente alterna 

introduce fluctuaciones en estos valores, afectando la homogeneidad de la imagen. 

Por consiguiente, se recomienda emplear sistemas de iluminación de corriente 

continua, los cuales garantizan una iluminación estable y uniforme, ideal para 

aplicaciones que demandan una alta precisión colorimétrica.  

- Para garantizar la eficacia de los procesos de tratamiento térmico de la leche, como 

la pasteurización, se recomienda el empleo de equipos especializados, tales como la 

autoclave. Estos dispositivos permiten llevar a cabo la pasteurización de manera 

óptima, minimizando el riesgo de daños térmicos que podrían afectar 

significativamente las propiedades organolépticas del producto, específicamente en 

lo que respecta a las mediciones de color en la escala CIELab. 

- Para una monitorización precisa de la viscosidad de la leche durante su 

transformación en yogur, se sugiere emplear un reómetro de alta sensibilidad. Que 

permitirá cuantificar con exactitud las mínimas variaciones en el esfuerzo de corte. 

Además, para preservar la integridad de la muestra y evitar la pérdida de la fuerza de 

gelificación, se recomienda realizar las mediciones directamente en el reactor de 

fermentación. 

- Para una medición precisa del color durante la fermentación, se sugiere emplear un 

cubo de cristal con un volumen de muestra estandarizado. Experimentos previos han 

demostrado que las variaciones en el volumen de la muestra pueden influir 

significativamente en los resultados colorimétricos. 
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ANEXOS  

ANEXO 1. Promedio de las estimaciones de las variables de respuesta de los 

tratamientos 

% Proteína 
%  

Inóculo  

Temp.  

(°C)   
% Ac. Lac. 

Viscosidad  

(mPa/s) 
pH L* a* b* 

4.2 1 36 0.63 1433.79 4.57 85.72 -2.42 3.08 

4.2 1 40 0.60 1348.10 4.62 85.39 -3.02 3.3 

4.2 1 44 0.61 1285.18 4.6 86.72 -2.72 3.94 

4.2 2 36 0.78 1426.62 4.59 86.09 -2.76 3 

4.2 2 40 0.65 1394.92 4.66 85.01 -3.11 3.41 

4.2 2 44 0.60 1359.92 4.6 85.52 -2.91 4.24 

4.2 3 36 0.72 1450.37 4.65 85.23 -2.92 3 

4.2 3 40 0.54 1427.21 4.63 85.39 -3.02 3.17 

4.2 3 44 0.56 1365.11 4.57 86.2 -2.89 3.96 

4.5 1 36 0.70 1533.95 4.58 84.65 -2.63 3.9 

4.5 1 40 0.65 1363.84 4.49 86.15 -2.48 4.37 

4.5 1 44 0.66 1347.83 4.46 85.77 -2.6 4.17 

4.5 2 36 0.60 1564.23 4.57 85.29 -2.99 3.33 

4.5 2 40 0.60 1492.28 4.59 85.93 -2.84 3.57 

4.5 2 44 0.69 1436.76 4.52 86.24 -2.57 3.61 

4.5 3 36 0.53 1598.87 4.63 84.67 -2.55 4.2 

4.5 3 40 0.54 1506.93 4.6 84.63 -2.6 3.4 

4.5 3 44 0.65 1474.55 4.52 85.97 -2.41 4.28 

4.8 1 36 0.73 1636.56 4.64 84.7 -2.47 4.93 

4.8 1 40 0.68 1576.53 4.63 85.5 -1.96 5.45 

4.8 1 44 0.62 1515.23 4.57 84.82 -2.17 4.42 

4.8 2 36 0.62 1691.33 4.63 84.36 -2.68 4.23 

4.8 2 40 0.74 1581.40 4.57 85.09 -2.56 4.02 

4.8 2 44 0.65 1523.53 4.55 85.57 -2.24 4.63 

4.8 3 36 0.71 1862.91 4.6 85 -2.44 4.79 

4.8 3 40 0.70 1624.37 4.45 84.58 -2.52 4.02 

4.8 3 44 0.66 1582.34 4.55 85.3 -2.02 4.57 
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ANEXO 2. Implementación de los tubos para la circulación del fluido térmico  

 

ANEXO 3. Implementación de los sensores y controladores del Arduino para el control 

automático de la temperatura en los reactores de fermentación 
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ANEXO 4. Construcción de la cabina de captura de imágenes  

 

ANEXO 5. Implementación de las luminarias en la cabina de captura de imágenes y 

control inalámbrico de la cámara fotográfica (A) y termográfica (B) 
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ANEXO 6. Implementación de cámara fotográfica (A) y termográfica (B) para la 

monitorización del proceso de fermentación 

 

ANEXO 7. Captura de imágenes con la cámara fotográfica y termográfica  
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ANEXO 8. Muestreo (A), medición de acidez titulable (B), pH (C), color (D) y 

viscosidad (E) mediante técnicas convencionales 
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ANEXO 9. Descenso del error de predicción de los modelos en su entrenamiento 

durante las 500 épocas 
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ANEXO 10. Declaración jurada de autenticidad de tesis 
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ANEXO 11. Autorización para el depósito de tesis en el Repositorio Institucional 
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