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RESUMEN 

Hoy en día, las entidades financieras se enfrentan a una lucha constante contra el 

lavado de activos y el financiamiento al terrorismo, es por ello que centran sus esfuerzos 

en la identificación de operaciones inusuales, utilizando las características que puedan 

evidenciar un comportamiento irregular al momento de realizar transacciones dentro de 

la entidad financiera,  por ello que se crea un modelo que trabaje de forma conjunta para 

efectuar un análisis de los datos del cliente y con ello lograr la detección de posibles 

operaciones inusuales de lavado de activos, es necesario utilizar técnicas que nos 

permitan realizar un análisis exhaustivo y con precisión de grandes volúmenes de datos e 

información relevante y confiable. Para lograr este objetivo, se ha realizado un pre 

procesamiento de los datos y posteriormente se han aplicado algoritmos de aprendizaje 

automático que han surgido como una herramienta fundamental dentro del análisis y 

generación de conocimiento, dentro de ellos, se han utilizado los más representativos. 

Seguidamente, para realizar la aprobación del modelo se ha aplicado una validación 

cruzada de información y se obtuvo la métrica Acuracy, que es la precisión de cada 

modelo aplicado brinda, de esta manera, se ha obtenido una métrica que evalúa la 

precisión de cada uno de los modelos implementados. Finalmente, los resultados de los 

modelos propuestos han dado un 78.37% de precisión de confianza en el modelo. La 

entidad financiera deberá actualizar su información de riesgo, ya que debido a las 

vulnerabilidades que se exponen por diferentes delitos de LAFT, estas se incrementan de 

manera paulatina, es por ello que se debe mantener actualizado de los constantes delitos 

precedentes, para así alimentar la información del Modelo de Aprendizaje Automático. 

Palabras Claves: Aprendizaje Automático, Lavado de Activos y Financiamiento al 

terrorismo, Operaciones Inusuales, CRISP-DM. 
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ABSTRACT 

Today, financial entities show a constant fight against money laundering and 

terrorist financing, which is why they focus their efforts on identifying unusual 

operations, using the characteristics that may show irregular behavior at the time of carry 

out transactions within the financial entity, for this reason a model is created that works 

jointly to carry out an analysis of the client's data and thereby achieve the detection of 

possible unusual operations of money laundering, it is necessary to use techniques that 

allow an exhaustive and precise analysis of large volumes of data and relevant and reliable 

information. To achieve this objective, a pre-processing of the data has been carried out 

and subsequently machine learning algorithms have been applied that have emerged as a 

fundamental tool within the analysis and generation of knowledge, within them, the most 

representative have been used. Next, to carry out the approval of the model, a cross-

validation of information has been applied and the Acuracy metric was obtained, which 

is the precision of each applied model it provides, in this way, a metric has been obtained 

that evaluates the precision of each of the the implemented models. Finally, the results of 

the proposed models have given a 78.37% confidence accuracy in the model. The 

financial entity must update its risk information, since due to the vulnerabilities that are 

exposed by different LAFT crimes, these are gradually increased, which is why it must 

be kept updated of the constant preceding crimes, in order to feed the information from 

the Machine Learning Model. 

Keywords: Machine Learning, Money Laundering and Terrorist Financing, Unusual 

Operations, CRISP-DM.  
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CAPITULO I 

INTRODUCCIÓN 

En la actualidad, mediante la Ley Nº 27693, se crea la Unidad de Inteligencia 

Financiera del Perú, UIF-Perú, según resolución S.B.S. 2660 – 2015, solicitaron 

implementar criterios de calificación para descubrir operaciones inusuales de Lavado de 

Activos y Financiamiento al Terrorismo (en adelante LAFT), el objetivo o atención  debe 

orientarse a prevenir y descubrir acciones relacionadas a delitos de LAFT y con ello tener 

un reporte de aquellas operaciones sospechosas que estén presuntamente emparentadas al 

LAFT, con la finalidad de comunicar o informar a la UIF-Perú, en el término que se 

establece. 

Muchas de las entidades financieras se enfrentan a diversas modalidades de delitos 

de LAFT, que cada vez son más difíciles de identificar, es por ello que la inteligencia 

financiera desarrolla mucha importancia en las diferentes organizaciones, evidentemente 

para los encargados tienen la responsabilidad de preservar la integridad e imagen 

reputacional de sus empresas.  

El rol que cumplirá este modelo será el de especificar, exponer y clasificar 

irregularidades a partir de la identificación de perfiles tradicionales, facilitando el 

descubrimiento de estándares o criterios generales (incluye métodos de agrupación) por 

medio del registro histórico de las transacciones. Así mismo, se emplean sistemas de 

aprendizaje automático para reconocimiento de patrones que parten de eventos históricos. 

La aplicación de estas técnicas permitirá a la Entidad Financiera optimizar tiempo y 

recursos en el desarrollo del manejo de información financiera y principalmente, 

robustecer el resultado de la información y análisis que produce. Esta investigación es 

oportuna, porque permite a las entidades financieras tener un mejor manejo de la 

información en la detección de clientes que incurren en lavado de activos utilizando 
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herramientas de aprendizaje automático que proporcionan mayor confiabilidad en el 

análisis de información y de constante aprendizaje, puesto que se mantendrá actualizando 

los diferentes indicadores de evaluación. Es importante el manejo de un sistema de 

calificación de riesgo para la prevención de LAFT, puesto que permite a las entidades 

financieras gestionar sus riesgos mediante el reconocimiento, control, y monitoreo de 

todas aquellas situaciones sean mínimas o graves a los que evidentemente siempre están 

expuestos (Superintendencia de Banca y Seguros AFP, n.d.). 

La investigación presenta 7 capítulos, en donde se puntualizan: 

En el Capítulo I tiene por contenido, el planteamiento de la problemática, el 

objetivo general y específicos. 

El Capítulo II detalla los antecedentes, tanto internacionales como nacionales y 

locales, además del fundamento teórico donde se analizó las investigaciones 

bibliográficas sobre aplicaciones, sistemas de información y el glosario de términos.  

En el Capítulo III narra el tipo de estudio, la delimitación de la correspondiente 

población, lugar análisis y el procedimiento de la información.  

El Capítulo IV muestra los resultados que se obtuvieron según la información 

obtenida de la entidad financiera.  

El Capítulo V detalla de manera específica las conclusiones que se obtuvieron del 

proyecto de investigación.  

El Capítulo VI se brinda recomendaciones para mejorar paulatinamente en dicho 

campo de investigación. 

El Capítulo VII contiene la bibliografía que se ha empleado en la investigación. 

1.1.PLANTEAMIENTO DEL PROBLEMA 

Hoy en día, la problemática en detectar acciones de lavado de activos es una tarea 

desafiante para las entidades financieras debido a los enormes volúmenes de información, 
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según la SBS, en su informe de “Evaluación Nacional de Riesgo de Lavado de Activos y 

Financiamiento del terrorismo” dentro de las vulnerabilidades detectadas se encuentran: 

- Inconsistencia de información, de aquellas operaciones ejecutadas en su 

modalidad “en efectivo”, de montos altos o superiores a un umbral 

establecido, siendo este un problema en las entidades financieras, esto 

involucra la presencia de una variedad de operaciones que en algunos casos 

pueden ser consideradas como sospechosas y esta a su vez informadas a la 

UIF, en otros no amerita dicha calificación, por lo que únicamente quedaría 

incluida en un Registro de Operaciones, sin embargo estas operaciones 

podrían proporcionar una información muy valiosa. 

- Carencia en brindar comunicación oportuna de operaciones inusuales, según 

la Superintendencia de Banca y Seguros AFP (Superintendencia de Banca y 

Seguros AFP, 2016), se menciona que los reportes que se han emitio a la UIF 

no presentan información consistente para que sean realmente ciertos, ya que 

estos no alimentan informes de inteligencia financiera, en el período 

comprendido entre 2003 y 2015 el número de reportes de operaciones 

sospechosas fueron un aproximado de 2.567. Durante ese mismo periodo el 

número de comunicaciones de operaciones sospechosas a la UIF fue de 

33.435, esto puede ser debido a la deficiencia en la identificación previa de 

operaciones inusuales, así como la falta de capacidad para elaborar un análisis 

de las posibles operaciones inusuales que compruebe si realmente tiene esa 

categoría o no, independientemente de los motivos, lo cierto es que los informe 

o reportes remitidos a la UIF no reúnen las condiciones adecuadas para generar 

reportes o informes de inteligencia financiera que permitan respaldar futuras 

investigaciones en materia de LAFT. 
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Lo cierto es que siendo este un problema global a nivel de todas las categorías de 

sujeto obligado, incluyendo para entidades financieras que presentan falencias en la 

identificación de operaciones inusuales y, al no contar con sistemas avanzados, en análisis 

de información están más propensas a que se filtren clientes que incurren en Lavado de 

Activos, agregando que, las organizaciones delictivas son cada vez más cuidadosas y 

ridiculizan los sistemas informáticos pasando así inadvertidas ocasionando desventaja en 

la imagen institucional y desconfianza de los clientes, esto también puede implicar 

depreciación de las operaciones. 

1.2.FORMULACIÓN DEL PROBLEMA 

¿De qué manera la implementación de un modelo de aprendizaje automático 

permite la identificación de operaciones inusuales de lavado de activos en una entidad 

financiera?    

1.3. JUSTIFICACIÓN DE LA INVESTIGACIÓN 

La importancia de la investigación está relacionada a la identificación de 

operaciones inusuales de operaciones de lavado de activos y financiamiento al terrorismo. 

Este proyecto plantea un enfoque novedoso utilizando inteligencia artificial basada en 

algoritmos de aprendizaje automático para identificar operaciones inusuales de lavado de 

activos, mediante la aplicación de un modelo eficiente de aprendizaje supervisado con 

múltiples agentes, en el que se formulan varias clases de indicadores inteligentes para 

proporcionar así un conjunto de funcionalidades ante la lucha contra el lavado de activos 

y contribuir con informes de inteligencia financiera que surgen a través de la 

identificación de operaciones inusuales, posterior a ello se determina si es una operación 

sospechosa, el cual será reportado a la UIF. 

Debido a todo lo mencionado anteriormente, es que se propone como solución a 

tal problemática un modelo que permita clasificar operaciones inusuales que puedan estar 
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involucrados en delitos precedentes de lavado de activos, por medio de la aplicación de 

un proceso de descubrimiento de conocimientos en base de datos, procurando favorecer 

considerablemente los procesos de gestión del área encargada. A través, de esta 

innovación podemos notar los siguientes beneficios para prevenir el Lavado de Activos 

en la entidad financiera:  

- Precisión de la información del área encargada. 

- Proporciona información confiable, minimiza recursos para identificación de 

operaciones inusuales, la identificación de operaciones inusuales será más 

eficiente y eficaz. 

1.4. OBJETIVOS DE LA INVESTIGACIÓN 

1.4.1. Objetivo General 

Desarrollar un modelo de aprendizaje automático para identificar operaciones 

inusuales de lavado de activos en una entidad financiera. 

1.4.2. Objetivos Específicos 

▪ Evaluar las variables de datos generadas según los delitos precedentes de lavado de 

activos. 

▪ Determinar un modelo que se ajuste adecuadamente a los datos y brinde una 

precisión considerable.  

▪ Aplicar el modelo predictivo para la determinación de operaciones inusuales. 

1.5. HIPÓTESIS DE LA INVESTIGACIÓN 

1.5.1. Hipótesis General 

El modelo de aprendizaje automático identifica adecuadamente las operaciones inusuales 

de lavado de activos en una entidad financiera. 
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1.6. DELIMITACIÓN DE INVESTIGACIÓN 

El modelo de aprendizaje automático tendrá versiones de mejora, ya que este irá 

aprendiendo según la información que se le brinde, así mismo este modelo podrá ser de 

uso directo del área de Sistema de Prevención de Lavado de Activos y Financiamiento al 

Terrorismo (SPLAFT). 
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CAPITULO II 

REVISION DE LITERATURA 

Para sustentar la investigación, se realizó una recopilación de información 

partiendo de consideraciones teóricas generales  (2.1) de autores destacados en el tema y 

de esta manera poder comprender cómodamente la investigación al detalle, posterior a 

ello, se realiza una recopilación de información sobre los últimos avances del objeto de 

estudio. Finalmente se ahonda en el tema mediante los antecedentes nacionales e 

internacionales enfocados a la línea de investigación. 

2.1.ANTECEDENTES 

2.1.1. Antecedentes Internacionales 

Jullum et al (2020) realizó una revisión de los métodos de inteligencia artificial 

más avanzados en el blanqueo de capitales y menciona que raramente las instituciones 

financieras averiguan la culpabilidad o responsabilidad en un caso sospechoso de lavado 

de dinero, sin embargo, las entidades financieras se encargan de informar sobre algunas 

anomalías encontradas en las transacciones. Es por ello que, se propone un modelo para 

discriminar entre las transacciones legítimas y las transacciones sospechosas, utilizando 

datos financieros sintéticos debido al poco acceso a esta información. Para realizar el 

entrenamiento del modelo utiliza directamente las transacciones que realizan los clientes 

excluyendo los datos de las cuentas, y para determinar la muestra a analizar realiza una 

selección aleatoria. Luego del entrenamiento del modelo realiza una comparación entre 

los modelos desarrollados por el banco y los que se proponen en esta investigación. El 

modelo resultante posee pocas suposiciones sobre los patrones de lavado de activos y 

puede adaptarse continuamente a partir de nuevos datos, además el modelo predice 

transacciones sin mucho esfuerzo. Finalmente concluye que los encargados del área de 

supervisión de blanqueo de capital deben de constantemente alimentar el modelo con 
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nuevos casos de lavado de activos, además sugiere que se realice un estudio jerárquico 

de acuerdo a los niveles de sospecha con una extensión multi-clase del modelo. 

Chen et al (2018) realizó un estudio de los principales algoritmos de aprendizaje 

automático  como: redes neuronales, algoritmos genéticos, arboles de decisión, árbol 

aleatorio, máquina de vectores de apoyo y redes bayesianas utilizando como datos de 

entrenamiento registros de casos de lavado de activos que fueron ya identificados. Su 

objetivo es robustecer y mejorar los controles de los sistemas contra el lavado de activos 

utilizados actualmente en los bancos más importantes. Dentro de su metodología tiene las 

siguientes consideraciones en el procesamiento de los datos como son: La calidad de los 

datos y la precisión de la detección de patrones anómalos. Por otro lado, menciona que es 

importante considerar la escalabilidad del modelo para que pueda manejar millones de 

datos de transacciones financieras y finalmente de que estos modelos tienen que 

reaccionar en el momento de forma rápida y así procesar grandes volúmenes de datos de 

forma eficaz. Es así que llega a la conclusión de que, para mejorar los resultados del 

modelo, se debe de realizar un tratamiento previo de los datos mediante ingeniería de 

características esto debido a que actualmente se le presta poca atención a la garantía que 

pueden brindar los datos puesto que estos son proporcionados en bruto y resultan 

extremadamente grandes, y además concluyo que se debe mejorar la precisión de los 

motores de actuales de aprendizaje automático dado que las operaciones financieras 

pueden variar y se necesita por ello reforzar este aprendizaje mejorando el entrenamiento 

de los modelos.  

2.1.2. Antecedentes Nacionales 

Pacompia Lara (2017) desarrolló un sistema de recomendaciones mediante el 

análisis de datos y agrupamiento utilizando la herramienta de Data Mining optimizada 

con la técnica de inteligencia de enjambres, para de esta manera, crear un algoritmo 
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hibrido para la extracción de información relevante que le permita mejorar los procesos 

en la toma de decisiones, finalmente realiza una prueba de eficiencia de los algoritmos 

utilizados, mediante la comparación de las métricas dadas por los algoritmos, de esta 

manera, determinar la eficiencia de los algoritmos propuestos. Para ello utilizo el 

coeficiente de Silhouette con un resultado del 0.4152 con el cual logra realizar un ajuste 

considerable. Concluye que el algoritmo de Subtractive Clustering es una técnica rápida 

para determinar el número de cluster en un conjunto de datos, además también considera 

que la densidad de los datos es un factor que hace que aumente o disminuya el rechazo 

de aceptación, lo que nos lleva a que al momento de entrenar un modelo debemos de tener 

en cuenta el overfiting así como el underfiting.  

Alave Regente (2017) en su trabajo de investigación realizó un modelo de scoring 

donde identifica factores de riesgo que intervienen en el lavado de activos y del 

financiamiento del terrorismo, lo que permitirá crear una herramienta de prevención ante 

escenarios posibles de riesgo ya que los control de prevención y supervisión son 

vulnerables, por lo cual dicha herramienta fue relevante para el monitoreo de su objeto de 

estudio; la aplicación del modelo scoring le permitió dar calificación o puntuaciones a los 

clientes a base de clasificación de factores como zona geográfica laboral, actividad 

económica, clasificación crediticia aplicando también el modelo de regresión lineal donde 

tuvo como resultado óptimo para dos factores de riesgo para determinar el nivel de 

exposición de riesgo, entre ellos clasificación crediticia y el grado de ingresos. 

2.2. MARCO TEÓRICO 

2.2.1. Etapas del Lavado de Activos 

Según la (Superintendencia de Banca y Seguros AFP, 2016), las etapas de lavado 

de activos se caracteriza por la manipulación de grandes sumas de dinero físico, de baja 

denominación, y tiene como problema principal la rotación y etapas que activa una vez 
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que el dinero ilegal ingresa al sistema financiero. Es por ello que las bandas criminales 

realizan una serie de operaciones múltiples, que habitualmente acontecen en tres etapas: 

• Colocación: Ocurre cuando los delincuentes o lavadores, implantan el dinero 

ilegal, al sistema financiero, es la parte más débil o vulnerable de esta etapa, ya 

que generalmente muestran negocios fachada, que por sus peculiaridades o 

características crean dinero en efectivo, aparentemente legal. 

• Estratificación: Consiste en transformar, disimular el dinero ilegal en legal o 

licito, a través de confusas operaciones financieras y esta dificulte la verificación 

del mismo. 

• Integración: Ocurre cuando el lavador logra introducir el dinero en el mercado 

como si fuera absolutamente legal, los medios más operados en esta etapa son las 

empresas que realizan inversiones lo cual estas producen alta rotación del dinero 

además de ello tiene difícil control y monitoreo para sus transacciones, ya que 

estas pueden darse de diferentes lugares y en diferentes cantidades a nombre de 

distintas denominaciones. 

2.2.2. Tipologías de Lavado de Activos 

Según la Superintendencia de Banca Seguros y AFP, 2016 son aquellas técnicas, 

procedimientos que son utilizadas por la delincuencia para lavar activos, entre ellas se 

tiene las siguientes tipologías que se mencionan a continuación: 

• Trabajo de Pitufeo: Estructuración de transacciones en efectivo en cuantías 

pequeñas, para así evitar los controles y reportes pertinentes, por uno o varios 

individuos y que, al sumar el monto total representan cuantías considerables. 

• Garantías de Créditos: Los lavadores obtienen créditos, dando como garantías 

bienes y riquezas de origen ilícito, y/o por ventas fraudulentas, adquiriendo 

nuevos bienes, transferencias, o depósitos, para hacerlo aparentar como lícitas. 
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• Manejo de cuentas de terceros: Esta tipología se usa a cuentas de terceros para 

realizar transacciones financieras, con dinero de procedencia ilícita, el uso de 

estas cuentas se da con o sin el permiso de los titulares de dichas cuentas. En 

ocasiones los criminales o lavadores son socorridos por funcionarios de esa 

misma entidad. 

• Complicidad del Funcionario: Casos que individualmente o por acuerdo, el 

empleado de la entidad financiera acepta depósitos, de grandes sumas de dinero, 

a cambio de encubrir al lavado de activos de sus actividades ilícitas, así mismo 

evita controles del sistema, en apoyo al Lavado de activos 

• Empresas Fachada: Legalmente constituidas, realizan una actividad comercial 

que se presenta como fachada para el LA/FT, suelen realizar giros y 

transferencias. 

• Metas e incentivos: Esta tipología sucede cuando un personal o colaborador de la 

entidad le falta para completar en cumplir su meta asignada (en caso de créditos), 

es ahí cuando aparece el lavador, contacta al Asesor de Negocios y gestiona para 

ser el cliente estrella. Siempre aparecerá en aquellos momentos que más se 

requiere y dará la mano al Asesor de Negocios para que éste cumpla con sus 

metas. 

2.2.3. Señales de Alerta 

Estas señales de alerta son aquellos eventos u operaciones que salen de la 

normalidad, lo cual genera alertas que sirven como una herramienta para el sujeto 

obligado, considerándose atípicas, por lo tanto, requieren un mayor análisis, el mismo 

que puede identificar operaciones inusuales. 
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Superintendencia de Banca Seguros y AFP (2019), así mismo se debe mencionar 

que existen señales de alerta relacionadas a los clientes, trabajadores, comportamiento de 

empresas, asegurador, entre las más comunes podemos mencionar alguna de ellas: 

• El cliente se niega o evita brindar información actual, relacionado a su actividad 

económica, al momento de realizar una operación. 

• El cliente intenta sobornar o amenaza a los trabajadores de las entidades 

financieras para no llenar completamente los formularios o para que acepten 

información falsa. 

• Cliente identificado como persona PEP, el mismo que trata de evitar o no justifica 

el origen de su dinero con el que se vincula. 

• Créditos cancelados antes de tiempo, con un monto considerable de riesgo. 

2.2.4. Factores de Riesgo de Lavado de Activos 

Según el Art. 4° del Reglamento de Gestión de Riesgo de LA/FT toda empresa 

deben encargarse de gestionar o controlar los peligros a los que se encuentra frente 

al Lavado de Activos, lo anteriormente dicho en relación a los siguientes factores: 

- Clientes, factor de riesgo que determina su conducta, referencias y acciones, 

que presenta frente al inicio y durante toda el trato o relación comercial con la 

entidad, producida por la celebración de una formalidad en este caso contrato, 

mediante este factor se puede generar un perfil de cliente, por ejemplo: edad, 

profesión u ocupación, actividad económica, inicio de su actividad, si es 

persona natural o jurídica entre otros. 

- Productos y/o Servicios, este factor de riesgo determina la cantidad de 

productos activos o pasivos como créditos y/o cuentas de ahorro que presenta 

el cliente en la entidad financiera o caso contrario pueden ser terceros o 

usuarios que usan servicios como giros, pago de servicios entre otros. 
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- Zona Geográfica, el factor de zona, permite diferenciar variables como la 

nacionalidad del cliente, tanto a nivel local, nacional como internacional, 

tomando en cuenta sus rasgos de seguridad, económico-financieras y socio 

demográficas, entre otras. Este factor también permite identificar en que zona 

opera dichas transacciones, donde están ubicadas las sucursales de la empresa 

para así vincular al proceso de operación. 

2.2.5. Régimen Reforzado 

SBS (2019) el Régimen reforzado, trata sobre la clasificación de clientes de alto 

riesgo, que las empresas deben incluir dentro de este régimen, es decir aquellos 

que requieran de un mayor análisis de verificación y monitoreo, entre ellos se 

encuentran aquellos clientes con las siguientes características: 

• Personas nacionales o extranjeros no residentes en Perú. 

• Personas Jurídicas no domiciliarias 

• Clientes que sean PEP. 

• Clientes relacionados con personas naturales o jurídicas sujetas a indagación o 

procesos legales concernientes a lavado de activos. 

2.2.6. Modelos de validación cruzada  

Este modelo de validación cruzada permite evaluar modelos de 

aprendizaje automático manipulando subconjuntos con diferentes datos de 

entrada, se puede configurar para que pueda realizar “k” interacciones que 

dividen los datos de entrada en “k” subconjuntos de datos u interacciones. 

(Amazon Machile Learning, 2022) 
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Figura 1: Método de validación cruzada 

 
Fuente: https://docs.aws.amazon.com/es_es/machine-learning/latest/dg/cross-validation.html 

 

La validación cruzada es constantemente utilizada para medir los modelos 

y evitar determinar un modelo con sobreajuste. 

 

Hay dos características importantes del error aparente que siempre 

debemos considerar: 

De acuerdo a lo mencionado por Rafael A. Irizarry 2021 afirma que existen 

importantes características del error que podemos evitar con la utilización de la 

validación cruzada; podemos evitar un sobreentrenado del modelo propuesto, 

puesto que, si entrenamos un algoritmo de aprendizaje automático con el mismo 

set de datos que usamos para calcular el error aparente, el error que resulta a 

primera instancia será una subestimación del error indicado. 

Si aplicamos la validación cruzada nuestros datos son aleatorios, el error 

aparente es una variable aleatoria. Dado que tenemos una muestra aleatoria de una 

población más grande un algoritmo puede tener un error aparente menor que otro 

algoritmo debido a la suerte, haciendo un modelo mucho más confiable. 

 

https://docs.aws.amazon.com/es_es/machine-learning/latest/dg/cross-validation.html
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2.2.7. Modelos de Aprendizaje Automático 

2.2.7.1. Random Forest Classifier 

Es una técnica de aprendizaje automático formado por un conjunto de árboles de 

decisión independientes, donde cada árbol es entrenado con una muestra distinta, que es 

generada mediante bootstrapping. Para obtener la predicción final del algoritmo se unen 

las predicciones de todos los árboles que inicialmente fueron separados y que unidos 

forman el modelo. 

Los métodos de aprendizaje automático con árboles son conformados por 

conjunto de técnicas supervisadas no paramétricas que segmentan el espacio de 

aplicación de los predictores en regiones simples, dando gran potencial de efectividad al 

modelo, además de que consiguen de una forma más sencilla manejar las interacciones 

2.2.7.2. Logistic Regression 

El modelo de regresión logística es un instrumento estadístico que modela 

probabilidades de problemas de clasificación con dos posibles resultados o también 

llamado dicotómico dando como resultado la ausencia o presencia de un resultado. Es 

una extensión del modelo de regresión lineal para problemas de clasificación. 

Un modelo aplicado para la clasificación con regresión logística usa la función 

logística para exprimir el resultado de una ecuación lineal entre 0 y 1. 

La regresión logística también conocida como regresión logit, clasificación de 

máxima entropía o clasificador logarítmico lineal todas se modelan mediante una función 

logística asignando probabilidad de ocurrencia de eventos, como también determinan los 

pesos de las variables. 

Los solucionadores "lbfgs", "sag" y "newton-cg" solo admiten ℓ2 regularización 

o no regularización, y se encuentra que convergen más rápido para algunos datos de alta 

superficie. La configuración multi_class en "multinomial" con estos solucionadores 
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experimenta un serio modelo de regresión logística multinomial, lo que significa que sus 

estimaciones de probabilidad deben estar mejor graduadas que la configuración 

predeterminada "uno contra el resto". (M. Bishop, 2007) 

La regresión logística transforma el valor devuelto por su modelo dando 

resultados entre 0 y 1,  

𝐹𝑢𝑛𝑐𝑖ó𝑛 𝑠𝑖𝑔𝑚𝑜𝑖𝑑𝑒 =  𝜎(𝑥) =  
1

1 + 𝑒−𝑥
 

𝑃(𝑌 = 𝑘 ⋮ 𝑋 = 𝑥) =
1

1 + 𝑒−(𝛽0+𝛽1𝑋)
 

𝑃(𝑌 = 𝑘 ⋮ 𝑋 = 𝑥) =
1

𝑒(𝛽0+𝛽1𝑋)

𝑒(𝛽0+𝛽1𝑋) +
1

𝑒(𝛽0+𝛽1𝑋)

 

𝑃(𝑌 = 𝑘 ⋮ 𝑋 = 𝑥) =
1

1 + 𝑒(𝛽0+𝛽1𝑋)

𝑒(𝛽0+𝛽1𝑋)

 

𝑃(𝑌 = 𝑘 ⋮ 𝑋 = 𝑥) =
𝑒(𝛽0+𝛽1𝑋)

1 + 𝑒(𝛽0+𝛽1𝑋)
 

 

2.2.7.3. Gradient Boosting Classifier 

Este modelo se determina de un conjunto de árboles de decisión donde el 

aprendizaje se genera por conjuntos que involucra la construcción de un modelo sólido 

mediante el uso de una serie de modelos "más débiles", en ese sentido cada árbol trata de 

mejorar a través de los errores de árboles anteriores. El acrecimiento de la gradiente se 

incluye en la categoría de métodos de impulso, que aprenden iterativamente de cada uno 

de los modelos débiles para construir uno sólido. 

Gradient Boosting permite utilizar cualquier función de coste diferenciable. La 

flexibilidad de este algoritmo ha hecho posible aplicar a varios problemas convirtiéndolo 

en uno de los métodos de mayor éxito con la idea general es entrenar modelos de forma 
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secuencial, de forma que cada modelo ajusta los residuos (errores) de los modelos 

anteriores. 

Predicción de la variable respuesta 

𝑓1(𝑥) ≈ 𝑦 

Calculo de residuos, con el cual se trata de corregir el error dado por el modelo 𝑓1. 

𝑓2(𝑥) ≈ 𝑦 − 𝑓1(𝑥) 

Calculo de residuos con dos modelos dados los errores del modelo 𝑓1 y 𝑓2 para 

mejorar el modelo 𝑓3. 

𝑓3(𝑥) ≈ 𝑦 − 𝑓1(𝑥) − 𝑓2(𝑥) 

2.2.7.4. Support Vector Classifier 

Método de clasificación binaria que desarrolló y se conformó como múltiple es 

un referente de aprendizaje estadístico, se basan en el concepto de hiperplano necesitando 

conocer de forma sólida conceptos de algebra lineal. El modelo ubica un hiperplano en 

un espacio N-dimensional que logre clasificar claramente los datos en el plano, busca el 

margen máximo y utiliza la máxima distancia entre puntos de datos de ambas clases para 

maximizar la distancia del margen de confianza. 

La distribución de las observaciones permite separar en dos clases linealmente de 

forma perfecta. 

𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 + ⋯ +  𝛽𝑝𝑋𝑝 > 0, 𝑠𝑖 𝑦𝑖 = 1 

𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 + ⋯ +  𝛽𝑝𝑋𝑝 < 0, 𝑠𝑖 𝑦𝑖 = −1 

De acuerdo a este contexto, el clasificador asigna cada observación a una clase 

dependiendo del lado en el hiperplano se ubique, con ello se da la confianza de la 

clasificación. 

Pueden existir varios hiperplanos perfectamente separados linealmente con lo que 

permite un clasificador óptimo. 
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2.2.7.5. XGBoost 

El presente modelo brinda un impulso de aprendizaje mediante arboles paralelos, 

optimizada con el aumento de gradiente distribuida trazada para ser crecidamente 

eficiente, maleable y portátil. Implementa algoritmos de aprendizaje automático en el 

marco de Gradient Boosting, XGBoost proporciona un aumento de árbol paralelo 

(también conocido como GBDT, GBM) que resuelve muchos problemas de ciencia de 

datos de una manera rápida y precisa. 

XGBoost se usa para problemas de aprendizaje supervisado, donde se usan los 

datos de entrenamiento para predecir una variable Y o deseada. La tarea de entrenar el 

modelo consiste en encontrar los mejores parámetros que mejor se ajustan a los datos de 

entrenamiento X y etiquetas Y. 

Donde L es la función de perdida, cuya función es medir que tan predictivo es el 

modelo según el entrenamiento y Ω es el termino de regularizacion controla la 

complejidad del modelo y ayuda a evitar el sobreajuste. 

𝑜𝑏𝑗(𝜃) = 𝐿(𝜃) + Ω(𝜃) 

𝐿(𝜃) = ∑(𝑦𝑖 − 𝑦𝑖)
2

𝑖

 

2.2.7.6. MLP Classifier 

Modelo clasificador de múltiples clases utilizado para determinar patrones de 

comportamiento, detención de fallas entre otros. 

Este algoritmo de aprendizaje supervisado trabaja un perceptrón multicapa 

diseñando una red neuronal artificial formada por múltiples capas que no son linealmente 

separables lo cual sería su principal limitación. 

Donde f es la función de activación que las neuronas de k-esima capa utiliza, las 

capas de entrada se expresan en X simultáneamente conectadas con otra capa anterior. 

𝑍𝑘  =  𝑓𝑘(𝑊𝑘𝑋𝑘 + 𝑏𝑘)  
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2.2.8. Ingeniería de características 

Las características más utilizadas en el campo de aprendizaje automático que 

permiten la transferencia de datos en bruto a características más adecuadas para su 

posterior aplicación y mejora de los resultados pueden llevarse a cabo utilizando las 

siguientes técnicas. 

Tabla 1: Técnicas de ingeniería de características de aprendizaje automático 

 N° Técnica Descripción Formas de utilizar 

1 Imputación 

Encargada de preparar los datos en 

razón de solucionar datos perdidos u 

posibles valores faltantes 

interrumpidos durante el flujo de 

datos u problemas de privacidad. 

Imputación Numérica e 

imputación categoría. 

2 
Manejo de 

valores atípicos 

Encargada de solucionar y detectar 

valores atípicos para de esta manera 

mejorar la precisión del algoritmo. 

Desviación Estándar u 

percentiles. 

3 Binning 
Su objetivo es evitar el sobreajuste y 

formar una data más robusta.  

Agrupación por 

Categorías. 

4 
Transformación 

de registro 

Ayuda al manejo de datos asimétricos 

para acercarse a una distribución 

normal disminuye el efecto de valores 

atípicos. 

Transformación 

logarítmica. 

5 
Codificación 

One-Hot 

Permite la distribución de los 

indicadores en columnas, y contribuye 

al mejor manejo de datos categóricos. 

Función One Hot. 

6 
Operaciones de 

agrupación 

Permite una mejor manipulación y 

modelado de los datos utilizando los 

conjuntos de datos. 

Función Group by() 

similar a una tabla 

dinámica. 

7 
Característica 

dividida 

Permite al algoritmo comprender la 

información y descubrir conocimiento 

esencial. 

SPLIT() 

8 Escalado 

Permite la normalización de los datos, 

técnica necesaria para algoritmos de 

clasificación. 

Normalización u 

Estandarización. 

Fuente: Elaboración propia. 

2.2.9. Tipos de métricas de rendimiento 

Los tipos de métrica de rendimiento son importantes ya que permiten identificar 

problemas o inquietudes de clasificación para discriminar algoritmos de Aprendizaje 

Automático y Deep Learning, dependiendo del objetivo de investigación para facilitar la 

elección del mejor algoritmo (Danjuma, 2015). 
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Tabla 2: Métricas para evaluar el rendimiento en clasificadores de aprendizaje 

automático y Deep Learning 

METRICA FORMULA DESCRIPCION 

Accuracy VP+VN/VP+VN+FP+FN La métrica mencionada, son 

clasificaciones predichas de 

manera correcta sobre el total 

de peticiones.  

Recall 

(sensibilidad) 

VP/VP+FN Es un conjunto de casos 

positivos bien clasificados. 

Especificidad  Es un conjunto de casos 

negativos o falsos bien 

clasificados. 

1-especificidad  Media armónica de las 

métricas accuracy y recall 

Índice kappa  Po = proporción de accuracy 

observado. Por lo tanto, Po = 

accuracy. 

Pe  Proporción de accuracy 

esperado por puro azar. 

AUC  Probabilidad de clasificar 

correctamente una clase 

positiva o verdadero al azar 

más que una negativa 

escogida a la suerte. 
Fuente: https://www.iartificial.net/precision-recall-f1-accuracy-en-clasificacion/ 

2.2.10. Metodología CRISP-DM:  

La metodología CRISP-DM, es un modelo probado para enfocar los desarrollos 

de ciencia de datos desde perspectiva empresarial - comercial, permite modelar procesos 

de ciencia de datos de una manera en la que los especialistas en esta materia enfocan el 

problema. Estos métodos permiten aplicar experiencias propias y también de los 

procedimientos estándar más conocidos dentro de la organización. En el caso de los 

proyectos de ciencia de datos que utilizan esta metodología han permitido más apoyo de 

las empresas privadas y organismos públicos. CRISP-DM representa el grado de 

utilización de las principales guías de impulso a proyectos de ciencia de datos según las 

encuestas realizadas. Como se puede observar CRISP-DM ha experimentado un ligero 

descenso en los últimos años, pero sigue siendo la más empleada de las distintas 

metodologías (Galán & Castro, 2015). 
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El modelo de CRISP-DM es flexible y se pueden personalizar fácilmente. permite 

centrarse en explorar y visualizar datos para descubrir patrones en datos financieros, 

permite crear un modelo de minería de datos que se adapte a sus necesidades concretas. 

Una ventaja de utilizar el presente modelo es la posibilidad de replicación de 

proyectos, además de su independencia de la industria, aplicación o proyecto. Así como 

su neutralidad con respecto a las herramientas y su enfoque en las situaciones de negocios 

y en el análisis técnico, así mismo, ayuda al proceso de planeación y gerencia del proyecto 

de ciencia de datos.  

De acuerdo a la investigación realizada por Daderman y Rosander en 2018, en el 

cual realizan la evaluación de marcos de trabajo para implementar el aprendizaje 

automático en el procesamiento de datos 

Figura 2: Metodología CRISP-DM utilizada en las competiciones de Kaggle 

 
Fuente: http://www.oldemarrodriguez.com/yahoo_site_admin/assets/docs/Documento_CRISP- 

DM.2385037 
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2.2.10.1. Comprensión del negocio: 

En la etapa de comprensión del negocio implica el buen entendimiento y 

conocimiento de los propósitos y requerimientos del negocio desde una perspectiva más 

empresarial o académica, con el objetivo de convertir en metas de tipo técnico y 

desarrollar un plan de o investigación de minería de datos. 

En esta primera etapa es fundamental ya que debe enfocarse al problema 

propuesto, el mismo que se proyecta a resolver, esto permitirá interpretar de manera 

coherente ara recolección de datos y posterior a ello dar inicio a un análisis efectivo. 

2.2.10.2. Comprensión de los datos: 

Después a la etapa de entendimiento de la empresa, es relevante perpetrar una 

recogida de información con el propósito de adecuarse con estos, identificando caracteres 

como su correspondiente calidad y determinando las asociaciones más sobresalientes 

entre ellos. Esta fase detalla el entendimiento de la información en conjunto con la 

perspicacia de la empresa lo cual involucra un esfuerzo y tiempo superior.  

En la etapa de comprensión de los datos, es necesario haber identificado con 

anterioridad los patrones variables que implican el análisis del problema, por ende, será 

mucho más fácil entablar adaptación a los datos que fueron recolectados, se debe 

mencionar que esta etapa se trabaja explorando verificación calidad en la información. 

2.2.10.3. Preparación de los datos 

Posterior a la etapa de comprensión de información, sigue la etapa de elaboración 

de información, el mismo que conglomera los procedimientos de elección, limpieza, 

selección de variables entre otras propiedades extras, composición de varios orígenes de 

información y modificaciones de formato. Lo anteriormente dicho avala la acomodación 

de la información recogida a los procesos y algoritmos que se empleen posterior a ello. 
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En esta etapa podemos mencionar que es esencial la selección de datos con los que se va 

a trabajar, consistencia de información, estructuración e integración de datos. 

2.2.10.4. Modelado 

En esta etapa del modelo, ya se debe tener una limpieza, estructuración de 

información, por lo cual al llegar a este punto, la técnica del modelo debe enfatizar 

a los datos adecuados, ya que se tiene un propósito de un problema para brindar 

una solución, entre todo lo dicho existen factores que permitirá la eficiencia del 

modelo como: factor tiempo, dar solución según el requerimiento, y los patrones 

establecidos, no ir más allá de lo estipulado. 

Esta parte del modelo se debe mencionar que una vez haya la selección de la 

técnica, se debe general un plan de prueba, construir y al finalizar una valoración 

del modelamiento. 

2.2.10.5. Evaluación 

La etapa de evaluación, como su mismo nombre menciona, quiere decir que se 

medirá de acuerdo al criterio de éxito según el problema planteado, que fiabilidad 

existe en el resultado, o si se obtuvo una solución al problema planteado, además 

de mencionar que herramientas se deben emplear para una correcta evaluación de 

resultados, en esta etapa se involucran algunos procesos como: Evaluar, Revisar 

y determinar el resultado. 

2.2.10.6. Implementación 

Esta etapa se desarrolla una vez que el modelo se ha validado. Dicha etapa reside 

en la evolución del saber conseguido en actividades en el procedimiento de ejercicio, por 

medio de las siguientes instrucciones.  

El resultado del modelo debe detallarse o documentarse correctamente para 

facilitar la comprensión del usuario y de esta forma generar mayor saber. La ejecución se 
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compone de 4 procesos: Planeamiento de ejecución, Monitoreo y Sostenimiento, Reporte 

Concluyente y Observación de la investigación.  

De acuerdo a la metodología descrita, así como cada etapa que le complementa, 

es muy necesario afinar o definir el los datos, herramientas y técnicas de modelamiento 

para así compensar los requisitos del método. 

2.2.11. Métodos para la detección de valores atípicos. 

• Método de desviación estándar. – Desviación estándar en un método para 

detección de valores atípicos este se considera una desviación estándar respecto 

a la media agrupamos el 68% de los datos, el 95% se encuentra dentro de dos 

desviaciones estándar y el 97% dentro de 3 desviaciones estándar. Si alguno de 

los datos excede las 3 desviaciones por ambos extremos, podemos concluir que 

se puede tratar de un dato anómalo o atípico. 

𝐶𝑜𝑒𝑓. 𝑉𝑎𝑟𝑖𝑎𝑛𝑐𝑖ó𝑛(%) =
𝑑𝑒𝑠𝑣. 𝑒𝑠𝑡á𝑛𝑑𝑎𝑟

𝑝𝑟𝑜𝑚𝑒𝑑𝑖𝑜
∗ 100 

𝑧𝑠𝑐𝑜𝑟𝑒   =  
(𝑑𝑎𝑡𝑜 − 𝑝𝑟𝑜𝑚𝑒𝑑𝑖𝑜)

𝑑𝑒𝑠𝑣. 𝑒𝑠𝑡𝑎𝑛𝑑𝑎𝑟
 

𝑎𝑏𝑠(𝑧𝑠𝑐𝑜𝑟𝑒) > 3;  𝑒𝑙 𝑑𝑎𝑡𝑜 𝑒𝑠 𝑎𝑡𝑖𝑝𝑖𝑐𝑜 

𝑎𝑏𝑠(𝑧𝑠𝑐𝑜𝑟𝑒) < 3;  𝑒𝑙 𝑑𝑎𝑡𝑜 𝑛𝑜 𝑒𝑠 𝑎𝑡𝑖𝑝𝑖𝑐𝑜 

• Método de Caja y bigotes. –  Método que divide el conjunto de datos en 4 

intervalos, utiliza la mediana, los cuartiles y el rango intercuartil para poder 

definir los bigotes de la caja, estos bigotes representan los límites de una 

distribución normal, aquellos datos que se encuentren fuera de estos límites son 

considerados como atípicos. Se trata de la agrupación de los datos a través de los 

cuartiles, en esta ocasión los bigotes tanto inferior como superior son los límites 

de la distribución de datos.  

Si existe algún dato que este fuera de los límites este se considera atípico. 
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𝐼𝑄𝑅 = 𝑄3 − 𝑄1 

𝐿𝑖𝑚𝑖𝑡𝑒 𝑖𝑛𝑓𝑒𝑟𝑖𝑜𝑟 = 𝑄1 − 1.5 ∗ 𝐼𝑄𝑅 

𝐿𝑖𝑚𝑖𝑡𝑒 𝑠𝑢𝑝𝑒𝑟𝑖𝑜𝑟 = 𝑄3 + 1.5 ∗ 𝐼𝑄𝑅 

• Método DBScan Clustering: Consiste en agrupar los datos utilizando la 

distancia que existe entre cada dato, de tal manera, que se pretende encontrar una 

relación, en caso de que un dato no se encuentre en ningún grupo pasa a ser 

considero como un noise point. Se deben considerar los siguientes puntos: 

- (min_samples) número mínimo de puntos centrales necesarios para 

conformar un grupo. 

- (eps) Distancia máxima entre dos puntos para que puedan considerarse en 

un mismo grupo 

- Puntos fronterizos se encuentran lejos del centro del grupo. 

- Noise Points, estos no pertenecen a ningún grupo de datos, y se los 

considera anómalos. 

2.3. GLOSARIO DE TÉRMINOS BÁSICOS 

2.3.1. Algoritmo 

Conjunto de operaciones e instrucciones secuenciales que resuelven un problema, 

mediante una estructura con la cual se puede describir la solución. (Balderrama Vásquez, 

2006) 

2.3.2. Aprendizaje Automático 

Aprendizaje Automático, consiste en el diseño de algoritmos que extraigan 

automáticamente información valiosa de los datos, de tal manera que puedan aplicarse en 

grandes conjuntos de datos, y así lograr producir conocimiento significativo, finalmente 

afirma que comprende de tres partes importantes como son: datos, un modelo y 
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aprendizaje, se debe mencionar que es uno de los campos de la Inteligencia Artificial 

(Deisenroth et al., 2020) 

El aprendizaje automático es la disciplina que resuelve dificultades o problemas 

de manera heurística mediante un procedimiento de pruebas y errores, para ello incorpora 

información fundamentada en conocimientos anteriores y así mismo, mediante el 

tratamiento de datos y la identificación de patrones para así poder clasificar indagaciones 

en diferentes clases que resulten ventajosos para la toma decisiones respecto a un 

determinado problema.(Benítez et al., 2013) 

2.3.2.1. Aprendizaje Supervisado 

Esta clase de algoritmo utiliza datos de entrenamiento etiquetados para de esta 

manera organizarlos y ubicarlos dentro de una categoría, el humano le proporciona una 

retroalimentación durante el proceso de aprendizaje. (Rouhiainen, 2018) 

2.3.2.2. Aprendizaje no Supervisado. 

Esta clase de algoritmo que no presenta una asociación o alguna etiqueta colocada 

a la información por un revisor humano, los algoritmos de esta clase de aprendizaje 

automático tienen que encontrar la manera de clasificar los datos por sí mismo, es 

utilizado para descubrir nuevos grupos o patrones a partir de la data de 

entrada.(Rouhiainen, 2018) 

2.3.3. Financiamiento del Terrorismo 

El Financiamiento del terrorismo, es toda representación, actividad, muestra de 

operación económica, que facilite sustento económico a las acciones de elementos o 

grupos terroristas, mediante el sistema financiero, aclarando que no importa si el origen 

de los recursos es lícito o ilícito. (Superintendencia de Banca y Seguros AFP, n.d.) 
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2.3.4. Inteligencia 

Según la Real Academia Española precisa a inteligencia como “la capacidad de 

entender y comprender, capacidad de resolver problemas. Además, se la define como el 

discernimiento, comprensión u acto de entender”. 

2.3.5. Inteligencia Artificial 

Es la ciencia con la cual se construyen maquinas que requieren de inteligencia al 

momento de realizar alguna actividad.(McCarthy & Minsky, 1958). Disciplina que emula 

algunas facultades intelectuales humanas en sistemas artificiales, proporcionando 

capacidad a las máquinas mediante el manejo de algoritmos para aprender y extraer 

información relevante de grandes conjuntos de datos,  

y así utilizar lo aprendido en la toma de decisiones, tal y como lo haría un ser 

humano. (Benítez et al., 2013) 

2.3.6. Lavado de Activos 

Conjunto de actos financieros delictivos que cuyo objetivo es integrar recursos de 

origen ilícito o delictivo al sistema financiero como económico legal. Estos actos buscan 

la manera de que los bienes puedan tomar forma aparentemente licita y así hacer uso de 

ella sin mayor problema en el mercado.(SBS, n.d.) 

2.3.7. Informe de Inteligencia Financiera (IIF) 

El informe de Inteligencia Financiera es un documento de carácter confidencial y 

discreto, que emite la UIF-Perú luego de los análisis e investigaciones de los ROS 

(Registro de Operación Sospechosa) el cual reciben de los sujetos obligados o de la 

información que existe en las bases de datos de la SBS, en el que concluye que los casos 

materia de análisis e indagación pueden estar vinculados a tareas de lavado de activos, o 

asociados a sus crímenes previos de LAFT.  
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No poseen valoración evidenciable y no se pueden emplear como prueba en 

ningún procedimiento reglamentario, de gestión y/o respectivamente disciplinario, a 

excepción de los pertinentes anexos que lo fundamentan, en el momento que se tiene la 

apropiada autorización manifestada por la UIF-Perú para su utilización completa o parte 

(Superintendencia de Banca y Seguros AFP, 2021). 

2.3.8. Operaciones Inusuales 

Una operación inusual se afirma cuando las características resaltantes de la 

operación o transacción no guarda ninguna relación con la actividad económica del 

cliente o escapan de los patrones normales del mercado, esto quiere decir, si una 

operación es calificada como inusual, es porque se han activado alertas para hacer un 

seguimiento más efectivo al cliente y al final determinar si es o no una operación inusual. 

(Superintendencia de Banca y Seguros AFP, n.d.) 

2.3.9. Sujeto Obligado 

Los Sujetos Obligados son empresas del sistema financiero, seguros y otros que 

comprende la Ley N° 27693, los cuales están impuestos u obligados a proporcionar todo 

tipo de información de las personas naturales y jurídicas para que puedan ser utilizados 

en afán de prevenir, advertir, detectar y notificar a la UIF-Perú acerca de operaciones 

sospechosas a través de un Reporte de Operaciones Sospechosas.(Superintendencia de 

Banca y Seguros AFP, n.d.) 

2.3.10. Operación Sospechosa 

Se consideran operaciones sospechosas, a aquellas operaciones que con 

anterioridad han sido reportadas como inusuales, y realizando un seguimiento más 

exhaustivo se determina que las señales de alerta determinan que es una operación 

sospechosa, ya sea por motivos que no existe sustento de actividad económica o que se 

confirme que la información proporcionado ha sido falsa y que por el número y cantidades 
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transadas puede conducir suficientemente a sospechar que se está manipulando a la 

empresa o entidades para trasladar, operar, aprovechar o invertir recursos procedentes de 

actividades delictivas o destinados a su financiación. (Superintendencia de Banca y 

Seguros AFP, n.d.) 

2.3.11. Ingeniería de características 

Se le conoce comúnmente como el conjunto de técnicas que permiten la 

transferencia de datos en bruto a características más adecuadas de esta forma dan mayor 

valor a la información para su posterior aplicación, para ello, se pueden utilizar métodos 

de descomposición, para mejorar los resultados y el rendimiento de la clasificación 

respecto a los parámetros. 

2.3.12. Métricas de evaluación de aprendizaje automático 

Una métrica de evaluación es un mecanismo integral de cualquier proyecto de 

ciencia de los datos. El objetivo es estimar la precisión de la generalización de un modelo 

sobre los datos futuros (no vistos/fuera de muestra). Las métricas más frecuentes usadas 

en clasificación predictiva por investigadores en estudios son: accuracy, recall (o 

sensibilidad), matriz de confusión, F1- score, curva ROC y AUC (Catal, 2012). Las dos 

primeras medidas son muy eficientes en el caso de trabajar con datos balanceados; sin 

embargo, pierden confiabilidad al trabajar con datos desequilibrados (Perotte, Pivovrov, 

Natarajan, Weiskopf, Wood, & Elhdad, 2014) 
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2.4. OPERACIONALIZACIÓN DE VARIABLES 

Tabla 3: Operacionalización de variables 

 Tipo de 

variable 

Definición de 

variable 

Definición 

Conceptual 

Dimensio

nes 

Indicadores Escala 

Independien

te 

Modelo de 

Aprendizaje 

automático 

Herramienta para 

la identificación 

de patrones de 

comportamiento, 

entrenada de 

acuerdo a la data 

histórica  

Precisión Normalización 

de datos 

Sensibilidad 

Especificidad 

 

 

 

 

Porcentaje 

 

Porcentaje 

 

Dependient

e 

Operaciones 

inusuales - 

Lavado de 

activos 

Se refiere a la 

identificación de 

operaciones 

inusuales, que 

están fuera de los 

parámetros 

normales. 

Nivel de 

confianza 

Cantidad de 

operaciones 

inusuales  

Cuantitativo 

Fuente: Elaborado por el equipo de trabajo 
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CAPITULO III  

MATERIALES Y METODOS 

3.1.UBICACIÓN GEOGRÁFICA DEL ESTUDIO 

El presente proyecto se realizó en la ciudad de Puno, Caja Rural de Ahorro y 

Crédito Los Andes. 

3.2. PERIODO DE DURACIÓN DEL ESTUDIO 

La duración se realizó durante el año 2020 y dos primeros trimestres del 2021 para 

la aplicación. 

3.3.TIPO Y DISEÑO DE INVESTIGACIÓN 

3.3.1. Tipo de investigación 

El estudio es aplicado, debido al conocimiento ya existente y la tecnología 

necesaria para la identificación de operaciones inusuales, por otro lado, el nivel de 

investigación es explicativo, ya que se podrá ver su efecto dependiendo de una o más 

causas establecidas según los patrones del modelo de aprendizaje automático, al mismo 

tiempo según la naturaleza de sus datos es una investigación cuantitativa. 

3.3.2. Diseño de investigación 

El diseño de la presente investigación es experimental, debido a que no habrá 

modificación del comportamiento de la población. 

3.3.3. Población 

La población a la que nos enfocamos cuenta con un total de 2,705 clientes 

inusuales activos al cierre de diciembre del 2020. 

3.3.4. Muestra 

Se ha empleado como muestra clientes de créditos de la “Caja Rural de Ahorro y 

Crédito los Andes” de los cuales 2178 clientes (80.5%) se utilizaron para el entrenamiento 
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del algoritmo y 527 clientes (19.5%) fueron evaluados para identificar posibles clientes 

inusuales. 

Esto debido a que no se utilizó un muestreo estadístico, ya que se utiliza la 

información de los clientes en su totalidad, del periodo 2020. 
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CAPITULO IV  

RESULTADOS Y DISCUSION 

4.1. RESULTADOS 

4.1.1. Evaluación de fuentes de datos  

Según la (Superintendencia de Banca y Seguros AFP, 2016) para la identificación 

de los factores de riesgo se tuvo como base el Reglamento de Gestión de Riesgo de LA/FT 

con resolución SBS Nº 2660-2015 se muestra en el Anexo 1, que según el Art. 4° las 

empresas gestionan los riesgos de Lavado de Activos relacionados a: 

• Clientes, factor que indica el comportamiento, antecedentes y actividades, al 

inicio y durante toda la relación comercial, se obtuvo una evaluación de las 

principales características como: edad, profesión u ocupación, actividad 

económica, entre otros. 

• Productos y/o Servicios, este factor permitió identificar la cantidad de 

productos ya sea pasivo o activos que mantiene con la entidad financiera. 

• Zona Geográfica, El factor zona geográfica, permitió clasificar variables 

como tipo de vivienda, departamento, provincia donde se apertura la cuenta 

ya sea de crédito o ahorro. 

Con esa definición inicial se nos proporcionó una base de datos con un total de 

2,705 clientes con datos relevantes y no relevantes, considerando que para los modelos 

de aprendizaje automático.  

4.1.1.1. Comprensión del Negocio  

La data de prueba permitió ejecutar al modelo propuesto, ya que esta información 

contiene variables que el área correspondiente usa para identificar operaciones inusuales, 

dicha identificación se realiza trimestralmente, lo cual hace que existan clientes 
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recurrentes en cada periodo en el que se reporta a los entes de supervisión, se muestra en 

la Tabla 4. Campos de la base de datos de operaciones inusuales. 

Tabla 4: Campos de la base de datos de operaciones inusuales 

Fuente: Elaboración propia 

Para desarrollar un análisis de datos utilizando Aprendizaje Automático es 

importante tener certeza de que la fuente de datos sea fidedigna, la base de datos que se 

ha tomado en cuenta para este estudio contiene a casos de clientes inusuales de lavado de 

activos que han sido reportados a la Unidad de Inteligencia Financiera según lo dispuesto 

en la normativa vigente, estos han sido almacenados en una base de datos denominada 

lista negra que la entidad financiera utiliza para su exclusión; por cuestiones de privacidad 

se han eliminado todo tipo de datos que puedan ser utilizados para identificar a las 

personas a las que corresponden, pero se ha mantenido la información que permita 

identificar un comportamiento inusual de estos clientes y con ello conseguir los resultados 

esperados en la investigación, se debe mencionar que la base de datos de clientes 

inusuales brindó el conocimiento y aprendizaje necesario al modelo de aprendizaje 

automático (data de entrenamiento) como se muestra en la Tabla 4. 

4.1.1.2. Comprensión de los datos 

Para el segundo paso de comprensión de datos, se realizó recolección de 

información con el propósito de tener familiaridad con los propiedades, características, 
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variables y instaurando asociaciones entre estos, como se muestra en la Tabla 5., 

información de clientes inusuales. 

Tabla 5: Información de campos de la base de datos de clientes inusuales 

Fuente: Elaboración propia 

Una vez que se tenga la data de prueba y entrenamiento se realiza la exploración 

y, seguidamente se determinan las variables utilizadas para la identificación de patrones 

de comportamiento en clientes inusuales, como se detallan en la Tabla 6.  

Tabla 6: Descripción de los Campos de la Base de datos 

Nro. Variable Descripción 

1 PEP Esta variable, permitió definir que el cliente pertenece al 

Régimen reforzado, ya que es probable ser de alto riesgo 

por ser considerado persona expuesta políticamente, 

teniendo cargos como: congresistas, regidores, cargos de 

altos mandos públicos, etc. 

2 Tipo de cliente En la variable “Tipo de cliente”, pe pudo diferenciar entre 

nuevo y recurrente, quiere decir que un cliente nuevo es 

cuando por primera vez se vincula con la entidad 

financiera y un cliente recurrente, quiere decir aquel que 

ya tiene más de un producto con la entidad financiera. 

3 Estado de cliente Esta variable también permitió diferenciar, el estado 

actual en el que se encuentra si tiene productos vigentes 

o no, con la entidad financiera. 

4 Calificación de 

cliente. 

Esta variable permitió identificar la calificación crediticia 

del cliente, ya que entre ello se encuentra, En perdida, 

Con problemas potenciales, Deficiente, Normal. 

5 Edad La variable “Edad”, permitió clasificar el rango de edad 

para poder identificar el nivel de riesgo en el que podría 

encontrar. 

6 Nivel de instrucción El “Nivel de instrucción”, también ha mostrado la 

clasificación del nivel ya sea primaria, secundaria, 

universitario entre otros. 
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Nro. Variable Descripción 

7 Tipo de Persona Este tipo de variable permitió diferenciar si el cliente es 

una persona natural o jurídica dentro de ello, aquellos que 

son con fines o sin fines de lucro. 

8 Clasificación tipo 

persona 

La variable “Clasificación tipo persona” nos permitió 

diferenciar en caso la persona sea jurídica, dentro de ello 

a que clasificación corresponde puede ser: asociaciones, 

fundaciones, otros con fines de lucro; en caso la persona 

sea natural se podrá diferenciar: con negocio o sin 

negocio. 

9 Actividad económica Dentro de la variable “Actividad económica”, se pudo 

diferencias tanto a la persona natural como jurídica, el 

ámbito de negocio en el que se desempeña o simplemente 

la actividad que realiza. 

10 Profesión/ocupación Esta variable permitió clasificar la profesión u ocupación 

en el que se desempeña el cliente entre ellos podemos 

tomar como ejemplo: ama de casa, estudiante, zapatero 

entre otros. 

11 Cargo La variable cargo se basa para especificar el cargo de la 

profesión que desempeña, en caso de un profesional 

contador, puede tener el cargo de analista entre otros, esto 

permite ser más específicos con el nivel de riesgo tanto 

por cargo y profesión. 

12 Sector  La variable “Sector”, nos permitió evaluar dentro del 

factor zona geográfica, lo cual este también es parte de 

una medida de riesgo para el cliente como por ejemplo: 

urbano, rural, periurbano. 

13 Tipo vivienda El “Tipo de vivienda”, de igual manera su clasificación 

es determinar si es propia, autofinanciado, alquilado, lo 

cual hará que se pueda evaluar de una manera más 

específica. 

14 Nombre Agencia La variable “Nombre de agencia”, hizo mención a que 

oficina es donde se está realizando la operación, ya que a 

nivel nacional existen agencias de entidades financieras 

y muchas zonas o departamentos representan riesgo 

relacionado a LA/FT. 

15 Número de créditos 

Activos 

La variable “Número de créditos activos”, nos permitió 

evaluar el factor de comportamiento transaccional, solo 

la cantidad de productos activos en créditos. 

16 Número de créditos 

Cancelados 

La variable de “Número de créditos cancelados”, nos 

permite ver un panorama amplio de su comportamiento 

transaccional, en cuanto a la cantidad de productos 

cancelados en la entidad financiera. 

17 Número de 

Depósitos Activos 

La variable “Número de depósitos activos”, permitió 

evaluar el factor de comportamiento transaccional, solo 

la cantidad de productos activos en ahorros. 

18 Número de 

Depósitos 

Cancelados 

La variable de “Número de depósitos cancelados”, 

permitió ver un panorama amplio de su comportamiento 

transaccional, en cuanto a la cantidad de productos 

cancelados en la entidad financiera. 
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Nro. Variable Descripción 

19 Tipo de producto La variable de “Tipo de producto”, también nos permite 

ver la clasificación de productos según la entidad, si 

corresponde a micro mediana o pequeña empresa. 

20 Monto de 

Desembolso o 

apertura 

En este caso se considera como variable el “Monto inicial 

de operación”, ya que en este caso se analiza solo una 

señal de alerta que son cancelación anticipadas, entonces 

el monto inicial es una variable importante. 

21 Monto de Operación La variable del monto de operación, se refiere 

exactamente al monto que se utilizó para cancelar 

anticipadamente el producto de ahorro o crédito según 

corresponda. 

22 Tiempo faltante de 

pago 

La variable de “Tiempo faltante de pago”, es clave en esta 

señal de alerta ya que nos permitirá identificar el tiempo 

mínimo en el que se ha cancelado el crédito o la cuenta 

de ahorro, ya que cancelar en el menor tiempo posible 

conlleva a una posible inusualidad por parte del cliente. 

23 Motivo de 

cancelación 

La variable de “Motivo de cancelación”, nos permite 

diferenciar si fue una reprogramación, compra de deuda, 

o simplemente por decisión propia del cliente. 

24 

 

Tiempo de actividad La variable “Tiempo de actividad”, indica el inicio de la 

actividad económica del cliente, en otras palabras, 

demuestra que sustenta ingresos económicos con 

historial justificado.    
Fuente: Elaboración propia 

4.1.1.3. Preparación de los datos 

En esta etapa de exploración, se realizó un análisis previo de la estructura de los 

tipos de datos de forma general, y de esta manera, conocer aspectos como la cantidad de 

datos, la consistencia y el tipo de dato que corresponde de acuerdo a los campos de la 

base de datos que se analizó. 

Según S. Zhang “La Elaboración de Datos percibe a todos aquellos métodos de 

análisis de datos que permite optimizar la eficacia de un conjunto de datos de manera que 

las técnicas de extracción de conocimiento de datos puedan obtener mucho mayor y mejor 

información”. 

En el presente proyecto se realizó la preparación de los datos utilizando funciones 

como: “concat”, “combined”, “replace”, “inplace” de la librería Pandas para generar un 

conjunto datos más pequeños que el original y así mejorar la eficiencia en el 
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procesamiento de los datos. En esta transformación de datos se prioriza que estos sean de 

calidad y que permitan eficiencia, es por ello que, se procede a transformar todos los datos 

a tipo numérico para que el modelo reduzca el tiempo de procesamiento, así mismo se 

utilizó la transformación con la función “get_dummies” para indexar algunas 

características de los estudiantes que tienen distintas categorías y proporcionar un peso 

equitativo a cada categoría. 

Figura 3: Especificación de los datos 

 
Fuente: Elaboración propia 

 

La información proporcionada por el Área de SPLAFT contiene un total de 2705 

registros con 29 columnas correspondientes a casos de clientes inusuales de lavado de 

activo, para su análisis han sido cargados en un DataFrame de la librería Pandas que 

ofrece gran facilidad para el manejo de información; los tipos de datos en su mayoría son 
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del tipo categórico, pero a su vez y en menor cantidad contiene datos numéricos, entre los 

tipos de datos tenemos Float(5),int (5),Object(19), la memoria utilizada es de 612 kb. 

Parte del primer análisis de la información se conoció la relación entre las 

variables y determinar aquellas que podrían tener mayor influencia sobre el resultado final 

de la determinación de características, para esta evaluación inicial de la información se 

utilizaron los datos categóricos y su relación con el nivel de riesgo en lavado de activos 

dando como consecuencia preliminar la presencia de una asociación directa entre las 

variables analizadas, como se muestra en el Anexo 2. 

4.1.1.4. Pre-procesamiento de los datos 

En la segunda fase, se ha aplicó el pre-procesamiento de datos, teniendo como 

resultado una data objetiva, habiendo discriminado variables que no permitían la 

precisión de resultado. 

Para una adecuada aplicación de los algoritmos de Aprendizaje Automático es 

necesario realizar diversas modificaciones y ajustes tanto al conjunto de datos como del 

algoritmo elegido, con el fin de perfeccionar el proceso de aprendizaje, así mismo, lograr 

la máxima precisión al momento de identificar clientes inusuales de LAFT. 

4.1.1.5. Detección de Valores Atípicos 

Durante el pre-procesamiento de datos, se reconocieron a los valores que escapan 

del rango normal de donde se concentran la mayoría de las características,  

Los valores atípicos representan varias cuestiones, puede darse el caso de que se 

haya encontraremos posibles errores durante la carga de los datos, otro caso se da cuando 

los datos escapan de una distribución continua.  

Durante la ejecución de la función para la de limpieza de datos atípicos, como se 

visualiza en la figura 3 se programaron 100 corridas como máximo, el algoritmo utilizo 

a lo mucho 5 para detectar todos los valores atípicos.  
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El resultado de la ejecución se ve en la tabla 6, y se puede notar en los gráficos 

que la curva con desviación se va afinando con la eliminación de datos atípicos, además 

notamos una clara mejora en el cuadro de distribución de la información con un 

comportamiento lineal, así mismo, el grafico de caja y bigotes se encuentra mayormente 

centrara entre los cuartiles 1 y 3 denotando concentración de la información de forma 

uniforme. 

Figura 4: Código e identificación para la limpieza de Outlier 

 
Fuente: Elaboración propia 
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Tabla 7: Limpieza de variables con la detección de valores atípicos 

Variables Antes de la limpieza Después de la limpieza 

 

Variable Tiempo 

Faltante. 

La ejecución del 

algoritmo de limpieza 

no encontró datos 

atípicos en la variable. 

 

 
 

Monto Apertura 

Desembolso. 

Durante la ejecución 

se realizó el descarte 

de 4 datos atípicos 

encontrados por el 

algoritmo. 
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Monto Operación 

Soles.  

Durante la ejecución 

se realizó el descarte 

de 3 datos atípicos 

encontrados por el 

algoritmo 

 
  

Monto Operación 

Dólares 

Durante la ejecución 

se realizó el descarte 

de 3 datos atípicos 

encontrados por el 

algoritmo 

   

Edad del Cliente 

Durante la ejecución 

se realizó el descarte 

de 6 datos atípicos 

encontrados por el 

algoritmo 
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En Total 16 Registros Eliminados 

Fuente: Elaboración propia 

Estos resultados son producto de la función implementada para la limpieza de valores 

atípicos. 

4.1.1.6. Estandarización de los datos. 

En el pre-procesamiento o tratamiento de los datos, se consideró la normalización 

o estandarización de los datos, puesto que, son esenciales para mejorar el desempeño de 

los algoritmos de aprendizaje. Por otro lado, se debe tomar en consideración que un 

inadecuado manejo de estos métodos podría ocasionar una distorsión de los datos o un 

incremento en el sesgo al momento de realizar la predicción. 

En esta investigación se utilizaron algunos paquetes de la librería Scikit-learn de 

aprendizaje de máquinas y de software libre utilizando el lenguaje de programación 

Python, ya que contiene una variedad considerable de métodos para estandarizar los 

datos: normalización y escalado. 

• Método de escalado MinMax Scaler 

El procedimiento consiste en comprimir los datos entre límites 

generalmente entre 0 y 1 utilizando los valores mínimo y máximo del conjunto 

de datos.  

Se debe tomar en consideración verificar si existe ruido en la variable, 

puesto que, si este contiene ruido al momento de la compresión, ocasionara se 

amplié considerablemente y los datos se distorsionarán.  

𝑋𝑛𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑎𝑑𝑜 =
𝑋 − 𝑋𝑚𝑖𝑛𝑖𝑚𝑜

𝑋𝑚𝑎𝑥𝑖𝑚𝑜 − 𝑋𝑚𝑖𝑛𝑖𝑚𝑜
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• Método de escalado Standard Scaler 

Normaliza los datos eliminando la media de esta manera escala los 

datos hasta que la varianza llegue a ser uno. 

Para desarrollar este método se tomó en cuenta los estadísticos como la 

media y la desviación estándar del conjunto de datos, este método es sensible 

a los valores atípicos estos los encontramos cuando en la muestra existen 

valores muy grandes o muy pequeños respecto a la media. Para ello se 

recomienda previamente eliminar estos datos anómalos antes de ejecutar el 

método de escalado estándar. 

𝑋𝑛𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑎𝑑𝑜 =
𝑋 − 𝑋𝑚𝑒𝑑𝑖𝑎

𝑋𝑑𝑒𝑠𝑣𝑖𝑎𝑐𝑖ó𝑛 𝑒𝑠𝑡𝑎𝑛𝑑𝑎𝑟
 

• Método de escalado Robust Scaler 

Permite afrontar con menor riesgo a los datos anómalos, su 

procedimiento consiste en eliminar la media y escalar los datos de acuerdo a 

los rangos de cuartiles. 

 

4.1.1.7. Codificación de atributos categóricos 

• Label Encoding 

Permite convertir cada columna que contenga texto en formato 

número de tal manera poder reducir significativamente el trabajo de 

procesamiento durante la etapa de aprendizaje. 
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Tabla 8: Transformación de la data categórica, utilizando “Label Encoding” 

 
Fuente: Elaborado por el equipo de trabajo 

 

• One Hot Encoding. Esta herramienta suple la desventaja de la anterior 

permitiendo evitar el riesgo de una mala interpretación de los valores 

numéricos como una jerarquía, efectúa la codificación creando columna por 

cada característica según corresponda proponiendo una adecuada distribución 

del contenido.  

Tabla 9: Transformación de la data categórica utilizando “One Hot Encoding” 

 

Fuente: Elaborado por el equipo de trabajo 
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 Fuente: Elaboración propia 

Figura 6: Código de transformación de la información de datos categóricos 

 
Fuente: Elaboración propia 

 

Continuando con la exploracion de la información categórica se ha hecho uso de 

herramientas de frecuencia para conocer el comportamiento actual de la informacion, de 

tal manera se pudo identificar que como se observa en el primer cuadrante se realiza un 

cruce entre la clasificación del sujeto obligado según monto de la operación que realiza 

(mayor, menor) y la frecuencia para determinar el nivel de riesgo de LAFT, esto se puede 

evidenciar puesto que las personas que incurren en este delito generalmente utilizan la 

modalidad de pitufeo que consiste en manejar montos menores al umbral determinado 

Figura 5: Código de transformación de información de datos categóricos 
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por la SBS con el objetivo de evitar incontables papeleos que no pueden cumplir o ser 

evaluados por el área de Inteligencia financiera. 

Figura 7: Relación de los datos categóricos con los niveles de riesgo 

 

 

Fuente: Elaboración propia 

Como se visualiza en el primer cuadrante se realizó un cruce entre la clasificación 

del sujeto obligado según monto de la operación que realiza (mayor, menor) y la 

frecuencia para determinar el nivel de riesgo de LAFT, esto se puede evidenciar puesto  

que las personas que incurren en este delito generalmente utilizan la modalidad de pitufeo 

que consiste en manejar montos menores al umbral determinado por la SBS con el 

objetivo de evitar incontables papeleos o ser evaluados por el área de Inteligencia 

financiera. 
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Fuente: Elaboración propia 

 

 
 

 

 

 

 

Figura 9: Distribución de datos de monto, operaciones en soles. 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

4.1.1.8. Selección de características 

Para el ingreso de datos al algoritmo de aprendizaje se debe considerar aquellas 

características que tienen mejor indicador de correlación con el resultado al momento de 

Figura 8: Tiempo faltante para “Cancelación anticipada 
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entrenar el algoritmo, de esta manera mejoraremos su comportamiento y precisión 

detectando clientes inusuales. 

Para una medición de las variables será necesario evaluar la relación que tienen 

entre sí, para ello, mediante un análisis correlativo ayudara la comprensión del 

comportamiento de las variables de estudio. 

Correlación de Spearman, este nos permite identificarla asociación o 

interdependencia entre dos variables de estudio, empleando el estadístico de orden de x – 

y. 

𝜌 = 1 −  
6 ∑ 𝐷2

𝑁(𝑁2−1)
; donde N es el número de parejas de los datos 

El resultado oscila entre -1 y +1; con la cual podemos identificar si existe una 

asociación negativa o positiva respectivamente o 0, que significaría que no existe tal 

correlación con lo cual sería de poca importancia para el estudio.  

Este análisis correlativo de Spearman brinda la información necesaria para 

desplazar características donde la relación sea poco significativa y así poder descartar 

algunas características que frenan u quitan rapidez el análisis. 

Figura 10: Código para mostrar por imágenes de calor los indicadores de correlación. 

 
Fuente: Elaboración propia 
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Figura 11: Código para calcular los índices de correlación 

 

Fuente: Elaboración propia 

Para identificar el modelo optimo se seleccionó aquellas variables predicadoras 

que son más apropiadas para introducir a nuestro modelo, para ello se han utilizado 

modelos correlaciónales como Person y Spearman que brindan métricas de performance 

de la información respecto a la predicción. 

Las variables mostradas a continuación son aquellas seleccionadas más 

representativas que determinan el comportamiento de un cliente inusual. 

Tabla 10: Resultado del análisis correlacional de las características más representativas 

con respecto al nivel de riesgo LAFT 

  Riesgo de LAFT 

N° Característica Min Max 

1 Tipo Cliente 0.1 0.1 

2 Estado Cliente -0.1 -0.1 

3 Sector -0.1 -0.1 

4 Tipo Producto -0.2 -0.2 

5 Tiempo Faltante 0.4 0.4 

6 Calificación Crediticia -0.2 0.1 

7 Actividad del cliente -0.1 0.1 

8 Profesión Ocupación -0.1 0.1 

9 Cargo -0.1 0.1 

10 Tipo Vivienda -0.1 0.1 

11 Agencia de la Operación -0.1 0.1 

12 Edad -0.1 0.1 

13 Tiempo Actividad -0.1 0.1 

14 Monto de operación -0.1 0.2 

Fuente: Elaboración propia 
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Como resultado del análisis de correlación de variables se identificaron  14 más 

representativas que  están directamente proporcionales al riesgo LAFT, la que más resalta 

es el tiempo faltante, que corresponde al tiempo de antelación con el que fue cancelada la 

deuda con respecto al cronograma de pago, seguido al tipo de producto que identifica en 

nivel de evaluación que tuvo que realizarse para otorgar el crédito, conjuntamente de la 

calificación crediticia que el cliente tiene como deudor ante la SBS. 

Se debe utilizar información precisa y concentrada con el objeto de no distorsionar 

el modelo ocasionando un sobreajuste, se ejecutó un primer análisis con el método de 

correlación de Spearman identificando que dentro de las características más importantes 

tenemos, como se muestra en la Tabla 10. 

Tabla 11: Análisis correlativo de Spearman 

 
                               Fuente: Elaboración propia 

El tiempo faltante para cancelar una deuda, con un coeficiente de correlación 

comparada con el riesgo LAFT, del 43% siendo esta una de las características 

mayormente influyentes para identificar un cliente de alto riesgo, este resultado que está 

por encima de cero, significa que posee una correlación directa con el riesgo.  

El número de depósitos activos, lo que nos indica que el factor de comportamiento 

transaccional derivado de la cantidad de productos activos en ahorros que según el análisis 

correlativo nos arroja un 4% siento también un factor que impacta directamente y es 

importante para la elaboración de la calibración del modelo. 

Otros de los indicadores también fueron considerados como el número de créditos 

cancelados, monto de las operaciones en soles, el número de depósitos cancelados, el 
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tiempo en la actividad económica, el número de créditos activos, la edad y el monto 

desembolsado. 

4.1.2. Modelo para el ajuste de precisión considerable. 

Durante el modelado del algoritmo se dividió la data en entrenamiento y prueba y 

así evitar el sobreajuste. Primero se entrena el modelo en el conjunto de entrenamiento y 

luego se usa los datos del conjunto de prueba para medir la precisión del modelo 

resultante. Los estudios empíricos muestran que los mejores resultados se obtienen si 

usamos el 20-30% de los datos para pruebas y el 70-80% restante para entrenamiento.  

Figura 12: Metodología para el particionamiento de la data de entrenamiento y prueba 

 

Fuente: https://www.baeldung.com/cs/train-test-datasets-ratio 

Con conjuntos de datos que contienen observaciones considerablemente altas, 80:20 

es un buen punto de partida. En general, se debe asegurar de que el conjunto de prueba 

represente la mayor parte de la variación en el conjunto de datos esto se argumenta 

conforme a la ley de escala y el principio de Pareto. 

Para realizar la aplicación del modelo predictivo se consideró utilizar algunos 

modelos predictivos muy utilizados, que se ajustan adecuadamente a los datos pre 

procesados.   
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Figura 13: Código de Configuración de modelos predictivos 

 
Fuente: Elaboración propia 

En esta sección del proyecto, se realizó la distribución de los datos de 

características y resultados a cada variable del modelo a emplearse, empezando con las 

características y resultados que se encuentran en el archivo de entrenamiento, como 

también las características que han sido evaluadas por el modelo. 

F(X): Contiene las características de estudiantes durante el entrenamiento. 

y:  Almacenan los resultados del test computacional. 

F(X_Test): Contiene las características de estudiantes que serán evaluados por el modelo. 

Una vez que se permitió que el modelo aprenda por medio del conjunto de datos 

de entrenamiento proporcionando características y etiquetas, se midió el rendimiento que 

el modelo nos ofrece al identificar los patrones de comportamiento. 
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 El Clasificador de Regresión Logística se encuentra configurado con el 

solucionador newton-cg. Para problemas multiclase, solo 'newton-cg', 'sag', 'saga' y 

'lbfgs' manejan la pérdida multinomial;'liblinear' se limita a esquemas de uno contra el 

resto. 

4.1.1. Determinar modelo y precisión considerable 

Accuracy es una métrica para evaluar los modelos de clasificación. 

La precisión es la fracción de predicciones que nuestro modelo acertó. Formalmente, la 

precisión tiene la siguiente definición: 

 

Para la clasificación binaria, la precisión también se puede calcular en términos 

de positivos y negativos de la siguiente manera: 

 

Donde TP = Verdaderos positivos, TN = Verdaderos negativos, FP = Falsos 

positivos y FN = Falsos negativos. 
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Figura 14: Código de la función para calcular la estimación de la precisión y exactitud 

del algoritmo 

 

Fuente: Elaboración propia 

 

El área bajo la curva ROC (Receiver Operating Characteristics), o simplemente 

AUC, se ha utilizado para evaluar la capacidad predictiva del algoritmo de Regresión 

Logística, ya que AUC discrimina mejor y tiene mayor número de valores posibles, 

experimentos que muestran que el AUC es estadísticamente más discriminatorio que la 

precisión para el conjunto de datos binarios equilibrados. (Jin Huang, 2005). 
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Figura 15: Estimación de la Curva ROC 

 

 

Fuente: Elaboración propia 

La precisión alcanzada con el algoritmo de Regresión Logística según el área bajo 

la curva ROC representa un AUC de 71% con una desviación estándar mínima de 1. 

El Accuracy nos permitió evaluar los modelos de clasificación validando la 

fracción de predicciones que nuestro modelo acertó. Formalmente, la precisión tiene la 
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siguiente definición. 

Se ha visto por conveniente también utilizar la técnica Accuracy debido a que la 

metodología planteada trabaja con escenarios prestablecidos puesto que se trata de un 

análisis de aprendizaje supervisado, así mismo esta técnica permite determinar la 

precisión del resultado utilizando sentencias predefinidas que se incluyeron a la data de 

entrada. 

Tabla 12: Resultados de precisión del entrenamiento y prueba de los modelos de 

aprendizaje 

 
Fuente: Elaboración propia 

Si bien la precisión del 78.37% del Logistic Regression puede parecer buena a 

primera vista, otro modelo clasificador de clientes inusuales lograría una precisión 

parecida 76.86% XGBClassifier o como el GradientBoostingClassifier con 76.85% 

podrían alcanzar también buenos resultados. En otras palabras, el modelo no es mejor que 

uno que no tiene capacidad predictiva, sin embargo, otro indicador relevante es la 

desviación que presentan los modelos predictivos y el tiempo de ejecución del modelo, 

en ese caso también podríamos considerar que Logistic Regression presenta ventaja frente 

a los otros modelos predictivos. 

La regresión logística demuestra ser un potente algoritmo de aprendizaje 

automático supervisado que se acomoda con facilidad para problemas de clasificación 

binaria cuando el objetivo es categórico. La mejor manera de describir la regresión 
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logística es que es una regresión lineal, pero para problemas de clasificación. La regresión 

logística utiliza esencialmente una función logística definida a continuación para modelar 

una variable de salida binaria (Tolles & Meurer, 2016).  

La principal diferencia entre la regresión lineal y la regresión logística es que el 

rango de la regresión logística está limitado entre 0 y 1. Además, a diferencia de la 

regresión lineal, la regresión logística no requiere una relación lineal entre las variables 

de entrada y salida. Esto se debe a la aplicación de una transformación logarítmica no 

lineal a la razón de probabilidades. 

 

Figura 16: Resultado de la validación cruzada de los modelos de aprendizaje 

 
Fuente: Elaboración propia 

4.1.3. Validación del modelo predictivo para la determinación de operaciones 

inusuales. 

Después de haber realizado la ejecución del modelo, se pudo apreciar una 

notable mejora en la identificación del listado de clientes inusuales, cumpliendo así con 

el objetivo general de este trabajo de investigación, para explicar mejor esta mejoría se 

presenta a continuación la siguiente grafica de resultados. 
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Figura 17 :Resultado de riesgo según ejecución de modelo 

 
Fuente: Elaboración propia 

Podemos visualizar en la Figura, el 63 % representa la identificación de 

operaciones inusuales, y el 37% representa que las operaciones son normales. 

Debemos mencionar que, la entidad financiera realiza estos análisis de 

información con una metodología manual, por lo que cada día se debe emitir reportes de 

información para clasificar operaciones, dependiendo a ello la data de operaciones 

inusuales se va alimentando según las características que corresponden para identificar si 

una operación es inusual o no, sin embargo, en el proceso de identificación surgen varios 

factores que no permite el buen trabajo de análisis ya que la información que se maneja 

cada vez incrementa debido a  la cantidad de operaciones, así mismo el tiempo que toma 

realizar estos análisis de información no permite realizar un análisis más profundo de 

cada cliente para poder remitir información a los entes supervisores, ya que muchas veces 

se ha identificado un aproximado de 100 clientes en periodos mensuales y al realizar el 

seguimiento de cada uno de ellos se reduce a un 80% aproximadamente (según el área 

involucrada) el reporte de operaciones inusuales de los cuales solo el 5% 

aproximadamente se convierten en una operación sospechosa. Por otro lado, el modelo 

propuesto permite la identificación de operaciones inusuales según patrones establecidos 

37%

63%

Resultado de riesgo segun ejecucion de modelo

0

1
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por técnicas predictivas que no solo validan el riesgo, sino que también permiten ser más 

efectiva en factores como el tiempo y mejora de reportes en el envío de información a los 

entes supervisores.  

A continuación, se menciona un breve resumen del proceso que se realiza para la 

identificación de clientes inusuales según el modelo manual que usa actualmente el área. 

- Primero, se emiten reportes de información de clientes con cancelaciones 

anticipadas, reporte de operaciones con montos mayores al umbral 

establecido, reporte de operaciones diarias que hayan sido reportadas 

como inusuales por el usuario o que el encargado lo haya designado. 

- Segundo, se realiza un consolidado de toda la información y se aplican 

criterios aplicando ciertas características para disminuir las cantidades de 

los reportes como: cuantos de los clientes son PEP, el tipo de actividad 

económica, las cantidades de productos que tienen con la entidad, la edad 

del cliente, si es recurrente o no, entre otros, este manejo de información 

se realiza de formar manual. 

- Tercero, una vez que se hayan aplicado estas características de riesgo, se 

tiene ya la identificación de clientes, para que posterior a ello, se puede 

realizar la evaluación de cliente y dar criterio final si se considera o no 

sospechoso, para ser reportado a los entes supervisores.   
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V. CONCLUSIONES 

El presente proyecto de investigación entiende en primera instancia el modelo de 

aprendizaje automático, para la identificación de operaciones inusuales, el cual se llega a 

las siguientes conclusiones: 

PRIMERA  

Se logró desarrollar un modelo de identificación de clientes inusuales basado en el mejor 

resultado mostrado siendo “Regresión Logística”, comportándose de forma predictiva 

para la identificación de operaciones inusuales, comparado con otras técnicas de 

aprendizaje automático. 

SEGUNDA 

Respecto a la evaluación de datos generados, en primer lugar, se obtuvieron de fuentes 

de datos generadas por las características que proporcionan el reglamento de la 

Superintendencia de Banca, Seguros y AFP, de acuerdo a los delitos precedentes de 

lavado de activos, posteriormente se tomaron en cuenta distintas características de 

clientes, extraída del Core Business de la entidad financiera, en total se reunieron 24 

características.  

Para un primer análisis se revisó los tipos de dato con los que se contaba, la cantidad de 

registros, se verifico la existencia de datos nulos. Se realizaron gráficos para ver el 

comportamiento de los datos a nivel de frecuencia, se revisó, además, como es que 

interactuaba la información relacionada con el resultado de riesgo de LAFT para tener un 

primer vistazo de cuáles serían las candidatas a tener mayor correlación con el resultado, 

se implementaron gráficos de caja y bigotes además de un gráfico de probabilidad para 

verificar si la información presentaba valores atípicos que podrían sesgar el resultado 

final. 



 

75 

En un segundo análisis se implantaron funciones para limpiar la información evaluada en 

un primer plano, aplicando limpieza de valores atípicos con 100 interacciones que en total 

eliminaron 16 registros que se alejaban mucho de la distribución normal obtenida. 

Luego se realizó la preparación de la información para que pueda servir adecuadamente 

al algoritmo de aprendizaje en el entrenamiento y prueba, se aplicó la herramienta 

get_dummies de pandas para transformar los datos categóricos sin alterar el peso otorgado 

a cada variable. 

Para realizar una discriminación de las variables más representativas para el modelo se 

utilizó una matriz de correlación que analiza el nivel de relación que tienen las variable 

con el riesgo las cuales se han considerado las variables más prioritarias, considerando 

distintos factores como: valores atípicos, nivel de correlación con el resultado, de un total 

de 24 variables consideradas para el análisis, 14 variables fueron las más resaltantes las 

cuales se mencionan a continuación las siguientes: 

- Tipo de cliente 

- Estado de cliente 

- Sector de vivienda 

- Tipo de producto 

- Tiempo faltante 

- Calificación crediticia 

- Actividad del cliente 

- Profesión ocupación 

- Cargo 

- Tipo de vivienda 

- Agencia de la operación 

- Edad 
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- Tiempo Actividad 

- Monto de Operación 

TERCERA 

De la revisión de los algoritmos de: Regresion Logistica, XGB Classifier, Random 

Forest Classifier, Support Vector Classifier, Gradient Boosting Classifier, MLP 

Classifier y Gaussian NB orientados a temas de clasificación binomial o multinomial. 

Para identificar el modelo más óptimo y con los mejores resultados los algoritmos pasaron 

por 3 evaluaciones: algoritmo de validación cruzada para identificar si existe un 

sobreajuste en el modelo con la información de entrenamiento y prueba, además se utilizó 

la medición de Exactitud (Acuracity) para identificar los casos que el modelo ha acertado 

en la identificación de operaciones inusuales de lavado de activos en una entidad 

financiera, finalmente se utilizó la métrica del área bajo la curva (AUC ROC)  para medir 

el rendimiento o efectividad del clasificador, dentro de los cuales se ha establecido que la 

técnica de mejor resultados mostrados es “Regresión Logística”, comportándose de forma 

predictiva para la identificación de operaciones inusuales, se ha elegido esta técnica por 

que ha tenido los mejores resultados comparado con otras técnicas aprendizaje 

automático, con un porcentaje de 78.37% de precisión y una desviación estándar de 0,037 

con la métrica Acuraccy y por otro lado, se ha obtenido un resultado de 71% con una 

desviación estándar de 1 con la métrica del área bajo la curva (ROC) y un 74% en la 

validación cruzada. 

CUARTA 

En base a resultados de la mejor precisión, se aplicó el modelo efectuado con una 

nueva población de 500 clientes correspondiente al periodo del primer y segundo 

trimestre del 2021, clientes que tienen operaciones ya identificados como inusuales que 

ha sido proporcionado por el área SPLAFT, para la aplicación del modelo, teniendo como 
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resultado la Figura 15, donde menciona que de 500 clientes 315 han sido identificados 

como inusuales y 185 como clientes normales. 

Esto quiere decir, que de alguna manera permitirá tener mayor control sobre los 

clientes que tengan esta clasificación de riesgo según los factores y variables de lavado 

de activos y financiamiento al terrorismo, por lo cual este modelo tendrá mayores ajustes 

según la información que se alimente al modelo aplicado, por otro lado, se debe 

mencionar la eficiencia en otros factores como el recurso tiempo para la clasificación de 

operaciones inusuales. 
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VI. RECOMENDACIONES 

La entidad financiera deberá actualizar su información de riesgo, ya que debido a 

las vulnerabilidades que se exponen por diferentes delitos de LAFT, estas se incrementan 

de manera paulatina, es por ello que se debe mantener actualizado de los constantes 

delitos precedentes, para así alimentar la información del Modelo de Aprendizaje 

Automático. 

Implementar más a detalle características que permitan conocer más el 

comportamiento financiero de un cliente, a fin de poder identificar aquellos que presenten 

mayor exposición de riesgo. 

Capacitar al personal encargado, en temas de Lavado de activos y financiamiento 

al terrorismo, para un eficiente manejo y procesamiento de información. 
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ANEXOS 

Anexo 1: Ley que crea la Unidad de Inteligencia Financiera - Perú
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Anexo 2: Resultados de la correlación. 
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